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요  약

기존 데이터 선택·증강 결합 기법의 연산 복잡성을 극복하기 위해, 본 논문은 단일 손실값 지표 기반의 동

적 re-Batch와 이미지 데이터 증강을 결합한 새로운 학습 파이프라인을 제안한다. 손실 값이 낮은 샘플을 학습 

데이터세트에 일정한 간격으로 분배하여 학습 안정성을 높이고, 증강을 통해 데이터 다양성을 확보하는 두 가

지 전략의 이점을 동시에 취한다. CIFAR-10 데이터세트에서 전체 학습 데이터의 75%만 사용하고, 그중 8%만 

증강해도 증강 없이 100% 전체 데이터를 사용한 기존 학습보다 높은 정확도를 달성함을 실험적으로 입증하였

다. 이러한 결과는 re-Batch의 학습 안정화 효과와 증강의 데이터 다양성 확보가 시너지를 발휘하여 학습 데이

터가 부족한 조건에서도 우수한 성능을 달성할 수 있음을 보여준다.

Abstract

To overcome the computational complexity of existing data selection and augmentation methods, this paper 
proposes a new training pipeline that combines a single-loss-metric-based dynamic re-Batch technique with image data 
augmentation. By distributing samples with low loss values at regular intervals across the training dataset to enhance 
training stability, securing data diversity through augmentation, it simultaneously takes advantage of the two strategies. 
Experiments on the CIFAR-10 dataset demonstrate that using only 75% of the total training data, with just 8% of it 
augmented, achieves higher accuracy than conventional training using 100% of the data without augmentation. These 
results show that the stabilizing effect of re-Batch and the data diversity provided by augmentation work 
synergistically to achieve excellent performance even in conditions under scarce training data.
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Ⅰ. 서  론

인공 신경망 기반의 딥러닝 기술은 이미지 인식, 
자연어 처리 등 다양한 분야에서 혁신적인 성과를 

거두고 있지만, 모델의 성능은 학습 데이터의 양과 

질에 크게 의존한다. 
이를 극복하기 위한 기법들 중 데이터 증강은 기

존 샘플에 회전, 크롭, 색상 변형 등 다양한 변환을 

가하여 인위적으로 데이터의 다양성을 높임으로써 

모델의 일반화 능력을 향상한다[1].
단순히 데이터 다양성을 높이는 것을 넘어, 유의

미한 샘플을 선별하거나 배치 구성을 최적화하는 

전략들이 있다. 그중 동적 re-Batch 전략[2]은 도메인

에 특화된 복잡한 휴리스틱이나 가중치 부여 알고

리즘 대신, 샘플의 손실값이라는 단일하고 범용적인 

지표를 사용하여 배치를 동적으로 재구성한다. 특히 

최소 손실 기반의 동적 re-Batch가 모델의 수렴 안정

성과 성능 개선에 효과적임이 입증된 바 있다.
본 연구는 학습 데이터가 부족한 조건에서 학습 

성능을 개선하는 것을 목표로 한다. 이를 위해 최소 

손실 기반의 동적 re-Batch 전략과 이미지 데이터 

증강 기법을 결합한 새로운 학습 파이프라인을 제

안한다. 먼저, 손실값이 낮은 샘플들을 일부 선정하

여 학습 데이터세트에 일정한 간격으로 분배한다. 
그리고 이미지 데이터 증강을 통해 학습 데이터의 

다양성을 확보한다. 이 학습 파이프라인이 

CIFAR-10 데이터세트에서 효과적임을 실험적으로 

검증하였다.  
본 논문의 구성은 다음과 같다. 2장에서는 관련 

연구를 살펴보고, 3장에서는 제안하는 통합 학습 파

이프라인을 설명한다. 이어 4장에서 실험 환경을 소

개하고 실험 결과 분석한 뒤, 5장에서 결론 및 향후 

과제를 제시한다.

Ⅱ. 관련 연구

2.1 이미지 데이터 증강

 이미지 데이터 증강의 전통적인 기법인 수평 뒤

집기, 크롭[3], 회전[4] 등의 기하학적 변환에서 시

작하여, 최근에는 두 개 이상의 샘플을 혼합하는 

Mixup[5], 특정 영역을 타 이미지로 대체하는 

CutMix[6], 그리고 클래스 불균형 해소를 위해 소수 

클래스에 가중치를 두는 Remix[7]와 같은 다중 인

스턴스 혼합 기법으로 진화하였다. 
또한, 최적의 증강 정책을 자동으로 탐색하는 

AutoAugment[8], 그리고 단일 무작위 증강만으로도 

우수한 성능을 보이는 TrivialAugment[9]등이 제안되

며 학습 성능을 높여왔다.

2.2 동적 데이터 선택과 증강의 결합

데이터 효율성을 극대화하기 위해 전체 데이터 

중 유의미한 샘플만을 선별하여 학습하는 데이터 선

택(Data selection) 연구가 활발히 진행되고 있다.[10]
초기 연구는 쉬운 샘플부터 학습하는 커리큘럼 

학습이나[11] 어려운 샘플에 집중하는 하드 예시 마

이닝 등이 있으며[12], 최근에는 데이터 선택과 증강

을 하나의 프레임워크로 통합하려는 시도도 등장했

다.
Yang, Ye, Shen 그리고 Zhou[13]가 제안한 기법은 

이 분야의 대표적 선행 연구인데, 샘플의 밀도와 멀

티모달 시맨틱 일관성을 결합하여 증강에 적합한 샘

플을 선별한다. 특징 공간에서 밀도가 낮은 샘플을 

우선 선택하여 증강을 적용하고, CLIP(Contrastive 
Language-Image Pre-training)과 같은 사전 학습된 멀

티모달 모델을 통해 노이즈 샘플을 필터링한다.
샘플의 신뢰성을 평가하기 위해 CLIP이라는 사

전 학습된 멀티모달 모델이 필수적이며, 온라인 학

습 중 밀도 계산을 위한 근사 최근접 이웃 탐색이 

동반되어야 하므로 시스템 구현이 복잡하고 연산 

오버헤드가 크다. 또한, 이미지-텍스트 쌍의 일관성

에 의존하므로 멀티모달 정보가 없는 도메인에는 

적용하기 어렵다.

2.3 기존 연구와 차별점

본 연구에서 활용하는 동적 re-Batch 전략은 선행 

연구보다 단순하며 범용적인 방법론이다. CLIP이나 

복잡한 밀도 계산 대신, 샘플별 손실값만을 지표로 

사용하여 학습 난이도를 정의한다. 이는 추가적인  

모델이나 사전 분석 없이도 모든 데이터세트에 즉
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시 보편적으로 적용 가능한 방법론이다.
또한 Yang, Ye, Shen 그리고 Zhou[13]가 제안한  

기존 기법은 학습이 부족한 데이터 샘플을 선택하기 

위해 특징 공간에서 밀도가 낮은 샘플을 찾아낸다. 
반면에, 본 연구는 손실값이 작은 샘플들을 이용한다.

Ⅲ. 제안 방법론

3.1 동적 re-Batch

학습 안정성을 확보하기 위해 손실값에 기반하여 

배치를 재구성하는 동적 re-Batch 기법을 적용한다.
매 에포크 종료 후, 전체 학습 데이터에 대해 증

강을 적용하지 않은 상태에서 손실값을 측정한다. 
이 중 손실이 가장 낮은 샘플들을 최적 샘플로 정

의하고, 정렬하여 관리한다. 선별된 최적 샘플들을 

학습 데이터 사이에 일정한 간격으로 분배하여 배

치를 재구성한다.
전체 학습 데이터 크기를 N이라고 하고, re-Batch 

비율을 r_re라고 할 때, 매 에포크마다 선정되는 최

적 샘플 수 K와 재배치 간격 I는 다음과 같다.

⌊ ×⌋  ⌊⌋
   (1)

직관적인 이해를 돕기 위해 그림 1에 re-Batch 과
정을 간략히 나타내었다.

그림 1. 동적 re-Batch의 샘플 재분배 과정 예시 이미지[2]
Fig. 1. Example image of the process of repositioning

data samples for re-Batch strategy[2]

3.2 동적 re-Batch 이용 증강

본 알고리즘은 매 에포크마다 3단계의 루프를 반

복 수행하며, 제안하는 동적 re-Batch 기반 증강 기

법의 전체적인 의사코드는 알고리즘 1과 같다.

알고리즘 1. 동적 re-Batch 이용 증강 알고리즘
Algorithm 1. algorithm of augmentation using dynamic re-Batch

Input Trainind dataset D of size N, Model θ, Total ecpohs E, re-Batch ratio r_re, Augmentation ratio r_aug
Output Trained model θ
1:
2:
3:
4:
5:
6:
7:
8:
9:
10:
11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22:

Calculate re-Batch samples count K and augmentation samples count M
initialize sample indices I_train
for epoch=1 to E:
// step1 : Training
Set model to Train mode
Randomly select a subset of indices I_aug of size M from I_train
for batch in dataloader(D, I_train):
for each sample in batch:
if sample index i is in I_aug:
sample = ApplyAugmentation(sample)

Forward pass, compute loss, backward pass and update θ
//step2 : Dynamic re-Batching for next epoch
Set model to Eval mode
initialize an emplty list Loss_List
for each sample in D:
Calculate Loss
Append (sample index, Loss) to Loss_List

//step3 : Update re-Batch target
Sort Loss_List in ascending odrder based on Loss
I_best = Extract indices of top-K sample from Loss_List
I = ⌊N / K⌋
I_train = MergeWithinterval(I_best, interval = I)
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1 단계, 설정된 증강 비율에 따라 샘플들에 증강

을 적용하여 모델을 학습시킨다. 증강 비율을 r_aug
라고 할 때 증강이 적용되는 총 샘플 수 M은 다음

과 같다.

 ⌊ ×⌋    (2)

2 단계, 에포크 종료 후 다시 증강 없는 전체 데

이터 손실을 재계산하여 다음 에포크에서 사용할 최

적 샘플 리스트를 최신화한다. 3 단계, 갱신된 인덱

스 순서에 따라 다음 에포크에 사용할 배치를 재구

성한다. 이와 같은 통합 전략은 손실값이 작은 일부 

샘플들을 학습 데이터세트에 일정한 간격으로 분배

함으로써 얻는 수렴 안정성과 데이터 증강을 통해 

얻는 학습 데이터의 다양성 확보를 동시에 달성한다. 
이는 동적 re-Batch를 위한 최소한의 과정을 제외하

면 추가적인 연산 오버헤드가 거의 발생하지 않는다.

Ⅳ. 실험 결과 및 분석 

4.1 실험 설정

모든 입력 이미지에는 크롭, 수평 뒤집기, 
TrivialAugment를 증강 알고리즘으로 채택하였다.

실험의 재현성을 확보하기 위해 모든 무작위 시

드를 42로 고정하였으며, 기존 연구들과 대부분의 

설정을 동일하게 하여 일관성을 유지했다[13][14]. 
본 연구의 인공신경망 모델로 ResNet18을 채택하였

다. Optimizer는 Nesterov 모멘텀이 적용된 SGD를 

사용하였다. 모멘텀 계수는 0.9, 가중치 감소는 5E
−4로 설정하였다. 학습률 스케줄러는 OneCycleLR 
방식을 적용하였다. 기본 학습률은 0.001에서 시작

하여 학습 진행에 따라 최대 학습률 0.2까지 변화하

도록 설정하였다. 기존 연구들은 에포크를 200으로 

설정했지만, 본 연구에서는 학습 시간을 단축하기 

위해 100 에포크 동안 학습을 수행하였으며, 배치 

크기는 128로 설정하였다. 손실 함수로는 

CrossEntropyLoss를 사용하였다. 모든 실험 결과는 

각 10회씩 실행하여 평균을 낸 값이다.
실험에는 CIFAR-10[15] 표준 데이터세트를 사용

하였다. 학습 데이터 부족 상황을 가정하기 위해 원

본 학습 데이터 50,000장을 75%의 학습 데이터

(37,500장)로 분할하였으며, 별도의 10,000장 테스트 

데이터를 통해 최종 모델 성능을 평가하였다.

4.2 성능 평가

전체 학습 데이터(100%)를 사용하여 증강하지 

않았을 때의 정확도는 89.55%이며 표본 표준 편차

는 0.269이다. 동적 re-Batch 비율 0.005, 0.03, 0.08 
별로 증강 대상 샘플 선택 비율 0, 0.03, 0.08, 0.15, 
0.3, 0.5일 때의 실험 결과는 표 1에 나타내었으며, 
그에 해당하는 표본 표준 편차는 표 2에 나타내었

다. 직관적인 이해를 위해 표 1의 동적 re-Batch 비
율별 도표를 그림 2, 그림 3, 그림 4에 각각 나타

내었다. 비교를 위해 동적 re-Batch를 적용하지 않

고 무작위 증강만 사용한 결과는 No re-Batch에 표

기했다. 실험 결과 동적 re-Batch 비율 0.005일 때 

가장 성능이 높으며, 비율이 높아질수록 성능이 감

소한다. 동적 re-Batch와 증강을 통한 다양성 확보 

사이의 적절한 균형점을 찾는 것이 성능 개선의 

핵심임을 시사한다.

표 1. 실험 결과 정확도(%)
Table 1. Experiment result accuracy(%)

Augment
select ratio

No
re-Batch

re-Batch
0.005

re-Batch
0.03

re-Batch
0.08

0 87.48 86.63 86.15 84.59
0.03 88.05 88.44 87.88 86.47
0.08 88.81 89.77 89.65 88.26
0.15 89.53 91.18 91.01 89.81
0.3 91.35 92.79 92.61 91.54
0.5 93.04 93.69 93.55 92.96

표 2. 실험 결과 표본 표준 편차
Table 2. Experiment result sample standard deviation

Augment
select ratio

No
re-Batch

re-Batch
0.005

re-Batch
0.03

re-Batch
0.08

0 0.225 0.217 0.244 0.337
0.03 0.169 0.288 0.216 0.347
0.08 0.093 0.175 0.322 0.414
0.15 0.262 0.1 0.17 0.27
0.3 0.231 0.192 0.194 0.317
0.5 0.171 0.154 0.141 0.222
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그림 2. re-Batch 비율 0.005 실험 결과
Fig. 2. re-Batch ratio 0.005 experiment result

그림 3. re-Batch 비율 0.03 실험 결과
Fig. 3. re-Batch ratio 0.03 experiment result

그림 4. re-Batch 비율 0.08 실험 결과
Fig. 4. re-Batch ratio 0.08 experiment result

Yang, Ye, Shen 그리고 Zhou가 제안한 기존 기법 

역시 데이터 선택과 증강을 다루고 있으나 사전 학

습된 멀티모달 모델(CLIP)의 미세조정 등 많은 컴

퓨팅 자원을 요구한다. 본 연구가 제안하는 파이프

라인의 핵심 목적은 외부 모델이나 복잡한 밀도 계

산 없이 오직 단일 손실값 지표만 사용하는데 있다. 
따라서 선행 연구들과 직접적인 정량 비교는 실험

의 범위를 벗어나는 것으로 판단하여 제외하였다.
제안한 기법은 동적 re-Batch 비율 0.005의 거의 

모든 증강 선택 비율 구간에서 동일한 데이터 양

(75%)을 사용하여 단순히 무작위 증강한 결과(No 
re-Batch)보다 일관되게 높은 정확도를 기록했다. 특
히 증강 선택 비율 0에서 0.3 사이의 구간에서 단순 

무작위 증강 대비 성능 향상 폭이 가장 두드러지게 

나타났다. 구체적으로 전체 데이터의 75%만 사용하

더라도 동적 re-Batch 비율을 0.005으로 설정하고 데

이터의 0.08만 증강했을 때, 89.77%의 정확도를 기록

하였으며, 증강 없이 전체 데이터(100%)를 모두 사

용한 기존 학습의 성능 89.55%를 상회하는 성과를 

거두었다. 결과가 우연적 오차인지 확인하기 위해, 
10회 반복 실험 결과에 대해 t-검정을 수행하였다. 
검정 결과, 기준 대비 p-value < 0.05 (p=0.048) 수준

에서 통계적으로 유의미한 성능 향상을 달성했음을 

확인하였다. 이는 비교적 적은 비율의 데이터 증강

만으로도 최적의 re-Batch 스케줄링이 결합된다면, 학
습 데이터가 부족한 조건에서도 자원을 효율적으로 

사용하며 동시에 모델의 일반화 성능을 전체 데이터 

학습 이상으로 끌어올릴 수 있음을 증명한다.

Ⅴ. 결론 및 향후 과제

본 연구에서는 학습 데이터가 부족한 조건에서 

학습 성능을 개선하기 위해 최소 손실 기반의 동적 

re-Batch 기법과 이미지 데이터 증강을 결합한 새로

운 학습 파이프라인을 제안하고, CIFAR-10 데이터

세트를 통해 그 성능을 실험적으로 검증하였다. 실
증 분석 결과, 제안 기법은 데이터의 75%만 사용하

고 그중 일부만을 증강하는 조건 속에서도 100% 
전체 데이터를 사용한 기존 학습 방식을 상회하는 

우수한 성능을 보여주었다. 이는 학습 초기부터 손

실값이 작은 샘플들을 학습 데이터세트에 일정한 

간격으로 분배하여 수렴 안정성을 확보하는 동적 

re-Batch의 메커니즘이 무작위 증강으로 인한 노이

즈가 수렴 안정성을 훼손하지 않고 모델의 일반화 

성능 향상으로 직결되도록 최적의 학습 환경을 간
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접적으로 조성하는 효과를 보인 것으로 해석된다. 
특히 사전 학습된 멀티모달 모델의 도입 없이 단일 

손실값 지표만을 활용하여 추가 연산 비용을 거의 

발생시키지 않는다는 점에서 실용성이 매우 높다. 
향후 연구에서는 75% 뿐만아니라 다양한 데이터 

부족 상황에서 실험할 계획이다. 동적 re-Batch 비율

이 증가하면서 성능이 낮아지는 현상도 향후 연구에

서 정확한 원인 파악이 필요하다. 소량의 데이터로 

고도의 정확도를 요구하는 의료 영상 분석, 자율주

행 객체 인식, 위성 이미지 처리 등 데이터 부족 및 

라벨링 비용 문제가 심각한 실제 산업에서 제안 방

법론의 범용성과 실증적 가치를 더 검증할 계획이다.
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