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요  약

본 연구는 선행연구에서 머신러닝(Machine Learning)으로 한계대학을 예측하기 위해 개발된 모형을 확장하

여 타 머신러닝 알고리즘을 적용한 예측모형의 성능과 임계치 조정을 통한 예측모형의 성능을 비교하기 위해 

실시하였다. 이에 본 연구는 Random Forest, XGBoost, LightGBM 머신러닝 알고리즘을 활용하였다. 구체적으

로 기본값(default setting)으로 설정된 머신러닝 모형별 예측모형의 성능을 확인하기 위해 ROC-AUC와 

PR-AUC 값을 사용하였으며, 각 예측모형의 임계치 조정에 따른 최적화된 성능을 확인하기 위해 재현율

(recall), 정확도(accuracy), 조화 성능(F1-score)를 활용하여 분석하였다. 연구 결과 한계대학을 예측하는데 가장 

뛰어난 성능을 나타낸 것은 기본값의 경우 LightGBM이 가장 우수하였으며, 임계치 조정(informedness
threshold, youden threshold, pr threshold)에 따른 최적화된 성능을 나타낸 예측모형도 LightGBM이었다.

Abstract

This study expanded the model developed in previous research to predict business crisis universities using machine 
learning and compared the performance of the prediction model using other machine learning algorithms with the 
performance of the prediction model through threshold adjustment. This study utilized Random Forest, XGBoost, and 
LightGBM machine learning algorithms. Specifically, ROC-AUC and PR-AUC values were used to check the 
performance of the prediction model for each machine learning model set to the default setting. recall, accuracy, and 
f1-score were used to check the optimized performance according to the threshold adjustment of each prediction 
model. As a result of the study, LightGBM showed the best performance in predicting business crisis universities in 
the case of default values. In addition, the prediction model that showed optimized performance according to 
threshold adjustment was LightGBM.
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Ⅰ. 서  론

본 연구의 목적은 선행연구에서 머신러닝

(Machine learning)으로 한계대학을 예측하기 위해 

개발된 모형을 확장하여 타 머신러닝 알고리즘을 

적용한 예측모형의 성능과 임계치 조정을 통한 예

측모형의 성능을 비교 분석하는 것이다.
최근 인공지능(AI, Artificial Intelligence) 기술을 

활용하여 예측모형 개발이 보편화되고 있다. 그리고 

머신러닝 알고리즘은 인공지능의 하위 범주로서 데

이터를 분석하는 곳에 많이 활용되고 있다. 즉, 머
신러닝 알고리즘은 데이터로부터 더 많은 가치를 

얻기 위해 잠재된 패턴을 발견하고 이를 예측 모형

(Modeling)으로 만든다.
K. M. Kim and J.-H. Lee(2023)[1]은 대학알리미에 

공시되고 있는 데이터를 바탕으로 한계대학을 예측

할 수 있는 모형을 설계하였다. 그리고 머신러닝을 

활용하여 한계대학 예측과 깊은 연관이 있는 항목

을 찾아냄으로써 사회적 차원에서 신속한 대응책을 

마련하는데 기준점을 제시하였다.
머신러닝은 데이터의 형태로 획득될 수 있는 경

험(Experience)으로부터 특정한 목표작업(Task)에 대

한 성능(Performance)을 개선하는 일련의 과정으로 

정의할 수 있다. 선행연구는 머신러닝이 전통적인 

통계학적 방법보다 한계대학을 보다 더 정확히 예

측할 수 있다는 것을 보여주었으나, 예측모형에 대

한 성능 개선은 아쉬운 부분이 있었다. 이에 본 연

구는 한계대학 예측을 위한 머신러닝 알고리즘에 

대한 성능을 비교하여 선행연구를 확장하고자 한다.
      

Ⅱ. 연구 방법

K. M. Kim and J.-H. Lee(2023)[1]은 랜덤 포레스

트(Random Forest)를 사용하여 2012년부터 2020년까

지 재정지원제한대학평가, 대학구조개혁평가, 대학

기본역량진단에서 하위권 평가를 받은 대학을 대상

으로 학생, 교원, 재무자료 등을 활용하여 한계대학

을 예측할 수 있는 모형을 개발하였다. 연구 결과 

한계대학 예측을 위해 동일한 데이터에 대해 로지

스틱 회귀분석보다 Random Forest 모형을 사용하는 

경우 더 정확하게 한계대학을 파악할 수 있었다고 

주장하였다. 

표 1. 한계대학 예측을 위한 변수
Table 1. Variables for predicting business crisis universities

Variable Description and calculation

Business crisis
universities

Universities that received lower rankings in the
Financial Support Restricted University Evaluation,
University Structural Reform Evaluation, and
University Basic Competency Diagnosis

Enrolled student
recruitment rate

Enrolled students within quota/(student quota -
number of students suspended)

New student
recruitment rate

Number of students admitted within the
quota/number of people recruited within the quota

Maintenance
recruitment rate

[0.6×(t_year + t-1_year New student recruitment
rate)/2] + [0.4×(t_year + t-1_year Enrolled
student recruitment rate)/2]

Dropout rate Students who drop out due to reasons/Enrolled
student

Employment rate
Employed person/(Graduate-Advanced
student-Enlisted person-Unable to get a
job-Foreign student-Recognized as excluded)

Research
expenses per
faculty member

log(Research funds/number of full-time faculty)

Paper
performance per
person

Domestic and international papers total/number
of full-time faculty

faculty retention
rate number of full-time faculty/Faculty legal quota

Faculty labor
cost ratio

Faculty labor costs/number of full-time faculty

Education return
rate

Total education cost/Tuition income

Education cost
per student

log(Total education cost/Number of enrolled
students)

Basic asset
security rate for

profit

Amount of basic assets held for profit/standard
amount of basic assets for profit

School operating
expenses burden

rate
School operating expenses burden/profit

Corporation
transfer rate

Corporate transfer amount transferred/operating
income

Tuition
dependence rate Tuition income/Total fund income

Carryover ratio Unused carryover funds/total fund expenditures
Scholarship
payment rate Total scholarship / Tuition income

Debt ratio [Total debt - (deposits + advances + other
current debt)] / base payment

Area the location of the university

Year ‘12 ‘13 ‘14 ‘15 ‘16 ‘17 ‘18 ‘19 ‘20

Number of
business crisis
universities

43 42 35 53 27 12 19 - 21
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일반적으로 머신러닝을 활용한 연구는 다양한 알

고리즘 활용하여 상대적 예측력이 높은 모델을 채

택한다[2][3].
선행연구는 머신러닝을 통한 연구방법론에 대한 

소개에 그쳤다면, 본 연구는 Naive Bayes, AdaBost, 
XGBost, LightGBM, Neural Network 등과 같은 다양

한 머신러닝 알고리즘을 활용하여 한계대학 예측모

형의 성능을 확인할 필요가 있다. 이에 본 연구는 

기존의 Random Forest 뿐만 아니라 타 머신러닝 알

고리즘을 적용함과 동시에 한계대학 예측모형의 임

계치 조정에 따른 성능을 비교 분석하고자 한다.
본 연구의 예측모형은 성능을 비교하기 위해 

Random Forest, XGBoost, LightGBM의 세 가지 머신

러닝 알고리즘의 예측모형을 사용한다. 그리고 선행

연구의 경우 대학과 전문대학으로 구분하였으나, 한
계대학 예측을 위한 머신러닝 알고리즘의 기본 성

능 확인 및 임계치 조정에 따른 최적화에서는 구분

의 효익이 떨어짐으로써 통합(대학+전문)하여 분석

한다. 다양한 머신러닝 알고리즘 중에서 세 가지 모

형을 선택한 2가지 이유는 다음과 같다. 첫째, 
XGBoost와 LightGBM은 그래디언트 부스팅 알고리

즘(Gradient boosting algorithm)을 기반으로 한다[4]. 
그리고 그래디언트 부스팅 알고리즘은 의사결정 나

무를 기반으로 만들어진 대표적인 앙상블 알고리즘

이다[5]. 그래서 기존의 의사결정 나무 기반의 

Random Forest로 분석한 선행연구와 일관성을 확보

할 수 있기 때문이다. 둘째, 최근에는 데이터 분석 

관련 전세계 최대 플랫폼인 캐글(Kaggle)에서 그 성

능이 입증되어 다양한 분야에서 활용되고 있기 때

문이다[6]-[8].
본 연구의 예측모형은 선행연구에서 사용한 변수

를 사용하며, 예측모형은 편의상 각각 RF_model, 

XG_model, LGBM_model로 명명하였다.
예측모형은 한계대학을 구분하는 것이 주목적이

기 때문에 한계대학을 1로 설정하고, 한계대학이 아

닌 경우는 0으로 설정하였다. 예측모형의 학습과 성

능 검증을 위해 한계대학 분석데이터를 학습데이터

와 시험데이터의 비율은 8 : 2로 분리하였다. 2012
년부터 2020년까지 분석데이터는 총 2,420행(표본 

19,295개), 학습데이터는 1,936행, 시험데이터는 484
행으로 구성하였다. 학습데이터와 시험데이터의 클

래스 레이블 구성 비중은 동일하게 유지될 수 있도

록 층화 무작위 표본 추출 방식(Stratified Random 
Sampling)으로 데이터를 추출하였는데, 이를 위해 

python의 StratifiedShuffleSplit 라이브러리를 활용하였

다. 그 결과 학습데이터와 시험데이터에서 레이블 0
인 데이터는 83.9%(소수점 둘째자리에서 반올림), 
레이블 1인 데이터는 16.1%(소수점 둘째자리에서 

반올림)로 구성되었다. 이 과정을 그림으로 표현하

면 그림 1과 같다. 
이와 같이 분리된 학습데이터를 RF_model, 

XG_model, LGBM_model 세 가지 머신러닝 알고리즘

에 학습시켰다.

Ⅲ. 한계대학 예측모형의 성능 비교 분석

3.1 기본 설정에 따른 예측모형 성능 비교

예측모형은 머신러닝 알고리즘은 기본 설정

(Default setting)을 활용하였고, 예측모형별 성능의 

우월성을 판단하기 위한 기준으로는 ROC-AUC와 

PR-AUC 값을 활용하였다. 예측모형별 성능평가 결

과는 그림 2, 그림 3, 그림 4와 같다.

그림 1. 분석데이터의 학습데이터와 시험데이터 분리 및 구성
Fig. 1. Separation and composition of learning data and test data of business crisis universities analysis data
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(a) 시험데이터에 대한 예측 확률 값 빈도
(a) Frequency

(b) RF_model의 ROC AUC 값
(b) RF_model ROC AUC : 0.867

(c) RF_model의 PR AUC 값
(c) RF_model PR AUC : 0.666

evaluation precision recall f1-score support
risk_low 0.87 1.00 0.93 406
risk_high 0.91 0.26 0.40 78

accuracy 0.88 484
macro avg 0.89 0.63 0.67 484
weighted avg 0.88 0.88 0.85 484

(d) 성능평가 지표 요약
(d) Summary

그림 2. 한계대학 예측 RF_model 성능평가
Fig. 2. RF_model performance evaluation

(a) 시험데이터에 대한 예측 확률 값 빈도
(a) Frequency

(b) XG_Model의 ROC AUC 값
(b) XG_Model ROC AUC : 0.854

(c) XG_Model의 PR AUC 값
(c) XG_Model PR AUC : 0.634

evaluation precision recall f1-score support
risk_low 0.88 0.99 0.93 406
risk_high 0.86 0.31 0.45 78

accuracy 0.88 484
macro avg 0.87 0.65 0.69 484
weighted avg 0.88 0.88 0.86 484

(d) 성능평가 지표 요약
(d) Summary

그림 3. 한계대학 예측 XG_model 성능평가
Fig. 3. XG_model performance evaluation
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(a) 시험데이터에 대한 예측 확률 값 빈도
(a) Frequency

(b) LGBM_model의 ROC AUC 값
(b) LGBM_model ROC AUC : 0.902

(c) LGBM_model의 PR AUC 값
(c) LGBM_model PR AUC : 0.700

evaluation precision recall f1-score support
risk_low 0.89 1.00 0.84 406
risk_high 0.93 0.36 0.52 78

accuracy 0.89 484
macro avg 0.91 0.68 0.73 484
weighted avg 0.90 0.89 0.87 484

(d) 성능평가 지표 요약
(d) Summary

그림 4. 한계대학 예측 LGBM_model 성능평가
Fig. 4. LGBM_model performance evaluation

각 예측모형별 머신러닝 알고리즘은 기본 설정

(Default setting) 따른 성능을 정리하면 표 2과 같다.
ROC-AUC와 PR-AUC 값을 사용한 예측모형 성

능의 우수성을 살펴보면 LightGBM 머신러닝 알고

리즘을 활용하여 개발한 LGBM_model의 성능이 가

장 우수한 것으로 나타났다.

표 2. 연구모형별 예측모형 성능평가 결과 요약
Table 2. Prediction model performance evaluation results
by research model summary

Evaluation Model
RF_model XG_model LGBM_model

ROC-AUC 0.867 0.854 0.902
PR-AUC 0.666 0.634 0.700

3.2 임계치 조정에 따른 예측모형 성능 비교

예측모형의 임계치 조정이란 클래스의 레이블을 

판단하기 위해 기준이 되는 예측 확률값을 조정하

는 것을 말한다. 예를 들어 로지스틱 회귀 모형에서 

특정 이메일이 스팸일 확률이 0.9이면 스팸 가능성

이 매우 높다고 예측할 수 있다. 반대로 0.1이라면 

스팸이 아닐 가능성이 높다고 할 수 있다. 그렇다면 

스팸 확률이 0.6인 이메일은 어떻게 분류해야 할 것

인가라는 의문점이 생긴다. 스팸일 확률이 높은 것

인가? 이때 분류할 기준을 임계치(Threshold)이라고 

한다. 예측모형에서 말하자면 정밀도(Precision)와 재

현율(Recall)이 만나는 점이 최적의 임계치이다. 임
계치를 높이면(Positive 판별 기준을 강화하면) 정밀

도는 올라가고 재현율은 낮아진다. 반면, 임계치를 

낮추면(Positive 판별 기준을 완화하면) 정밀도는 낮

아지고 재현율은 높아진다. 이를 정밀도-재현율 트

레이드 오프(Precision-Recall Trade-off)라 한다. 때문

에 예측 목적에 따라 정밀도와 재현율의 중요도가 

다를 수 있다. 스팸 분류는 정밀도, 암 환자 분류는 

재현율을 더 중요하게 고려해야 한다.
예측모형의 성능을 측정할 때 기본 임계치는 0.5

를 기준으로 되어있다. 즉, 예측 확률이 0.5 미만의 

경우 한계대학이 아닌 것으로 판단하고, 0.5 이상의 

경우 한계대학인 것으로 판단한다. 임계치 조정은 

한계대학인지 아닌지를 판단하는 기준값인 0.5를 작

거나 크게 조정하여, 예측모형의 성능을 개선하는 

과정을 의미한다. 
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때문에 본 연구는 각 예측모형의 임계치를 조정

하여 임계치의 왼쪽에 위치하는 경우 한계대학이 

아닌 것으로 판단되고, 임계치의 오른쪽에 위치하는 

경우 한계대학인 것으로 판단한다. 이러한 한계대학 

예측모형의 임계치 조정에 따른 예측모형의 성능을 

비교 분석하고자 한다.
본 연구는 클래스의 레이블 값을 판단하는 임계

치 조정의 기준을 세 가지 방식으로 최적화하였다. 
임계치 최적화를 위해 informedness threshold, youden 
threshold, pr threshold를 사용하였고, 각각의 임계치

가 조정되었을 경우 성능지표를 비교해 보았다. 
informedness threshold와 youden threshold는 한계대학

을 최대한 많이 예측하는 데 유용하며, pr threshold
는 예측모형의 전반적인 실수(오탐)를 최소화하는 

데 유용하다.
참고로 informedness threshold 값은 tpr(true positive 

rate)에서 fpr(false positive rate)을 뺀 수 중 절대값이 

가장 큰 지점을 찾는 것이고, youden threshold 값은 

tpr과 fpr을 합한 값에서 1을 뺀 값에 절대값을 취했

을 때 가장 작은 지점을 찾는 것이다. 마지막으로 pr 
threshold 값은 precision에서 recall을 뺀 값에 절대값

을 취했을 때 가장 작은 지점을 찾는 것이다.
RF_model, XG_model, LGBM_model의 informedness 

threshold, youden threshold, pr threshold을 각각 탐색

한 후 성능을 측정한 결과는 그림 5, 그림 6, 그림 7
과 같다.

그림 5의 RF_model을 살펴보면 informedness 
threshold 최적값은 0.15였다. 즉 0.15 미만은 한계대

학이 아닌 것으로 판단되어 0으로 최종 분류되고, 
0.15 이상은 한계대학인 경우로 판단되어 1로 최종 

분류된다. 이렇게 임계치에 따른 결과 판단 기준을 

적용하면, RF_model은 재현율 0.76, 정확도 0.76의 

성능을 제공하였다. 
이때 youden threshold 최적값은 0.16으로 나타났

으며, RF_model의 재현율는 0.73, 정확도는 0.76이었

다. 그리고 pr threshold 최적값은 0.27이었다. 이때 

RF_model의 재현율는 0.56이었고, 정확도는 0.87이
었다. 조화 성능이라고 표현한 f1-score는 recall과 

precision의 조화평균으로 계산되어 한계대학에 대한 

재현율과 예측 정확율을 균형있게 표현할 수 있는 

지표라고 설명할 수 있다.

informedness threshold : 0.15
‧ recall: 0.76
‧ accuracy: 0.76
‧ f1-score: 0.50

youden threshold : 0.16
‧ recall: 0.73
‧ accuracy: 0.76
‧ f1-score: 0.49

pr threshold : 0.27
‧ recall: 0.56
‧ accuracy: 0.87
‧ f1-score: 0.58

그림 5. RF_model 임계치에 따른 성능평가
Fig. 5. Performance evaluation according to RF_model

threshold

그림 6의 XG_model을 살펴보면 informedness 
threshold 최적값은 0.1285였다. 이때 XG_model은 재

현율 0.78, 정확도 0.79의 성능을 제공하였다. 또한, 
youden threshold 최적값도 0.1285였다.

informedness threshold와 동일한 임계치로 성능도 

동일하게 밝혀졌다. 그리고 pr threshold 최적값은 

0.2551이었다. 이때 XG_model의 재현율는 0.54였고, 
정확도는 0.85였다.
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informedness threshold : 0.1285
‧ recall: 0.78
‧ accuracy: 0.79
‧ f1-score: 0.55

youden threshold : 0.1285
‧ recall: 0.78
‧ accuracy: 0.79
‧ f1-score: 0.55

pr threshold : 0.2551
‧ recall: 0.54
‧ accuracy: 0.85
‧ f1-score: 0.54

그림 6. XG_model 임계치에 따른 성능평가
Fig. 6. Performance evaluation according to XG_model

threshold

마지막으로 그림 7의 LGBM_model을 살펴보면 

informedness threshold 최적값은 0.0001이었다. 이때 

LGBM_model은 재현율 0.88, 정확도 0.80의 성능을 

제공하였다. youden threshold 최적값은 0.0003이었

다. 재현율 0.82, 정확도 0.83의 성능을 제공하였다. 
그리고 pr threshold 최적값은 0.0119였다. 이때 

LGBM_model의 재현율는 0.58이었고, 정확도는 0.87
이었다. 

informedness threshold : 0.0001
‧ recall: 0.88
‧ accuracy: 0.80
‧ f1-score: 0.59

youden threshold : 0.0003
‧ recall: 0.82
‧ accuracy: 0.83
‧ f1-score: 0.60

pr threshold : 0.0119
‧ recall: 0.58
‧ accuracy: 0.87
‧ f1-score: 0.58

그림 7. LGBM_model 임계치에 따른 성능평가
Fig. 7. Performance evaluation according to LGBM_model

threshold

각 예측모형별 임계치에 따른 성능지표 종합적으

로 정리하면 표 3과 같다. 한계대학 재현율는 

LGBM_model에 informedness threshold 최적값을 적용

했을 경우 0.88로 가장 높은 성능이 측정되었고, 정
확도는 LGBM_model과 RF_model의 pr threshold 최적

값을 적용했을 경우 0.87로 가장 높은 성능이 측정

되었다. 조화 성능은 LGBM_model의 youden threshold 
최적값을 적용했을 경우 0.60으로 가장 높았다.
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표 3. 예측모형별 최적화 결과값 정리
Table 3. Summary of optimization results by prediction
model

Model Optimization threshold recall accuracy f1-score

RF_model
informedness 0.15 0.76 0.76 0.50
youden 0.16 0.73 0.76 0.49
pr 0.27 0.56 0.87 0.58

XG_model
informedness 0.1285 0.78 0.79 0.55
youden 0.1285 0.78 0.79 0.55
pr 0.2551 0.54 0.85 0.54

LGBM
_model

informedness 0.0001 0.88 0.80 0.59
youden 0.0003 0.82 0.83 0.60
pr 0.0119 0.58 0.87 0.58

구체적으로 표 3의 내용 중 한계대학 예측모형별 

재현율는 LGBM_model에 informedness threshold 최
적값이 가장 우수한 성능을 보여주었고, 다음으로 

LGBM_model에 youden threshold 최적값, XG_model
에 informedness와 youden threshold 최적값을 적용한 

순이었다.

표 4. 예측모형별 재현율, 정확도, 조화 성능의 순위 정리
Table 4. Ranking of recall, accuracy, and f1-score by
prediction model
A. Recall ranking reflecting threshold optimization (top 3)

Ranking Model Optimization threshold recall
1 LGBM_model informedness 0.0001 0.88
2 LGBM_model youden 0.0003 0.82

3 XG_model
informedness,
youden

0.1285 0.78

B. Accuracy ranking reflecting threshold optimization (top 3)

Ranking Model Optimization threshold accuracy
1 LGBM_model pr 0.0119 0.87
1 RF_model pr 0.27 0.87
3 XG_model pr 0.2551 0.85

C. f1-score ranking reflecting threshold optimization (top 3)

Ranking Model Optimization threshold f1-score
1 LGBM_model youden 0.0003 0.60
2 LGBM_model informedness 0.0001 0.59
3 LGBM_model pr 0.0119 0.58

그리고 한계대학 예측모형별 정확도는 

LGBM_model에 pr threshold 최적값을 적용한 경우

와 RF_model에 pr threshold 최적값을 적용한 경우 

가장 우수한 성능을 보여주었고, 다음으로 

XG_model에 pr threshold 최적값을 적용한 순이었다.
또한, 한계대학 예측모형별 조화 성능은 

LGBM_model에 youden threshold 최적값이 가장 우

수한 성능을 보여주었고, 다음으로 LGBM_model 
informedness threshold 최적값, LGBM_model pr 
threshold 최적값을 적용한 순이었다.

표 4은 앞서 내용을 상위 3개로 순위로 종합정리

한 것이다. 종합적인 성능평가 결과 한계대학 예측

에 대한 재현율과 정확도, 조화 성능 모든 부문에서 

균형있는 성능을 보여준 것은 LGBM_model이었다.

Ⅳ. 결  론

한계대학을 예측하기 위해 적용한 머신러닝 예측

모형의 성능과 더불어 임계치 조정을 통한 예측모

형의 성능을 비교하였다.
한계대학 예측모형은 머신러닝 알고리즘의 기본 

설정(Default setting)을 활용한 경우 LightGBM 머신

러닝 알고리즘을 활용하여 개발한 LGBM_model의 

성능이 가장 우수하였다. 
또한, 임계치 조정의 방식(Informedness threshold, 

youden threshold, pr threshold)에 따른 최적화 결과는 

재현율과 정확도, 조화 성능에서 미세한 차이가 발

생하였으나, 모든 부문에서 균형있는 성능을 보여준 

것은 LGBM_model이었다. 
본 연구는 한계대학 예측에 있어서 다양한 머신

러닝의 기법을 적용하여 종합적으로 비교 분석함으

로써 한계대학 예측 정확도의 향상뿐만 아니라 임

계치 조정을 통한 예측모형의 최적화를 이룰 수 있

음을 확인한 점에서 의의가 있다. 또한, 머신러닝 

알고리즘을 활용하여 한계대학 예측모형을 개발하

고 성능을 평가한 결과를 제시하여 한계대학 예측 

및 분석 연구의 지평을 넓혔다는 점이다.
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