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          본 논문은 이미지에서 객체의 혼잡 수준을 추정하는 딥러닝 기반의 모델을 제안한다. 기존에는 객체 수를 직접 계산하거나, 단순 검출 후 밀도 분석을 하는 방식이 주를 이뤘지만, 본 연구는 이미지 내 객체 분포의 특성과 밀집 패턴을 학습하는 모델을 설계함으로써 보다 정밀하게 혼잡도를 예측할 수 있는 방안을 제시한다. 특히 이미지 기반의 다양한 환경에서도 적용 가능한 구조로 설계되었으며, 모델 구축을 위해 직접 의사 레이블링을 수행하고, ResNet 기반의 특성 추출기와 혼잡도 추정 회귀 모듈이 결합된 구조를 사용한다. 실험 결과, 제안된 모델은 다양한 혼잡 상황에 대해 우수한 성능을 보이며, 실제 영상 환경에 적용할 수 있는 가능성을 확인하였다.

        

        
          
            초록
          
        

        
          We propose a deep learning-based model for estimating the level of object congestion in images. While traditional approaches primarily rely on directly counting objects or performing density analysis after simple detection, this study presents a more precise method by designing a model that learns spatial distribution and congestion patterns of objects within the image. We design the model to be applicable across diverse image-based environments, and we construct the training dataset through pseudo-labeling. The proposed architecture combines a ResNet-based feature extractor with a regression module to predict congestion levels. Experimental results demonstrate that the model performs effectively across various congestion scenarios, indicating its potential for real-world deployment in visual monitoring systems.
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      Ⅰ. 서 론
      전 세계적으로 자율주행 기술의 발전은 교통 시스템의 혁신과 스마트 시티 구축의 핵심 축으로 부상하고 있다[1]. 특히 자율주행 차량은 도로 위의 다양한 상황을 인식하고 판단하는 능력을 통해 인간 운전자를 대체하거나 보조하는 역할을 수행하며, 이에 따라 정확하고 신속한 주변 환경 인식 기술에 대한 수요가 급증하고 있다. 이러한 기술 발전의 근간에는 차량에 설치된 카메라로부터 얻어진 도로 이미지에 기반하여 도로 위 객체(차량, 보행자, 자전거 등)를 감지하고, 이를 토대로 도로의 상황을 이해하는 컴퓨터 비전 기반의 딥러닝 기법이 존재한다[2]. 기존 연구에서는 도로 위 객체 인식, 보행자 검출, 차선 인식 등 개별적 요소를 추출하는 모델 개발에 주력해왔다. 그러나 자율주행 시스템이 실제 운전 의사결정을 내리기 위해서는 더 높은 수준의 상황 이해, 예컨대 도로의 혼잡도(Congestion level)에 대한 정량적 예측이 필요하다. 혼잡도는 도로 상의 객체 밀도, 객체 간 거리, 객체의 상대적 속도 등 다양한 요인에 영향을 받는 고차원적인 개념으로, 이를 이미지 기반으로 효과적으로 추론하는 것은 여전히 기술적으로 도전적인 과제이다[3].

      본 연구에서는 자율주행 영상 벤치마크 데이터로 널리 사용되는 KITTI(Karlsruhe Institute of Technology and Toyota Technological Institute) 3D Object Detection[4] 데이터세트를 기반으로, 도로의 혼잡도를 예측하는 딥러닝 모델을 개발하고자 한다. 이를 위해, 이미지 내 객체 탐지(object detection)를 통해 차량·보행자·자전거 등의 수량 및 분포 정보를 수집하고, 이를 바탕으로 혼잡도 수준을 정의하는 의사 레이블링(Pseudo-labeling)을 수행한다. 이후 해당 혼잡도를 정답 값으로 활용하여 이미지 기반의 예측 모델을 학습시킴으로써, 실제 혼잡도 수준을 추론할 수 있는 모델을 구축하는 것이 연구의 핵심이다.

      도로 혼잡도 예측이라는 문제는 교통 흐름 관리, 위험 상황 사전 인지, 정체 회피 경로 안내 등의 측면에서 높은 실용적 가치를 지닌다. 하지만 혼잡도는 주관적 개념이기 때문에 명확한 정의 및 라벨링이 어려우며, 영상 기반 데이터로부터 이를 정량화하는 것도 기술적으로 복잡한 문제이다. 또한, 영상 내 객체 수는 조명, 날씨, 물체 간 겹침 등의 영향으로 정확한 검출이 어려울 수 있어, 해당 모델은 강인한 객체 검출 및 의미 추론 능력을 필요로 한다. 특히 다수의 객체가 밀집한 상황에서는 YOLO(You Only Look Once), Faster R-CNN(Region-based Convolution Neural Network)와 같은 기존 검출 모델의 정확도와 처리 속도 간 상충 관계(Trade-off) 또한 중요한 고려 사항이다.

      이러한 문제를 해결하기 위해 본 연구에서는 CNN(Convolution Neural Network) 기반의 분류 네트워크(예: Residual Network)와 YOLO 기반의 검출 네트워크를 혼잡도 예측에 최적화된 형태로 구성하고, 의사 라벨링 기반 학습 전략을 통해 일반적인 객체 검출 모델이 학습하기 어려운 의미적 수준의 추론 문제에 효과적으로 대응하고자 한다. 또한 다양한 실험을 통해 모델의 예측 성능을 측정하고, 예측 결과의 해석 가능성을 다각도로 분석함으로써, 자율주행 시스템의 실시간 상황 인식 정밀도를 향상시키는 데 기여하고자 한다.

    

    

  
    
      Ⅱ. 관련 연구
      최근 교통 모니터링 및 혼잡도 예측을 위한 영상 기반 인공지능 연구는 도심 교통관리, 보행자 안전, 자율주행 시스템의 정밀 상황 인식 등 다양한 분야에서 활발히 진행되고 있다. 본 연구와 유사하게 대규모 공간에서 객체 밀도를 추정하거나 혼잡도를 파악하고자 한 선행연구들을 살펴보면 다음과 같다.

      먼저, [5]에서는 고해상도 위성 영상(Worldview)을 활용하여 도시 규모에서의 교통 흐름을 분석하였다. 본 연구는 일반적인 CCTV나 차량 내부 카메라가 아닌 위성 영상이라는 독특한 시점을 사용하여 넓은 범위의 교통 상태를 파악할 수 있다는 장점이 있다. CNN을 기반으로 도로 및 차량 패턴을 추출하며, 특히 다양한 시간대와 환경 조건에서도 신뢰도 있는 추론이 가능함을 보였다. 그러나 위성 영상의 경우 실시간 처리가 어렵고, 차량 밀도 추정의 정밀도가 제한되는 단점이 존재한다. 이와 비교할 때, 본 연구는 차량 전방 시점의 도로 이미지를 활용하여 실시간 대응이 가능한 혼잡도 예측에 중점을 둠으로써, 보다 세밀한 상황 인식이 가능하다.

      [6]는 고정된 CCTV 카메라 영상에서 특정 영역 내 사람 수를 실시간으로 예측하는 모델을 제안하였다. 이 연구는 U-Net 기반의 세그멘테이션 모델과 회귀 기반의 밀도 추정 모델을 결합하여 혼잡도 예측 정확도를 높이고자 하였으며, 다양한 CCTV 환경에서도 일정 수준 이상의 정밀도를 보였다. 제안하려는 본 연구와 유사하게 객체 수에 기반한 혼잡도 판단 구조를 채택하고 있으며, 의사 레이블 기법과 결합하여 일반적인 객체 탐지 이상의 의미적 수준 해석이 가능하다는 점에서 관련성이 높다. 다만, 해당 연구는 사람만을 대상으로 하여 차량, 자전거 등 다양한 객체의 복합적인 영향이 반영되지 않았다는 한계가 있다.

      [7]은 도시 교통 CCTV 영상으로부터 교통량 및 혼잡도를 정량적으로 추정할 수 있도록 딥러닝 기반 모델을 제안하였다. 특히, YOLO 기반 객체 검출과 후처리 밀도 분석을 결합한 본 모델은 빠른 추론 속도와 높은 실용성을 보이며, 실제 교통 센서로의 활용 가능성을 제시하였다. 본 연구는 객체 수에 비례한 혼잡도 판단이라는 접근을 채택함으로써, 본 논문에서 제안하는 도로 혼잡도 추정 모델의 기본 아이디어와 밀접한 관련이 있다. 다만, 특정 지역(특히, CCTV 설치 위치)에 대한 종속성이 높고, 다양한 도로 구조 및 환경 변화에 대한 일반화 성능에는 한계가 있다.

      [8]는 드론 기반 영상 데이터를 통해 군중 밀집도를 추정하는 연구로, 광역 촬영이 가능하다는 장점과 함께, 고정 CCTV가 포착하지 못하는 동적 상황을 분석할 수 있다는 장점이 있다. 본 연구에서는 다양한 딥러닝 모델(CNN, Long Short-Term Memory 등)을 활용하여 시간적 변화까지 고려한 동적 군중 밀도 예측이 가능함을 보여주었으며, 이러한 시계열 정보 기반 추정은 향후 본 연구의 확장 방향에 시사점을 제공한다. 그러나 드론의 고도, 촬영 각도, 해상도 등에 따라 검출 정확도가 크게 달라질 수 있으며, 실시간 처리보다는 분석 중심에 가까운 한계가 존재한다.

      객체 인식 및 혼잡도 예측의 핵심 기술로서, 본 연구에서는 대표적인 딥러닝 모델인 ResNet[9]과 YOLOv6[10]를 활용한다. ResNet(Residual Network)은 잔차 학습 기반의 모델로서, 깊은 신경망에서 발생하는 기울기 소실 문제를 해결하고 학습 안정성을 확보할 수 있는 구조이다. 특히 이미지 분류 문제에 있어서 높은 성능을 보이며, 교통 영상 내 혼잡도 분류에도 적합하다. 반면, ResNet은 객체의 위치 정보를 직접 활용하는 데는 한계가 있다.

      YOLOv6-S는 객체 검출 분야에서 가장 빠르고 정밀한 탐지 모델 중 하나로, 특히 실시간 성능과 높은 정확도를 동시에 갖춘 경량화 모델이다. YOLOv6-S는 앵커 프리(Anchor-free) 기반 구조와 높은 연산 효율성을 바탕으로 복잡한 도로 환경에서도 객체를 신속하게 검출할 수 있다. 이는 본 연구에서 다수의 객체가 밀집된 도로 환경에서 실시간으로 객체 수를 탐지하고, 이를 혼잡도로 연결시키는 데 있어 핵심적인 역할을 할 수 있다. 이미지 기반의 데이터에서 객체를 검출하여 이를 기반으로 예측모델 혹은 인식 시스템을 만들려는 연구가 있어왔다[11][12].

      이와 같이 기존 연구들은 특정 환경(CCTV, 위성, 드론 등)에 최적화된 혼잡도 추정 기법을 제안해왔으며, 본 연구는 이를 바탕으로 차량 전방 카메라 기반 이미지에서 의사 레이블 기반 객체 수 추정, 혼잡도 수준 분류, 실시간 추론 등 다양한 요소를 융합한 새로운 접근을 제안함으로써 기존의 한계를 극복하고자 한다.

    

    

  
    
      Ⅲ. 데이터세트 개요
      본 연구에서는 전방 객체 혼잡도 예측 모델을 실제 주행 환경 조건에서 검증하기 위해 KITTI Vision Benchmark Suite의 3D Object Detection Benchmark 데이터세트를 선택하였다. 이 데이터세트는 도시 및 교외, 고속도로 등의 다양한 주행 환경에서 차량의 전방 카메라로 촬영된 해상도 1,242×375 픽셀의 이미지로 구성되며, 학습용 이미지 7,481장에는 차량이나 보행자, 자전거 같은 주요 클래스에 대해 3D 경계 상자(Bounding box) 레이블이 포함되어 있다. 벤치마크용 이미지 7,518장에는 레이블이 제공되지 않으므로, 모델 학습 및 성능 평가는 학습용 데이터(7,481개)만을 사용하여 수행하였다. 기존 혼잡도 추정 연구는 주로 고정형 카메라(CCTV[1], 교차로 감시 카메라[2]), 항공·위성 플랫폼(드론 영상[3], 위성 영상[4]) 등 다양한 시점의 이미지를 사용해 왔으나, 본 연구에서는 실제 운전자 지원 시스템과 직접적으로 연관된 차량 전방 시점의 KITTI 데이터를 활용하였다.

    

    

  
    
      Ⅳ. 방법론
      객체 레이블만 존재하는 단안 카메라 이미지만으로 객체 혼잡도 분류를 수행하기 위해, 본 연구에서는 먼저 혼잡도 레이블을 정의하였다. 이후 이미지 패턴 학습 모델로 3-layer/5-layer 구조의 단순 CNN 및 ResNet-18 기반 모델을 구성하고 비교 대상으로 객체 검출기인 YOLOv6를 사용한 규칙 기반 방식의 분류기를 설정하였다. 이들은 동일한 전처리, 학습, 평가 단계 하에 비교 실험하였다. 이어서 4.1부터 4.5까지 혼잡도 레이블 정의 방법과 함께 각 모델 군의 구조와 구현 세부 사항을 상세히 설명한다.

      
        4.1 혼잡도 레이블 정의
        KITTI 데이터는 객체의 클래스 및 경계 상자 레이블만 제공할 뿐, 혼잡도 추정에 필요한 레이블은 제공하지 않는다. 본 연구에서는 각 이미지에 존재하는 클래스의 경계 상자 수를 합산한 뒤, 특정 임계값 구간에 따라 Low/Medium/High와 같은 혼잡도 클래스를 부여하였다. 여기서 혼잡도 클래스를 부여하는 데 필요한 구간의 개수를 K라고 칭하겠다. 간단하게 K가 3일 때는 혼잡도 클래스가 세 개임을 의미한다. 클래스별 데이터 개수가 크게 편향되지 않도록 임계값을 분위수 기반으로 산정하여 각 클래스가 유사한 수의 이미지를 갖도록 하였다. 초기에는 K=4(≤1개, 2-4개, 5-6개, ≥7개)으로 설정하였으나 K가 너무 작으면 예측 난이도가 낮아지고, 너무 크면 학습이 어려워지는 점을 고려해 K를 다양하게(K={2, 3, 4, 5}) 설정하여 실험하였다. 본 연구에서는 먼저 전체 KITTI 데이터세트에 대해 이미지 당 객체 수를 히스토그램으로 시각화하여 분포를 확인하였다(그림 1). 이 히스토그램의 주요 분포 특성을 바탕으로, K개의 혼잡도 구간에 대해 임계값을 설정하였다. K별 임계값은 표 1에 제시하였다. 이와 같은 데이터 분할 및 전처리, 레이블링 과정을 통해 실제 주행 차량 전방 시점에서 안정적으로 객체 혼잡도를 학습 및 평가할 수 있는 환경을 마련하였다.

        
          
          

          Fig. 1. 
				
          

          
            Histogram of the distribution of object counts per image in the KITTI training dataset
          
          

          

        

        
          Table 1. 
				
          

          
            Congestion class definitions by object-count ranges and sample counts for each K
          
          

        

        
          
            
              	K
              	Class
              	Count range
              	# of Samples (%)
            

          
          
            	2
            	Low
            	[0,5)
            	2,892 (48.3%)
          

          
            	High
            	[5, ∞)
            	3,092 (51.7%)
          

          
            	3
            	Low
            	[0,3)
            	1,542 (25.8%)
          

          
            	Medium
            	[3,6)
            	1,984 (33.2%)
          

          
            	High
            	[6, ∞)
            	2,458 (41.1%)
          

          
            	4
            	Very Low
            	[0,2)
            	790 (13.2%)
          

          
            	Low
            	[2,5)
            	2,102 (35.1%)
          

          
            	High
            	[5,7)
            	1,161 (19.4%)
          

          
            	Very High
            	[7, ∞)
            	1,931 (32.3%)
          

          
            	5
            	Very Low
            	[0,2)
            	790 (13.2%)
          

          
            	Low
            	[2,4)
            	1,438 (24.0%)
          

          
            	Medium
            	[6,6)
            	1,298 (21.7%)
          

          
            	High
            	[6,8)
            	962 (16.1%)
          

          
            	Very High
            	[8, ∞)
            	1,496 (25.0%)
          

        

        

      

      
        4.2 클래스별 예시 이미지
        본 섹션에서는 4.1에서 정의한 혼잡도 임계값에 따라 분리된 각 혼잡도 클래스별 대표 이미지를 그림 2 ~ 그림 5에 제시한다. 각 그림의 세부 이미지는 해당 K 설정에서 각 구간의 중앙값에 해당하는 프레임을 선택하여, 클래스 간 시각적 차이를 직관적으로 보여준다.

        
          
          

          Fig. 2. 
				
          

          
            Example images from the K=2 dataset (a) Low (b) High
          
          

          

        

        
          
          

          Fig. 3. 
				
          

          
            Example images from the K=3 dataset (a) Low (b) Medium (c) High
          
          

          

        

        
          
          

          Fig. 4. 
				
          

          
            Example images from the K=4 dataset (a) Very low (b) low (c) High (d) Very high
          
          

          

        

        
          
          

          Fig. 5. 
				
          

          
            Example images from the K=5 dataset (a) Very low (b) low (c) Medium (d) High (e) Very high
          
          

          

        

      

      
        4.3 3-block 및 5-block CNN
        전통적인 CNN은 합성곱 층→활성화 층→풀링 층 구조가 반복되며, 풀링 층이 다음 합성곱 층의 입력으로 들어갈 특성 맵의 크기를 줄이는 다운샘플링 역할을 한다. 반면 본 연구에서는 전통적 CNN의 반복 구조에서 모든 풀링 층을 제거하고 stride=2인 합성곱 연산만으로 해상도를 반씩 축소하도록 설계하였다. 이런 변형은 고정된 풀링에 비해 다운샘플링을 네트워크가 학습 가능하게 만들어 더 유연한 특징 요약을 가능하게 하는 장점이 있음이 보고되었다[13]. 모든 합성곱 층 다음에는 배치 정규화[14]와 ReLU 활성화 함수를 적용하여 학습의 안정성과 수렴 속도를 높였으며, 비선형성을 도입해 표현력을 확장하였다. 마지막에는 전역 평균 풀링(Global average pooling)을 통해 공간 차원을 1×1로 압축한 뒤, 이를 단일 완전 연결 층(FC, Fully Connected layer) 분류기에 입력하여 K개의 클래스 로짓(logits)으로 변환한다. 학습 시에는 정답 레이블 간의 교차 엔트로피 손실을 최소화하며, 추론 시에는 가장 높은 로짓 값을 가진 클래스를 선택해 혼잡도 레이블을 예측한다.

        모델에 사용된 빌딩 블록(합성곱 층+정규화 층+활성화 층) 수를 3개, 5개로 설정하고 모델명을 각각 CNN-3, CNN-5로 정의하였다. CNN-5는 CNN-3의 세 블록 구조를 그대로 계승한 뒤, 두 개의 블록을 추가한 형태이다. 두 모델의 자세한 네트워크 구조와 각 층의 입력 해상도 및 빌딩 블록의 출력 채널 수는 표 2에 기술하였다. 배치 정규화 및 활성화 함수는 생략하였다.

        
          Table 2. 
				
          

          
            Network architectures of CNN-3 and CNN-5
          
          

        

        
          
            
              	layer
              	output size
(H×W)
              	CNN-3
              	CNN-5
            

          
          
            	conv1
            	183×608
            	5×5, 16, stride 2
          

          
            	conv2
            	92×304
            	3×3, 32, stride 2
          

          
            	conv3
            	46×152
            	3×3, 64, stride 2
          

          
            	conv4
            	23×76
            	-
            	3×3, 128, stride 2
          

          
            	conv5
            	12×38
            	-
            	3×3, 256, stride 2
          

          
            	avgpool
            	1×1
            	64
            	256
          

          
            	fc (logits)
            	-
            	K = {2, 3, 4, 5}
          

        

        

      

      
        4.4 ResNet-18
        K. He et al.[9]이 제안한 ResNet-18은 18개의 층으로 구성된 심층 CNN이다. 이전 블록의 출력을 잔차 학습(residual learning) 구조를 따르며 4개의 잔차 단계마다 2개의 잔차 블록이 배치되어 있다. ResNet-18의 각 잔차 블록에는 2개의 합성곱 층이 포함된다. 잔차 단계별 합성곱 층에 대한 자세한 구성은 그림 6에 나타내었다. 잔차 학습을 위한 shortcut connection은 U자형 화살표로 표시하였으며, 점선으로 표기된 것은 텐서 차원 불일치를 해결하기 위해 다운샘플링 및 채널 증가가 추가로 적용되었음을 의미한다. 전체 파라미터 수는 약 11.7M이다.

        
          
          

          Fig. 6. 
				
          

          
            ResNet-18 architecture for predicting congestion labels
          
          

          

        

        본 연구에서는 PyTorch TorchVision 라이브러리에 구현된 사전학습 모델을 활용하여 ImageNet 가중치로 초기화한 뒤, 마지막 완전 연결 층을 혼잡도 클래스 수에 맞게 교체하고 통째 학습(end-to-end) 방식으로 네트워크 전체에 fine-tuning 학습을 수행하였다. 학습은 CNN과 동일하게 교차 엔트로피 손실을 최소화하도록 수행되었다.

      

      
        4.5 YOLO 기반 분류기
        본 분류기는 앞서 제시한 두 구조와 달리, 객체 검출 모델인 YOLO의 탐지 결과를 활용하여 혼잡도를 분류한다. 먼저 KITTI 데이터세트로 YOLO를 사전학습 한 뒤, 탐지된 객체 수를 기준으로 사전에 정의된 임계값에 따라 클래스를 결정하는 방식을 적용하였다. 이 과정에서 실제 학습이 이루어지는 것은 YOLO를 이용한 검출 단계뿐이며, 분류 단계는 규칙 기반 방식으로 결정된다. 그림 7에 YOLO 기반 분류기의 분류 과정을 나타내었다.

        
          
          

          Fig. 7. 
				
          

          
            Congestion classification process of the YOLO-based classifier
          
          

          

        

        검출 단계에서는 사전학습된 YOLOv6-S 모델을 사용하였으며, 입력 이미지는 640×640 픽셀로 letterbox 방식으로 리사이즈된 뒤 네트워크에 투입된다. 모든 검출 결과의 경계 상자 수를 합산하여 프레임당 전체 객체 수 N을 산출한다. 이후 데이터세트 구성에서 정의한 임계값(표 1)을 적용하여 N이 속하는 구간에 따라 레이블을 할당한다. 이 방식은 별도의 분류 헤드를 추가로 학습하지 않고도, YOLOv6-S의 검출 결과를 직관적으로 혼잡도 예측에 활용할 수 있다는 장점이 있다. 특히, KITTI에 특화된 사전학습을 통해 도심 주행 환경에서의 객체 검출 성능을 극대화하고, 단순한 임계값 로직만으로 빠르고 효율적인 혼잡도 분류를 수행한다.

      

      
        4.6 평가 지표
        모델의 성능 평가는 정확도, F1 점수, 혼동 행렬, 그리고 모델 효율성 계산으로 이뤄졌다. 정확도는 전체 샘플 중 올바르게 분류된 비율로 산출했으며, F1 점수는 K개 클래스에 대해 동등하게 평가하기 위해, 각 클래스 i의 정밀도(Pi, Precision)와 재현율(Ri, Recall)의 조화평균을 구한 뒤, 이를 모든 클래스에 대해 평균화하는 매크로 방식(식 (1))으로 정의하였다.
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        혼동 행렬을 통해 클래스 간 오분류 패턴을 시각화하고, 모델의 계산 및 메모리 효율성은 파라미터 수와 추론 속도, GFLOPs(Giga FLoating point Operations Per second)로 비교 분석하였다. 추론 속도는 동일한 입력 배치에 대해 5회 워밍업 후 20회 반복 측정을 수행하였다. GPU의 비동기 연산 특성을 반영하기 위해 각 반복마다 CUDA 동기화를 거쳐 연산 완료 시점을 기준으로 밀리초 단위의 처리 시간을 기록하고, 그 평균값을 산출하여 최종 추론 속도로 간주하였다.

      

    

    

  
    
      Ⅴ. 실 험
      
        5.1 데이터세트 전처리
        모델의 공정한 학습 및 성능 평가를 위해 KITTI 데이터세트의 이미지 7,481장에 동일한 조건의 전처리를 수행하였다. KITTI 이미지의 원본 해상도는 대체로 1242×375 픽셀이지만 몇 픽셀 오차를 가지는 데이터도 존재한다. 모델 입력의 일관성을 위해 모든 이미지를 1216×366 픽셀로 크기 조정하였다. 데이터 분할은 클래스 비율을 유지하는 계층적 샘플링(Stratified sampling)방식으로 train:validation:test를 6:2:2 비율로 수행하였으며, 재현성을 위해 난수 시드를 42로 고정하였다. 각 분할별 이미지 수와 K 값별 클래스 분포는 표 3에서 확인할 수 있다.

        
          Table 3. 
				
          

          
            Congestion class ratios (%) in the train, validation, and test splits for each K
          
          

        

        
          
            
              	Split (# of images)
              	K=2
(Low, High)
              	K=3
(Low, Medium, High)
              	K=4
(Very Low, Low, High, Very High)
              	K=5
(Very Low, Low, Medium, High, Very High)
            

          
          
            	Train (4,488)
            	48.3 / 51.7
            	25.8 / 33.2 / 41.1
            	13.2 / 35.1 / 19.4 / 32.3
            	13.2 / 24.0 / 21.7 / 16.1 / 25.0
          

          
            	Validation (1,496)
            	48.3 / 51.7
            	25.8 / 33.2 / 41.0
            	13.2 / 35.1 / 19.4 / 32.3
            	13.2 / 24.0 / 21.7 / 16.0 / 25.0
          

          
            	Test (1,497)
            	48.4 / 51.6
            	25.8 / 33.1 / 41.1
            	13.2 / 35.1 / 19.4 / 32.3
            	13.2 / 24.0 / 21.7 / 16.1 / 25.0
          

        

        

      

      
        5.2 학습 설정
        모든 모델은 AdamW 옵티마이저와 배치 크기 32로 학습하였으며, 손실 함수로는 교차 엔트로피 손실(Cross-entropy loss)을 사용하였다. 이때의 학습률과 가중치 감쇠(Weight decay)는 각각 1×10⁻⁵과 1×10⁻⁴로 고정하였다. 최대 1,000 에포크까지 학습하되 검증 손실이 개선되지 않으면 조기 종료하였고, 모든 실험은 PyTorch 2.0.1 / CUDA 11.3 환경의 NVIDIA RTX 3090 GPU에서 수행되었다.

      

      
        5.3 정량적 성능 비교
        표 4에는 CNN-3, CNN-5, ResNet-18, YOLO 기반 분류기 네 모델의 정량적 결과가 요약되어 있다. 이어서 결과를 바탕으로 모델 간 정확도 성능을 비교 분석한다.

        
          Table 4. 
				
          

          
            Quantitative evaluation results
          
          

        

        
          
            
              	Model
              	K=2
              	K=3
              	K=4
              	K=5
            

            
              	Acc (%)
              	F1
              	Acc (%)
              	F1
              	Acc (%)
              	F1
              	Acc (%)
              	F1
            

          
          
            	CNN-3
            	83.30
            	0.8328
            	72.41
            	0.7213
            	67.87
            	0.5843
            	52.24
            	0.4756
          

          
            	CNN-5
            	85.70
            	0.8561
            	79.16
            	0.7918
            	74.08
            	0.7145
            	68.20
            	0.6668
          

          
            	ResNet-18
            	94.79
            	0.9479
            	91.92
            	0.9182
            	88.44
            	0.8760
            	85.04
            	0.8458
          

          
            	YOLO
            	89.04
            	0.8927
            	83.90
            	0.8429
            	75.95
            	0.7515
            	71.01
            	0.7098
          

        

        

        K가 증가함에 따라 분류 난이도가 높아지면서 모든 모델의 정확도와 F1 점수가 점차 감소하였다. 세분화된 혼잡도 분류 과제가 더욱 어려워짐을 보여준다. 특히 2개 클래스로 나눌 때 ResNet-18은 94.8% 정확도로 가장 우수한 성능을 보였고, 이외의 K에 대해서도 전체적으로 RestNet, YOLO, CNN-5, CNN-3 순서로 성능 순위가 나타났다.

        전체적으로 정확도와 F1 점수가 유사한 값을 보인 점도 눈여겨볼 만하다. 이는 모델이 특정 클래스에 과하게 치우치지 않고 전 클래스에 대해 비교적 균형 잡힌 예측 성능을 보였음을 시사한다. 특히 ResNet-18과 YOLO 분류기는 정확도 대비 F1 점수의 격차가 0.03 이내로 작아, 클래스별 분류 성능이 고르게 유지되었음을 알 수 있다.

        반면 CNN-3의 경우 K=5에서 두 수치의 차이가 가장 커, 일부 클래스의 성능이 상대적으로 낮아지면서 전체 성능이 다소 불균형해졌음을 보여준다. 클래스 간 성능 차이는 5.3절의 혼동 행렬 시각화를 통해 보다 세밀히 살펴본다.

      

      
        5.4 모델 효율성
        표 5에는 네 모델의 효율성 평가 결과가 요약되어 있다. 이어서 결과를 바탕으로 모델 간 효율 성능을 비교 분석한다.

        
          Table 5. 
				
          

          
            Efficiency evaluation results
          
          

        

        
          
            
              	Model
              	Params (M)
              	FLOPs (G)
              	Inference time (ms)
            

          
          
            	CNN-3
            	0.02
            	0.40
            	0.01
          

          
            	CNN-5
            	0.40
            	0.67
            	0.02
          

          
            	ResNet-18
            	11.18
            	16.42
            	0.89
          

          
            	YOLO
            	20.10
            	24.75
            	3.19
          

        

        

        CNN-3과 CNN-5는 극히 적은 파라미터 수와 낮은 연산량을 바탕으로 단일 이미지 기준 평균 0.01ms, 0.02ms라는 즉각 응답에 가까운 추론 속도를 달성하였다. ResNet-18은 두 CNN 모델과 비교했을 때, ResNet-18은 CNN-5 대비 2,795%의 모델 크기와 2,450%의 연산량을 가지지만, 최적화된 CUDA 구현을 통해 평균 0.89ms를 기록하여 여전히 실시간 처리 범위에 속한다. 반면 YOLO 분류기는 모델 규모가 네 모델 중 가장 크며, 추론 속도도 평균 3.19ms로 중간 수준의 레이턴시를 보여준다.

        정확도 성능 비교와 함께 고려했을 때, 대체로 정확도와 추론 시간에 트레이드 오프가 발생한다. 따라서 초고속 추론이 최우선이거나 연산 자원이 제한된 임베디드 환경인 경우, CNN-3/5 같은 초경량 모델이 가장 적합하다. 최고 분류 성능을 위해서는 ResNet-18을 선택하는 것이 합당하지만 1ms 이하의 응답 시간이 허용되는 환경에서만 권장된다. YOLO 기반 분류기는 CNN-3/5나 ResNet-18에 비해 분류 성능이나 연산 효율 면에서 최상위권은 아니지만, 사전 정의된 임계값만 변경하면 즉시 새로운 혼잡도 클래스를 체계를 적용할 수 있다는 점에서 높은 유연성을 제공한다.

      

      
        5.5 오분류 분석
        이 섹션에서는 네 모델이 테스트 데이터세트에 대해 예측한 결과를 바탕으로 혼동 행렬(confusion matrix)을 시각화 하여 클래스 간 오분류 패턴을 분석한다. 그림 8 ~ 그림 11에 제시된 각 혼동 행렬에서 셀의 색 농도는 해당 셀에 속하는 샘플 수를 나타내며, 세로축은 실제 레이블, 가로축은 예측 레이블을 의미한다.

        
          
          

          Fig. 8. 
				
          

          
            Confusion matrix of CNN-3 model
          
          

          

        

        
          
          

          Fig. 9. 
				
          

          
            Confusion matrix of CNN-5 model
          
          

          

        

        
          
          

          Fig. 10. 
				
          

          
            Confusion matrix of ResNet-18 model
          
          

          

        

        
          
          

          Fig. 11. 
				
          

          
            Confusion matrix of YOLO-based model
          
          

          

        

        K=2 설정에서 네 모델 모두 대각선 셀이 매우 짙게 나타난 것은 한산(Low)과 혼잡(High) 두 클래스 간 구분이 거의 완벽하게 이뤄졌음을 의미한다. 실제 임베디드 또는 실시간 시스템에서는 혼잡 여부 판단만으로도 충분한 경우가 많기 때문에, 이진 분류를 채택하면 성능 효율을 극대화할 수 있다.

        반대로 K=3, 4, 5 설정에서 대각선 셀이 연하게 나타나는 것은 해당 클래스에 속하는 샘플을 올바르게 예측한 경우가 상대적으로 적다는 것을 의미한다. 특히, CNN-3/5 모델은 Low나 High처럼 시각적 차이가 뚜렷한 극단 클래스에서는 상대적으로 높은 분류 성능을 보이나, Very Low-Low 구간처럼 차이가 미미한 클래스에 대해서는 전반적으로 모호하게 예측하는 경향이 있다. 이는 이들 경량 모델이 깊이가 얕고 채널 수가 적어 이미지에서 추출할 수 있는 표현적 특징의 수가 제한적이기 때문이다.

        반면, ResNet-18과 YOLO 기반 모델은 보다 깊은 네트워크 구조와 풍부한 채널 수를 통해 중간 혼잡도에 해당하는 미세한 패턴까지 효과적으로 학습하므로, CNN-3/5와 달리 Low, Mid, Mid-High 구간에서도 상대적으로 균형 잡힌 분류 성능을 보인다.

        ResNet-18은 여러 잔차 블록을 거치며 다양한 수준의 특징을 추출해 복잡한 분포 차이를 구별하고, YOLOv6는 객체 검출 단계에서 위치 및 크기 정보를 보존해 개별 객체 기반의 혼잡도 판단을 지원함으로써 중간 클래스 예측에서도 안정적인 정확도를 유지한다.

      

    

    

  
    
      Ⅵ. 결론 및 향후 연구
      본 연구에서는 이미지 내 객체 혼잡도를 정량적으로 추정하기 위한 딥러닝 기반 모델을 제안하였다. 기존의 객체 수 세기 또는 단순 검출 기반의 혼잡도 분석과 달리, 본 모델은 서로 다른 클래스에서 발생하는 시각적 패턴 차이를 학습하여 보다 정교하게 다양한 환경에서의 혼잡도를 예측할 수 있는 구조로 설계되었다. ResNet 기반의 특성 추출기와 회귀 모듈을 조합한 네트워크를 통해 이미지로부터 직접 혼잡 수준을 예측하며, 실험 결과 제안한 모델은 다양한 혼잡 상황에 대해 높은 예측 성능을 보였다. 특히 의사 레이블링을 기반으로 학습 데이터를 구축함으로써 실제 환경에서 수동 라벨링의 어려움을 극복하고, 확장 가능성을 확보한 점도 본 연구의 의의 중 하나이다.

      그러나 본 연구에는 몇 가지 한계점이 존재한다. 첫째, 의사 레이블 기반의 학습 데이터 구성 과정에서 발생할 수 있는 오류는 예측 성능에 영향을 미칠 수 있다. 둘째, 다양한 조명, 날씨, 시점 변화 등 실제 환경의 복잡성에 대한 대응이 제한적일 수 있으며, 영상의 해상도나 품질에 따라 성능 저하가 발생할 가능성도 있다. 셋째, 모델은 정적인 이미지 단위로 혼잡도를 추정하며, 시간에 따른 혼잡 변화(Temporal dynamics)는 고려하지 않았다.

      향후 연구에서는 다음과 같은 방향으로 확장이 가능하다. 첫째, 영상 시퀀스를 활용하여 시간적 정보까지 반영한 혼잡도 예측 모델을 설계함으로써 더욱 정밀한 분석이 가능할 것이다. 둘째, 다양한 센서 데이터 (예: CCTV, 드론 영상, 위성 이미지)와의 융합을 통해 멀티모달 기반 혼잡 분석으로 확장할 수 있다. 셋째, 보다 정교한 의사 레이블링 기법 또는 반지도학습(Semi-supervised learning)을 통해 라벨 품질을 개선하고, 데이터 수집 부담을 줄이는 방법도 고려할 수 있다. 이러한 확장을 통해 제안된 모델은 스마트 시티, 자율주행, 교통 모니터링 등 다양한 분야에서 실질적인 기여를 할 수 있을 것으로 기대된다.
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