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            Abstract
          
        

        
          선박의 핵심 장비는 대부분 전동기를 이용한 회전기기로서, 운항 중에 고장이 발생할 경우에는 해당 분야의 전문 지식을 갖추고 있는 승조원의 부재로 인해 초기 대처에 어려움이 있다. 또한, 항구 도착 후에도 전문가 투입에 따른 시간/비용 등 추가적인 문제가 발생한다. 선내 운용되고 있는 전동기 기반의 회전 장비류를 대상으로 비 전문가도 초기에 대응할 수 있도록 기계학습 기법을 이용한 고장진단 기술이 요구된다. 본 연구에서는 전동기에서 발생하는 진동 신호를 이용하여 기계학습 기반의 고장진단 알고리즘을 제안한다. 제안하는 기계학습 기반의 고장진단 알고리즘의 평가를 위해 전동기를 대상으로 테스트베드 환경을 구축하였으며, 전동기 상태 및 고장 신호의 강도에 따라 총 21개의 고장모드를 생성하고 평가하였다. 본 연구를 통해 선박용 전동기를 대상으로 상태 진단 기술이 한 단계 고도화되기를 기대할 수 있다.

        

        
          
            초록
          
        

        
          Most of the critical equipment on ships are rotating machinery driven by electric motors. When faults occur during navigation, the absence of crew members with specialized knowledge in the related field often leads to initial difficulties in handling these situations. Additionally, the deployment of experts upon arrival at the port can result in additional challenges in terms of time and cost. There is a growing demand for fault diagnosis technology using machine learning techniques that can enable non-experts to respond to initial fault conditions in electric motor-based rotating equipment operating on ships. In this study, we propose a machine learning-based fault diagnosis algorithm using vibration signals generated by electric motors. To evaluate the proposed machine learning-based fault diagnosis algorithm, we established a testbed environment focusing on electric motors. We created and assessed a total of 21 fault modes based on motor condition and intensity of fault signals. Through this research, we anticipate an advancement in condition monitoring technology for shipboard electric motors.
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      Ⅰ. 서 론
      선박의 핵심 장비는 대부분 동력기를 이용한 회전체 기기로서, 운항 중 고장이 발생할 경우, 해당 분야의 전문적 지식을 갖추고 있는 승조원의 부재로 인해 초기에 대처에 어려움이 있다. 기존의 고장 진단을 하는 방식은 휴대용 진동측정장비를 이용하여 단순 진동의 크기만을 측정하기 때문에 전동기의 원인요소를 파악하기 힘들다. 따라서 항구 입항 시 전문가 투입, 유지보수, 출항 지연 등에 따른 시간/비용의 문제가 발생한다.

      이에 선내 운용되고 있는 동력기 기반의 회전 장비류를 대상으로 비전문가도 초기에 대응할 수 있는 시스템의 필요성이 요구된다. 본 논문에서는 개선된 CNN(CNN + GAP)을 이용한 기계학습 기반의 고장진단 기술을 제안한다.

      
        
        

        Fig. 1. 
				
        

        
          Necessity of electric motor failure diagnosis
        
        

        

      

    

    

  
    
      Ⅱ. 전동기 고장 진단 분석
      
        2.1 제안하는 선박용 전동기 고장진단 분석
        이 논문에서 제안하는 선박용 전동기 고장진단 분석의 전체 흐름도는 다음 그림 2와 같다. 진동 센서를 이용하여 취득한 시간 영역의 진동 데이터를 기계학습 알고리즘의 성능을 향상시키기 위해 전처리 과정을 거치며 이때 STFT(Short-Time Fourier Transform) 방법을 사용한다. STFT는 시간 영역의 신호를 일정한 시간 단위로 작은창(Window)을 나눠 각각의 Window에 Fourier Transform을 적용하면 시관과 주파수 변화를 동시에 분석할 수 있다. 이렇게 전처리 된 데이터를 과적합과 기계진단 알고리즘 입력 데이터 크기를 고려하여 무작위 특징 추출 과정을 거친다.

        
          
          

          Fig. 2. 
				
          

          
            Analysis flowchart
          
          

          

        

        
          
          

          Fig. 3. 
				
          

          
            Analytical concept of STFT
          
          

          

        

        최종적으로 해당 데이터를 이용하여 고장진단 기계학습 알고리즘을 이용하여 학습 및 평가를 진행한다.

      

      
        2.2 기계학습 알고리즘
        
          2.2.1 CNN 알고리즘 문제점
          CNN 알고리즘에서는 Convolution layer와 Pooling layer의 새로운 층이 추가된 필터링 기법을 적용 후 DNN 알고리즘의 전체연결층를 사용하여 학습을 진행하고 있다.

          여기서 이미지 형태의 데이터를 입력 데이터로 활용 시 전체연결층에서 다음과 같은 문제점을 가지게 된다.

          1) 입력 데이터의 크기가 증가할 경우, 입력 뉴런의 수도 급격하게 증가하게 된다. 또한 이에 비례하여 학습 파라미터의 수도 급격하게 증가하게 된다.

          2) 다차원의 입력 데이터의 경우 근접 데이터 간에 상관성을 가지게 된다. 이러한 상관관계는 전체연결층의 입력 데이터로 사용하기 위해서 직렬화(Serialization)되면서 상관관계가 손실된다.

          3) 입력 데이터의 전체적 관계(Topology)를 고려할 수 없으므로, 입력 데이터의 변형에 취약하다.

          4) 위와 같은 부분으로 인해 학습량과 많은 파라미터로 인해 학습 연산 시간이 증가할 뿐 아니라 높은 성능을 기대하기 어렵다.

        

        
          2.2.2 개선 알고리즘 CNN + GAP 알고리즘
          기존 CNN 알고리즘의 전체연결층의 취약점을 해결하기 위한 대안으로 전역평균풀링(이하 GAP)를 적용하였다. GAP 연산 방법은 그림 4과 같이 같은 채널의 특징들을 모두 산술 평균 연산 후 채널의 갯수 만큼의 원소를 가지는 벡터로 만들게 된다.

          
            
            

            Fig. 4. 
				
            

            
              Compare the number of learning parameters
            
            

            

          

          
            
            

            Fig. 5. 
				
            

            
              Global average pooling operation exaggeration
            
            

            

          

          전체연결층 대신 전역평균풀링를 적용 시 다음과 같은 강점을 가진다.

          1) 채널의 값들은 하나의 평균값으로 출력되어 1차원 벡터로 나타나기 때문에 어떤 크기의 입력이 들어와도 상관이 없다.

          2) 단순 1차원의 벡터로 축소되는 연산이므로 파라미터가 추가되지 않아 학습적인 측면에서 유리하다. 또한 파라미터의 개수가 전체연결층만큼 증가하지 않아 과적합 측면에서도 효과적이다.

          다음 그림 6는 실제 전체연결층와 전역평균풀링의 파라미터를 비교한 것이다.

          
            
            

            Fig. 6. 
				
            

            
              Comparison of number of parameters
            
            

            

          

          3) 또한 학습 파라미터 수의 감소로 인해 연산량이 줄어들고 연산 속도는 증가하게 된다.

        

      

    

    

  
    
      Ⅲ. 실험 및 평가
      
        3.1 실험 대상 및 환경
        본 논문에서 제안한 고장진단 알고리즘 성능을 평가하기 위해서는 전동기 고장 데이터가 필요하다. 현재 선박에서 운용되고 있는 전동기 기반의 장비들은 주기적 유지보수를 진행하고 있어 고장에 대한 진동 신호의 취득에 있어 한계가 있다. 이에 전동기를 대상으로 인위적으로 고장 환경을 구현하여 진동 데이터를 취득하였다.

        실험을 진행한 대상 전동기의 실제 모습은 그림 7과 같으며 주요 사양은 다음 표 1에 나타내었다.

        
          
          

          Fig. 7. 
				
          

          
            Test subject electric motor
          
          

          

        

        
          Table 1. 
				
          

          
            Data sheet of motor
          
          

        

        
          
            	Key specifications
            	160kW, 2 pole, 44 Volt
          

          
            	RPM
            	3600 RPM
          

          
            	Bearing
            	6314c3
          

          
            	Rotor
            	50 EA
          

          
            	Stator slot
            	60 EA
          

          
            	Air gap
            	1.45 mm
          

          
            	Core length
            	380 mm
          

        

        

        대상 전동기에 센서 부착 위치는 Drive end(이하 DE)와 Non-drive end(이하 NDE)에 설치하였으며, 부착 방향은 Axial, Horizontal, Vertical의 3축으로 구성하였다.

        
          
          

          Fig. 8. 
				
          

          
            Sensor attachment location
          
          

          

        

        마지막으로 취득되는 진동 데이터의 개수는 12,800개로 구성되며, text 형식의 파일로 저장하였다. 위와 같은 대상 전동기의 고장 모드 테스트 환경을 구축하여 실험을 진행하였다.

      

      
        3.2 고장 모드
        전동기에서 빈번하게 발생하는 7종의 고장 종류를 실험으로 구현하였으며, 상태와 강도에 따라 상세하게 분류하여 21종의 고장모드를 구현하였다. 각 고장 모드에 대한 항목은 다음과 같다.

        
          Table 2. 
				
          

          
            Motor failure mode items
          
          

        

        
          
            
              	#
              	Fault types
              	Level
              	Condition
            

          
          
            	1
            	Bent shaft
            	0.3mm
            	-
          

          
            	2
            	Bent shaft
            	0.6mm
            	-
          

          
            	3
            	Static eccentricity
            	10%
            	Inclined
          

          
            	4
            	Static eccentricity
            	10%
            	Parallel
          

          
            	5
            	Static eccentricity
            	30%
            	Inclined
          

          
            	6
            	Static eccentricity
            	30%
            	Parallel
          

          
            	7
            	Static eccentricity
            	50%
            	Inclined
          

          
            	8
            	Static eccentricity
            	50%
            	Parallel
          

          
            	9
            	Looseness
            	-
            	-
          

          
            	10
            	Magnetic center DE
            	6mm
            	Move
          

          
            	11
            	Magnetic center NDE
            	6mm
            	Move
          

          
            	12
            	Rotor bar drilling
            	5point
            	50%
          

          
            	13
            	Rotor bar drilling
            	10point
            	50%
          

          
            	14
            	Rotor bar drilling
            	5point
            	100%
          

          
            	15
            	Rotor bar drilling
            	10point
            	100%
          

          
            	16
            	Unbalance
            	G16
            	Inclined
          

          
            	17
            	Unbalance
            	G16
            	Parallel
          

          
            	18
            	Unbalance
            	G6.3
            	Inclined
          

          
            	19
            	Unbalance
            	G6.3
            	Parallel
          

          
            	20
            	Weak end-shield
            	-
            	-
          

          
            	21
            	Normal
            	
            	
          

        

        

      

      
        3.3 CNN + GAP 알고리즘 설계
        본 연구에서 전동기 고장 실험을 통해서 취득한 21종의 고장 모드에 대한 진동 신호를 이용하여 알고리즘의 학습 및 테스트를 진행하였다. 기계학습 기반 알고리즘의 모델 설계는 다음의 표 3와 표 4과 같다.

        
          Table 3. 
				
          

          
            Key parameters of CNN+GAP Network
          
          

        

        
          
            
              	Network
              	Parameters
            

          
          
            	Batch normalization layer
            	6 channels
          

          
            	Convolution layer1
            	16개 3x3x6 convolution
          

          
            	Maxpooling layer1
            	2x2 maxpooling
          

          
            	LeLU layer1
            	-
          

          
            	Dropout layer1
            	-
          

          
            	Convolution layer2
            	32개 3x3x6 convolution
          

          
            	Maxpooling layer2
            	2x2 max pooling
          

          
            	LeLU layer2
            	-
          

          
            	Dropout layer2
            	-
          

          
            	Convolution layer3
            	64개 3x3x32 convolution
          

          
            	Maxpooling layer3
            	2x2 max pooling
          

          
            	LeLU layer3
            	-
          

          
            	Dropout layer3
            	-
          

          
            	Global average pooling layer
            	64개
          

          
            	Classification layer
            	21 classes
          

        

        

        
          Table 4. 
				
          

          
            Learning option of algorism
          
          

        

        
          
            
              	Field
              	Value
            

          
          
            	Train data
            	60%
 Signal : 21x4x12800x6
 STFT : 834x60x60x6
          

          
            	Validation data
            	20%
 Signal : 21x2x12800x6
 STFT : 252x60x60x6
          

          
            	Test data
            	20%
 Signal : 21x2x12800x6
 STFT : 366x60x60x6
          

          
            	Optimizer
            	Adam
          

          
            	Shuffing
            	Every-epoch
          

          
            	Epoch
            	200
          

          
            	Learning rate
            	0.001
          

        

        

      

      
        3.4 평가 결과
        21종의 고장모드에 대한 평가 시 활용한 신호 분석 결과는 그림 9과 같이 시간영역/FFT/STFT로 나타낼 수 있으며 학습 결과는 인식률이 약 98%, 손실이 약 0.0815의 성능을 보였다. Epoch 진행에 따른 인식률과 손실 결과는 다음 그림 10과 같다.

        
          
          

          Fig. 9. 
				
          

          
            Signal analysis evaluation(Unbalancing)
          
          

          

        

        
          
          

          Fig. 10. 
				
          

          
            Recognition rate evaluation (up) and loss evaluation (down)
          
          

          

        

        고장 모드별 검출 성능은 다음 그림 11과 같이 confusion matrix 형식으로 나타내었다. 또한 이를 여러번 실행하여 그 결과를 표 5와 같이 나타내였다. 식별 ID 13번 rotor5po50에 해당하는 고장 모드에 대한 인식율이 90%의 성능을 보였으며 10%는 동일 고장 타입이지만 레벨과 상태가 다른 식별 ID 16번 rotor10po100에 해당하는 고장으로 잘못 검출하였다.

        
          
          

          Fig. 11. 
				
          

          
            21 fault signal detection rate evaluation results
          
          

          

        

        
          Table 5. 
				
          

          
            Fault signal detection rate evaluation results
          
          

        

        
        

      

      
        3.5 비교 평가
        본 논문에서 제안한 고장 진단 알고리즘 성능을 자체 평가뿐 아니라 타 알고리즘과 비교 평가를 진행하였다. CNN, RNN, Auto Encoder 알고리즘을 이용하여 비교 검증하였다.

        제안한 알고리즘이 타 알고리즘 대비 높은 성능을 보여주는 것을 확인할 수 있었다(표 5). 또한 Time 영역의 신호 데이터를 입력 데이터로 이용한 알고리즘(RNN, Auto Encoder)의 검출율은 약 50% 성능으로 나타났으며, 신호 분석 전처리된 입력 데이터를 이용한 알고리즘(CNN+GAP, CNN)은 약 96% 이상 성능을 보여주어 신호 분석 전처리가 알고리즘 성능을 높이는 데 효과적이라는 것을 확인할 수 있었다.

        
          Table 6. 
				
          

          
            Detection rate results for each algorithm
          
          

        

        
          
            
              	Algorithm
              	Detection rate results(%)
            

          
          
            	CNN + GAP
            	~ 98
          

          
            	CNN
            	~ 96
          

          
            	RNN
            	~ 50
          

          
            	Auto encorder
            	~ 50
          

        

        

      

    

    

  
    
      Ⅳ. 결 론
      본 논문에서는 대형 선박에 탑재되는 전동기의 고장진단 문제점을 효율적이고 경제적으로 개선할 수 있는 기계학습 기법 기반의 전동기 고장진단 알고리즘을 제안하였다. 고장 진단 알고리즘은 표적 탐지, 이미지 분류 및 객체 식별을 포함한 컴퓨터 비전에서 널리 활용되는 합성곱 신경망(CNN, Convolution Neural Network) 모델을 이용하였다. 또한 합성곱 신경망에서 특징점을 기반으로 이미지를 분류하는 데 활용되는 전체연결층(Fully connected layer)의 단점을 개선하기 위해서 전역평균풀링(Global average pooling) layer를 적용하여 학습 파라미터의 수와 연산 속도 등을 효율적으로 개선하였다.

      한편, 전동기의 고장진단에 활용되는 진동 신호를 학습 알고리즘에 적용하기 위해서 시간영역의 진동 신호를 STFT(Short-Time Fourier Transform)의 신호 분석 기법을 이용하여 이미지화하였으며, 학습 성능을 향상시켰다.

      고장 진단 알고리즘의 성능 평가를 위한 학습 데이터 및 고장 신호 생성을 위해 대형 선박 탑재용 전동기를 대상으로 테스트베드 환경을 구축하였으며, 전동기 상태 및 고장 신호의 강도에 따라 총 21개의 고장모드를 생성하여 평가에 적용하였다.

      제안하는 CNN+GAP 알고리즘은 고장 진단 평가에서 98%의 고장 신호 검출률의 성능을 확보하였으며, RNN, Auto Encoder 등의 타 알고리즘과 비교 평가 결과 검출 정확도가 최대 50%이상 높은 것으로 평가되었다.
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