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            Abstract
          
        

        
          본 연구의 목표는 제조 및 건설업 현장에서 근무하는 작업자들의 직군 별 건강 검진 데이터를 활용하여 건강 상태를 복합 질환 차원에서 예측하는 인공지능 모델의 가능성을 탐구한다. 한 사람이 여러 개의 질환에 해당 될 수 있어서 다중 레이블 분류를 위한 모델은 문제 변환의 대표적인 이진 관련성(BR)을 기반으로 개발하였다. 데이터 세트는 건설 및 제조 현장 작업자 601명을 대상으로 수집한 건강 검진 데이터 82개의 특징과 9개의 질환 레이블로 구성되어 있다. 다양한 분류 알고리즘들을 그리드 서치 기반의 하이퍼파라미터 튜닝을 통해서 학습시키면서 최적의 모델을 선택했다. 이는 건설·제조업 현장 작업자에게서 의심되는 복합 질환의 식별에 대규모 건강 검진 데이터를 사용해서 최초로 인공지능 모델을 적용한 연구라고 할 수 있다.

        

        
          
            초록
          
        

        
          The objective of this study is to explore the potential of building an artificial intelligent model with medical examination data from construction site workers to predict health status in terms of multiple illnesses. The data set, collected from 601 field workers, consists of 82 features and 9 illness labels. Given that an individual may be diagnosed with multiple illnesses, the AI model adopts a binary relevance-based multi-label classification approach. Various classification algorithms were trained through grid search-based hyperparameter tuning to select the optimal model. This is the first study to apply artificial intelligence models using large-scale medical examination data to identify suspected complex illnesses in construction and manufacturing workers.
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      Ⅰ. 서 론
      건설ㆍ제조 현장의 근로자의 근로 환경과 건강 영향 등에 대한 다양한 연구가 발표되고, 직종에 따라 자주 발생되는 질환에 대한 연구도 활발하게 진행되고 있다. 하지만 기존의 연구는 건설ㆍ제조 근로자의 주요 질환 도출에는 의미가 있지만 질환 예방을 통한 근로 환경 개선 활동에는 한계가 있다[1]. 특히 산업 내 개인의 건강 관리를 통한 산업 재해 예방 및 업무 생산성 관리는 불가능하다. 건설 및 제조 현장 근로자의 특성에 맞는 건강 진단을 검토하고 근로자의 건강 보호 방안을 마련하는 것이 시급하다.

      한편, 최근 인공지능 기술의 발달은 다양한 분야에 적용되고 있으며, 특히 의료 영역에서는 질병을 예측하고 진단하는 것을 넘어 의학적 해석이나 개인의 건강 관리 의료 서비스 제공까지 그 역할이 확대되었다[2]. 현재의 인공지능 영역은 가상 간호 보조, AI 기반 로봇 수술, 영상 해석, 의료 진단 및 의료 서비스로 요약할 수 있다[3]. 의료 진단 및 의료 서비스 영역은 개인 의무 기록을 수집ㆍ분석을 통해 새로운 의학 지식을 발견하거나 질병 예측을 위한 모델링 도구를 통해 업무에 적용할 수 있다.

      앞서 언급한 문제점과 기술적 동향을 바탕으로 본 연구에서는 제조ㆍ건설 현장 근로자의 근무 중 발생 가능한 건강 위험 요인을 발견하고, 인공지능 기반의 건강 위험 요인 특징 예측이 가능한 산업용 의료 서비스의 가치를 탐구해 보고자 한다. 일반적으로 근무자들의 건강 상태는 다양한 질환을 복합적으로 갖고 있고 이에 영향을 미치는 요인도 매우 다양하기 때문에 인공지능 접근에서 이 문제는 다중 레이블(Multi-label) 분류 문제로 다루어야 한다[4].

      다중 레이블 분류 문제에서는 하나의 데이터 인스턴스가 여러 개의 레이블을 가질 수 있다[5]. 기계 학습에서 다중 레이블 분류 문제에 대한 해결책으로는 문제 변환 방법과 알고리즘 적응 방법이 있다. 문제 변환 방법의 핵심 개념은 다중 레이블 문제를 단일 레이블 문제의 해결책으로 접근하는 것이다. 여기에는 이진 관련성(BR, Binary Relevance), label powerset, 쌍 별 비교를 통한 순위 지정 등이 포함된다. 알고리즘 적응 방법의 핵심 개념은 다중 레이블 문제를 처리하기 위해 단일 레이블 분류기를 수정하는 것이다. 여기에는 다중 레이블 의사 결정 트리, 다중 계층 신경망, 다중 레이블 K 최접근 이웃 등이 포함된다.

      BR은 다중 레이블 분류 문제를 해결하는 직관적인 방법으로 각 레이블에 대해 별도의 이진 분류를 생성한다. 여러 연구에서 BR을 사용하여 다중 레이블 분류기를 개발하려고 시도했다. M. L. Zhang and L. Wu[6]는 BR을 사용하여 각 레이블에 대해 특정 특징을 사용했다. 이들은 다중 레이블 분류가 레이블 별 특징에 의해 더 나은 성능을 보인다는 것을 보여주었다. J. Huang et al.[7]은 상호 연관된 레이블 간에 레이블 별 특징을 공유하는 방법을 제안했다. 다른 다중 레이블 분류 방법과 비교했을 때 경쟁력 있는 성능을 보였다. E. Alvares-Cherman et al.[8]은 BR에서 레이블의 상관관계를 반영하지 못하는 한계를 극복하기 위해 노력했다. 이들은 분류자 체인 방식보다 더 나은 결과를 보였지만, 각 레이블에 대해 다양한 분류 알고리즘을 적용하지는 않았다.

      본 연구는 대상자의 질환 예측 모델을 만들 때 한 사람이 여러 질환에 해당될 수 있어서 가장 기본이 되는 BR 방법을 기반으로 다중 레이블 기반 분류 문제로 다루고자 했다. 다양한 분류 알고리즘을 학습하고 그 성능을 비교하여 작업자 건강 상태 선별을 위한 최적의 모델을 선정하고자 했다. 이러한 연구는 건설 및 제조업 현장에서 흔히 발생하는 다양한 질환을 식별하고 예방하기 위한 새로운 방법을 제시하며, 작업자들의 건강과 안전을 더욱 향상 시키는데 기여할 것으로 기대된다. 이어지는 연구 과정에서 더 나은 모델과 접근 방식을 개발하여 현장 작업자들의 건강을 더욱 효과적으로 관리하는 데 기여하고자 한다.

    

    

  
    
      Ⅱ. 샘플 데이터
      앞서 언급했던 작업을 위해 2021년 4월부터 2023년 12월까지 총 601명의 건설ㆍ제조 근로자들을 대상으로 한신메디피아에서 건강 검진을 실시하고, 개인 의무 기록을 수집하여 데이터 기반 인공지능을 활용한 분석을 수행하였다[9].

      개인 의무 기록 활용을 위해 한신메디피아 기관생명윤리위원회로부터 IRB 승인을 받았다. (IRB 승인 : HS23-3, 2023. 4. 12) 종합 건강 검진 데이터의 활용을 위해 의료 기관 내 ZeTTA PACS 계정을 통해 인공지능용 DB를 구축하였다. 이러한 건강 검진 데이터에는 총 82개의 검진 항목 특징 요소와 다중적 질환 유무를 나타내는 9개의 레이블로 구성되어 있다. 비만(Obesity), 간 질환(Liver disease), 고혈압(Hypertension), 당뇨(Diabetes), 신장 질환(Kidney disease), 이상지질혈증(Dyslipidemia), 순환기 질환(Cardiovascular disease), 근골격 불균형(Musculoskeletal imbalance), 스트레스(stress). 해당 질환 유무 데이터는 각 인원들이 9개의 질환 중에 어떤 것에 양성(1)혹은 음성(0)인 보여 준다.

      
        Table 1. 
				
        

        
          Features and disease labels
        
        

      

      
        
          
            	Term
            	Element
          

        
        
          	 Main features
          	body mass index, blood pressure (diastolic/export), waist circumference, platelet count, obesity, weight, triglycerides, height, uric acid, creatinine, urinary specific gravity, T4, splenocytes, B/C ratio, HDL, BMD, CPK, HbA1c, TIBC, etc.
        

        
          	Illness labels
          	obesity, liver disease, hypertension, diabetes, kidney disease, dyslipidemia, cardiovascular disease, musculoskeletal imbalance, stress
        

      

      

    

    

  
    
      Ⅲ. 다중 레이블 질환 분류 모델
      
        3.1 전처리
        전처리 과정은 건강 검진 데이터에 대한 효과적인 머신러닝 모델 구축을 위한 필수적인 단계이며, 데이터의 정제와 표준화는 모델의 성능과 일반화 능력에 직접적인 영향을 미친다. 건강 검진 기반 검사 측정 특징 및 레이블 데이터 세트에서 목표로 하고자 하는 질환 열을 타겟 변수로 설정하고, 학습할 입력 특징들을 설정한다. 그런 다음, 스케일링 과정을 통해 수치형 특성들의 스케일을 조정하여 모든 특성이 동등한 중요도를 갖도록 한다. 이는 모델 학습의 효율성을 높이는 데 큰 역할을 한다. 그리고, 모델이 새로운 데이터에 대한 일반화 능력을 갖추도록 하기 위해 데이터를 학습과 테스트 세트로 분할하는데, 이번 연구에서는 학습 세트는 전체 데이터의 80%, 테스트 세트는 20%로 분할했다. 이렇게 분할된 데이터 세트는 각각 모델을 학습시키고 모델의 일반화 성능을 평가하는 데 사용된다.

      

      
        3.2 Binary relevance method
        본 연구는 다중 레이블 분류 문제에 대해 BR 방법을 적용하여 접근함으로써, 각 레이블을 독립적인 이진 분류 문제로 변환하여 처리하는 방법론의 효율성과 한계를 탐구하였다. BR 방법론은 복잡한 다중 레이블 데이터를 각각의 레이블에 대해 단일 레이블 데이터로 분할함으로써, 각 레이블마다 독립적인 분류기를 구축하고 학습시키는 절차를 통해, 모델의 학습과 예측 과정을 단순화하는 장점을 제공한다[4][5]. 다만 BR 방법의 근본적인 한계로는 레이블 간 상호작용이나 상관관계를 고려하지 않음으로써 발생하는 정보 손실 문제가 지적되어 왔다.

        이번 연구 차원에서 BR 적용 과정을 구체적으로 설명하면 다음과 같다. 먼저 전체 데이터 세트로부터 각 질환 만을 타겟으로 하는 9개의 질환 별 데이터 세트를 생성하고, 각 레이블은 해당 질환이 양성인 경우 1, 음성인 경우는 0으로 설정한다. 그리고 각 질환 마다 독립된 이진 분류기를 학습 시키는데 질환 별 최적 모델을 찾기 위해서 다음에 설명되는 다양한 알고리즘들을 학습 시킨다. 이를 통해서 한 건강 검진 데이터가 주어졌을 때 각 질환 분류기는 레이블에 속하는 지를 예측하고, 이렇게 9개 분류기의 예측 결과가 나오면 이를 모아서 최종 레이블 세트를 완성한다. 이러한 BR 모델의 최종 정확도에는 각 레이블에 대한 예측이 실제 레이블과 얼마나 일치하는지를 기준으로 다음에 설명되는 평가 지표를 사용한다.

      

      
        3.3 분류 알고리즘
        본 연구는 다양한 분류 알고리즘을 사용해서 모델을 학습하고 성능을 비교함으로서 이번 데이터에 맞는 최적의 모델을 찾고자 하였다. 여러 알고리즘 중 대표적인 로지스틱 회귀, 서포트 벡터 머신, 랜덤 포레스트, 그래디언트 부스팅 등 다섯 가지 분류 알고리즘을 사용하였다.

        로지스틱 회귀(LR, Linear Regression)은 선형 모델에 기반한 방법으로 각 그룹별 확률 추정치를 계산하여 임계치에 따라 데이터를 그룹으로 분류한다[10]. 이는 주로 이진 분류 문제에 적용되며, 결과는 시그모이드 함수를 통해 0과 1 사이의 값으로 출력된다. LR에 대한 수식은 식 (1)과 같다.
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        여기서 x와 y는 입력값이며, m은 데이터의 수, h는 비용 함수이다.

        서포트 벡터 머신(SVM, Support Vector Machine)은 초평면(Hyperplane)을 기준으로 동일한 특성을 갖는 데이터를 분할하여 분류 분석을 수행한다[11]. 이 알고리즘은 마진(Margin) 최대화를 통해 최적의 결정 경계를 찾으며, 비선형 데이터에도 커널 트릭을 적용하여 사용될 수 있습니다.

        랜덤 포레스트(RF, Random Forest)는 다수의 결정 트리를 기반으로 하는 앙상블 학습 방법이다[12]. 이 방법은 무작위로 선택된 서브셋에서 결정 트리를 각각 독립적으로 훈련시키고, 최종 예측은 이들 트리의 결과를 통합하여 결정한다. RF는 무작위성을 통해 각 트리가 서로 다른 데이터의 특성을 학습함으로써 과적합을 방지하고, 노이즈에 강한 내성을 갖는다. 또한, 부트스트랩 집계(배깅) 방식을 사용하여 서로 다른 훈련 데이터 세트으로 훈련된 각기 다른 트리들을 결합함으로써 모델의 안정성과 정확도를 향상 시킨다.

        그래디언트 부스팅(GB, Gradient Boosting)은 앙상블 방법 중 하나로, 기울기 강하를 사용하여 최적의 파라미터를 찾는 방법이다[13]. 이 알고리즘은 여러 모델의 예측을 결합하여 성능을 향상시키며, 강력한 성능을 보이지만, 파라미터 설정과 학습 시간 면에서는 단점을 가진다. 특히, 학습률, 부스팅 스테이지 수, 트리 깊이, 나뭇잎 수 등의 파라미터는 다른 알고리즘보다 민감하다.

      

      
        3.4 성능 평가 지표
        평가 지표들을 활용하여 각 레이블별 모델 성능의 정밀한 분석을 수행하고, 이를 바탕으로 모델의 개선 가능성을 탐색한다. 이러한 지표들은 분류 모델의 다양한 성능 측면들을 폭넓게 평가하는 데 중요한 역할을 하며, 실제 환경에서의 응용을 고려할 때 특히 중요한 정보를 제공한다[14]. 이 과정은 데이터 분석과 머신 러닝 모델의 성능을 체계적으로 이해하고 평가하는 데 있어 필수적이며, 모델의 향후 발전 방향에 대한 중요한 가이드라인을 제공한다.

        이진 분류 모델의 성능을 이해하고 정량적으로 평가하기 위해 혼동 행렬(Confusion matrix)은 중요하다. 혼동 행렬은 단순히 정확도(Accuracy)만으로 파악하기 어려운 모델의 성능에 대한 정보를 제공하며, 특히 클래스 불균형이 있는 경우에 유용하다. 또한, 이를 통해 모델이 특정 클래스를 과도하게 예측하는 경향이 있는지 확인할 수 있다. 혼동 행렬은 다양한 성능 지표를 계산할 수 있으며, 정밀도, 재현율, F1-score도 이에 해당된다. 표 2에 나와 있듯이, 혼동 행렬은 모델의 예측 성능을 시각적으로 이해하기 위한 중요한 도구로, 실제 결과와 예측 결과를 비교하여 제공한다. 이진 분류에 대한 혼동 행렬은 참 양성(TP, True Positive), 거짓 양성(FP, False Positive), 거짓 음성(FN, False Negative), 그리고 참 음성(TN, True Negative)으로 구성된다.

        
          Table 2. 
				
          

          
            Confusion matrix for binary classification
          
          

        

        
          
            
              	
              	Predicted:
            

            
              	Negative(N)
              	Positive(P)
            

          
          
            	Actual:
            	Negative
(N)
            	True Negative
(TN)
            	False Positive
(FP)
          

          
            	Positive
(P)
            	False Negative
(FN)
            	True Positive
(TP)
          

        

        

        모델의 성능을 나타내는 데에는 보통 정확도(Accuracy)가 사용되지만, 정확도는 불균형 데이터 세트에서 다수 클래스의 예측에 대해서 치우침이 발생할 수 있으므로 추가적인 지표들을 사용한다.

        정밀도는 모델이 양성으로 예측한 경우 중 실제로 양성인 비율을 나타내는 지표로, 다음과 같이 계산된다.
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        재현율은 실제 양성 케이스 중 모델이 올바르게 양성으로 예측한 비율을 나타내는 지표로, 다음과 같이 계산된다.
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        F1 점수는 정밀도와 재현율의 조화 평균을 나타내는 지표로, 두 지표의 균형을 평가하는 데 사용되며, 다음과 같이 계산된다.
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        F1은 BR 다중 레이블 분류에서 각 레이블에 대한 예측 정확성을 고려할 수 있으며, 클래스 간 불균형이 존재하는 경우에도 신뢰할 수 있는 성능 측정을 제공한다.

        예측에서 음성(TN)을 잘 맞추는 지도 중요한데 평가하는 지표로는 주로 '특이도(Specificity)'가 사용된다. 특이도는 실제로 음성인 경우 중에서 모델이 음성으로 정확하게 예측한 비율을 나타내면 다음과 같이 계산할 수 있다.
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      Ⅳ. 결과 및 토론
      
        4.1 모델 선택
        본 연구에서의 분석은 Python 계열의 Scikit-learn[15] 라이브러리를 활용하여 III 장에서 설명한 로지스틱 회귀(LR), 서포트 벡터 머신(SVM), 랜덤 포레스트(RF), 그리고 그래디언트 부스팅(GB) 알고리즘을 학습 세트로 훈련시키는 작업에서 시작되었다. 이 과정에서 GridSearchCV를 활용한 하이퍼파라미터 최적화는 모델의 성능을 미세 조정하는 데 핵심적인 역할을 수행하였다. 'n_estimators', 'max_depth등의 주요 매개변수를 최적화하여, 다양한 하이퍼파라미터 조합을 실험한 결과, 성능이 가장 우수한 조합을 도출해내는 모델 선택 절차가 이루어졌다. K-fold 교차 검증 방식을 채택하여 얻은 최적의 하이퍼파라미터 조합은 모델의 선택에 직접 적용되었으며, 이 방법을 통해 모델이 실제 환경에서의 성능을 예측하는 데에 대한 신뢰성을 높였다.

      

      
        4.2 학습 성능 결과
        III 장에 설명한 그리드 서치를 통한 BR 다중 레이블 분류 방식으로 학습한 결과가 다음에 설명된다. 표 3에서는 앞서 언급하였던 다양한 알고리즘 별로 하이퍼파라미터 범위가 제시되어 있다.

        
          Table 3. 
				
          

          
            Algorithm-specific hyperparameters in grid search
          
          

        

        
          
            
              	Algorithm
              	Range of hyperparameters
            

          
          
            	LR
            	C: [0.01, 0.1, 1], solver: ['newton-cg', 'lbfgs', 'liblinear']
          

          
            	SVM
            	C: [0.1, 1, 10], kernel': ['poly', 'rbf', 'sigmoid'], gamma': ['scale', 'auto']
          

          
            	RF
            	n_estimators: [100, 150, 200], min_samples_leaf: [1, 2, 3]
          

          
            	GB
            	learning_rate=[0.001, 0.01, 0.1], min_samples_split=[2, 3, 4], n_estimators=[50, 100, 150]
          

        

        

        모든 질환에 대한 최적화된 파라미터 설정을 적용한 모델들의 각 지표별 성능은 테스트 데이터 세트를 기준으로 평가되었으며, 해당 결과는 표 4에 상세하게 제시되어 있다. 비만의 경우는 랜덤포레스트(RF)가 최고의 모델이며, 양성 예측율은 F1 기준 0.8519로 높은 수준이며 음성 예측율은 SP 기준 0.9890으로 매우 높은 수준이다. 고혈압의 경우는 그래디언트 부스팅(GB)가 최고의 모델이며, 양성 예측율은 F1 기준으로 0.6250으로 그리 높지 않은 수준이며 음성 예측율은 SP 기준 0.9821으로 매우 높은 편에 속한다.

        
          Table 4. 
				
          

          
            Performance results of multi-label classification evaluated with the test data set
          
          

        

        
          
            
              	Illness
              	Best
algorithm
              	Hyperparameters
              	PR
              	RC
              	F1
              	SP
            

          
          
            	Obesity
            	RF
            	‘min_samples_leaf’: 1,
'n_estimators': 150
            	0.9583
            	0.7667
            	0.8519
            	0.9890
          

          
            	Liverdisease
            	GB
            	‘learning_rate': 0.1,
'min_samples_split': 2,
'n_estimators': 100
            	0.8824
            	0.6818
            	0.7692
            	0.9798
          

          
            	Hypertension
            	GB
            	'learning_rate': 0.1,
'min_samples_split': 2,
'n_estimators': 100
            	0.7143
            	0.5556
            	0.6250
            	0.9821
          

          
            	Diabetes
            	GB
            	‘learning_rate': 0.1,
'min_samples_split': 2,
'n_estimators': 50
            	0.0000
            	0.0000
            	0.0000
            	0.9744
          

          
            	Kidneydisease
            	GB
            	‘learning_rate': 0.01,
'min_samples_split': 2,
‘n_estimators’: 100
            	1.0000
            	0.5833
            	0.7368
            	1.0000
          

          
            	Dyslipidemia
            	GB
            	‘learning_rate’: 0.1,
'min_samples_split': 3,
'n_estimators': 50
            	0.0000
            	0.0000
            	0.0000
            	0.9744
          

          
            	Cardiovascular disease
            	LR
            	‘C': 1,
'solver': 'newton-cg'
            	0.0000
            	0.0000
            	0.0000
            	0.9832
          

          
            	Musculoskeletal imbalance
            	GB
            	'learning_rate': 0.001,
'min_samples_split': 2,
'n_estimators': 50
            	0.7273
            	1.0000
            	0.8421
            	0.0000
          

          
            	Stress
            	SVM
            	‘C’: 10,
'gamma': 'scale',
'kernel': 'sigmoid'
            	0.3438
            	0.2973
            	0.3188
            	0.7500
          

        

        

        당뇨의 경우는 그래디언트 부스팅(GB)가 최고의 모델이며, 양성 예측율은 F1 기준으로 0.0000으로 전혀 맞추지 못 하는 수준이며 음성 예측율은 SP 기준 0.9744으로 양성 예측율과 반대의 결과를 나타낸다. 근골격 불균형의 경우는 그래디언트 부스팅(GB)가 최고의 모델이며, 양성 예측율은 F1 기준으로 0.8421으로 잘 맞추는 수준이며 음성 예측율은 SP 기준 0.0000으로 음성 데이터에 대해 아예 못 맞추는 것을 볼 수 있다. 이 계산 방식은 다중 레이블 분류 문제에서 각 레이블별 예측의 정확도와 재현율을 종합적으로 고려함으로써 전체적인 모델 성능의 정밀한 평가를 가능하게 한다. 이 결과는 데이터셋의 특성, 분석 방법, 하이퍼파라미터 조정 및 데이터 전처리 방법에 따라 성능이 달라질 수 있음을 보여주며, 각 알고리즘의 특성에 맞는 적절한 모델 선택의 중요성을 강조한다.

        본 연구에서는 학습 곡선을 통해 모델 학습 시 성능 개선 과정을 종합적으로 분석하였다. F1 점수 기준의 학습 곡선을 통해 훈련 데이터 양에 따른 모델의 학습 진행 상황과 성능을 평가하며, 이러한 과정을 통해 모델의 신뢰성을 높였다. 그림 1을 살펴보면, 비만에 대해 최고 모델인 RF의 학습 곡선에서 데이터 양이 증가함에 따라 validation score의 F1-score가 상승하고 동시에 수렴함으로써 모델의 예측 성능이 더 나아지는 것을 보여 주고 있다. 이는 모델이 더 많은 데이터로부터 학습하여 일반화 능력을 향상시키고 있음을 보여 준다.

        
          
          

          Fig. 1. 
				
          

          
            Learning curve of obesity in RF 
          
          

          

        

        본 연구에서는 레이블 별 이진 분류 모델의 양성 예측 성능을 평가하기 위해 ROC(Receiver Operating Characteristic) 커브와 AUC(Area Under the ROC Curve) 값을 활용하였다[16]. ROC 커브는 모델이 다양한 분류 임계값을 적용했을 때의 거짓 양성 비율(FPR, False Positive Rate) 대 진짜 양성 비율(TPR, True Positive Rate)의 변화를 시각적으로 나타내며, 모델이 양성 클래스를 얼마나 잘 분류하는지에 대한 중요한 정보를 제공한다. 이와 함께, AUC 값은 모델의 성능을 하나의 숫자로 요약하여, 모델이 실제 양성 클래스를 얼마나 정확하게 예측하는지에 대한 정량적인 평가를 가능하게 한다. 그림 2는 질환 별 ROC 커브를 보여 주는데, 비만과 간 질환에 대해서는 96% 이상의 매우 정확한 양성 예측을 보이고 있고, 고혈압, 신장 질환 및 이상지질혈증에 대해서는 70~80% 수준의 높은 정확도를 보이고 있고, 당뇨, 순환기 질환, 근골격 불균형 및 스트레스에 대해서는 70% 이하의 예측 성능을 보이고 있다. 이러한 분석을 통해서 향후 초기 모델을 어떤 방향으로 향상시 켜야 할지 방향성을 시사한다.

        
          
          

          Fig. 2. 
				
          

          
            ROC AUC curve
          
          

          

        

        질병 별 혼동 행렬은 지면 제한 상 대표 질환 세 개에 대해서 나타냈다. 표 5는 비만 질환에 대한 혼동 행렬이며, test set로 분리한 결과, 음성 데이터는 91개가 있고 양성 데이터는 30개가 있으며, 각각 1개와 7개의 데이터를 잘못 예측한 것을 확인할 수 있다. 여기서 볼 수 있듯이, 해당 질환의 음성과 양성 데이터는 크게 불균형하다는 것을 알 수 있다. 본 질환은 양성 데이터가 음성 데이터에 비해 정확도가 떨어지지만, 전반적으로 높은 예측률을 지니는 것을 알 수 있다.

        
          Table 5. 
				
          

          
            Feature importance for obesity
          
          

        

        
          
            
              	
              	Predicted:
            

            
              	N
              	P
            

          
          
            	Actual:
            	N
            	90
            	1
          

          
            	P
            	7
            	23
          

        

        

        표 6은 간 질환에 대한 혼동 행렬이며, test set로 분리한 결과, 음성 데이터는 99개가 있고 양성 데이터는 22개가 있으며, 각각 2개와 7개의 데이터를 잘못 예측한 것을 확인할 수 있다. 여기서 볼 수 있듯이, 해당 질환의 음성과 양성 데이터는 크게 불균형하다는 것을 알 수 있다. 본 질환은 음성 데이터에 대해 대부분 맞췄지만, 양성 데이터가 극히 부족함으로써 절반 정도의 데이터만 맞춘 것으로 볼 수 있다.

        
          Table 6. 
				
          

          
            Feature importance for liver
          
          

        

        
          
            
              	
              	Predicted:
            

            
              	N
              	P
            

          
          
            	Actual:
            	N
            	97
            	2
          

          
            	P
            	7
            	15
          

        

        

        표 7은 고혈압에 대한 혼동 행렬이며, test set로 분리한 결과, 음성 데이터는 112개가 있고 양성 데이터는 9개가 있으며, 각각 2개와 4개의 데이터를 잘못 예측한 것을 확인할 수 있다. 여기서 볼 수 있듯이, 해당 질환의 음성과 양성 데이터는 크게 불균형하다는 것을 알 수 있다. 본 질환은 앞서 언급되었던 질환 들과 같이 음성이 양성 데이터보다 많아 음성에 대한 정보들을 잘 맞추지만 음성보다 데이터가 10배 이상 적은 양성 데이터에 대해 잘 못 맞춘 것으로 확인된다.

        
          Table 7. 
				
          

          
            Feature importance for hypertension
          
          

        

        
          
            
              	
              	Predicted:
            

            
              	N
              	P
            

          
          
            	Actual:
            	N
            	110
            	2
          

          
            	P
            	4
            	5
          

        

        

      

      
        4.3 토론
        이번 연구는 국내에서 건설-제조 현장 작업자들을 대상으로 한 대규모 건강 검진 데이터를 사용한 최초 다중 레이블 분석 시도로서 의미가 있다. 본 연구에서는 의료 현장의 필요성에 의해서 대표적인 9개 성인 질병 레이블과 82개 건강 측정 항목을 모두 사용해서 다중 레이블 분류를 시도해 보았다. 종합적으로 보았을 때 너무 낮은 양성 예측률을 보이는 질환 경우가 많아서 실제 임상 적용에 충분한 수준은 아닌 것으로 판단된다. 다만 특히 의료 분야에서 음성을 정확하게 예측하는 성능은 신뢰성이나 비용 절감 면에서 아주 중요한데, 이번 모델의 음성 예측 성능이 매우 높은 편이어서 초기 분석 모델로서 유의미한 결과라고 판단된다. 향후 임상에 적용할 정도의 정밀한 BR 모델을 만들기 위해서는 도메인 전문가인 의료진들과 협업을 통해서 질환 별로 이진 분류의 최적화 모델을 각각 찾아서 너무 성능이 낮은 레이블은 배제하거나 다시 레이블링을 하고, 측정 항목 특징 중요도를 계산해서 불필요한 특징을 배제하고 모델을 학습한다면 예측 성능을 보다 높일 수 있음은 물론 안정된 모델을 얻을 수 있을 것이다.

        또한 수집된 데이터는 자연스럽게 레이블 간 불균형 상태를 보이고 있는데, 이번에는 초기 연구라 데이터 왜곡이나 정보 손실을 최소화하기 위해서 학습 데이터를 인위적으로 균형 있게 만들지는 않았고, 대신 불균형 문제 대처에 효과적인 앙상블 학습을 포함했고 대부분의 질환에서 앙상블 분류기가 높은 성능을 보였다. 향후 불균형 데이터 문제에 좀 더 적극적으로 대처하기 위해서 추가적인 데이터의 수집은 물론 랜덤 리샘플링이나 합성 소수 오버샘플링 기법(SMOTE, Synthetic Minority Oversampling Technique) 등의 적용도 가능할 것이다. 다만 오버샘플링 시 데이터 왜곡이나 다운샘플링 시 정보 손실을 최소화 하기 위해서는 다양한 방법을 시도하고 서로 비교해서 주의 깊게 적용해야 한다[17].

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      본 연구의 기여는 다음과 같다. 첫째, 최초로 건설-제조 현장 작업자를 대상으로 장기간 대규모로 수집된 정밀 건강 검진 데이터를 사용해서 복합성 질환 예측을 위한 다중 레이블 데이터 분석을 시도했다. 둘째, 다양한 분류 알고리즘들을 그리드 서치 기반의 하이퍼파라미터 튜닝을 통해서 학습시키면서 최적의 모델을 선택하는 방법을 작업자의 복합 질환과 연관된 건강 예측에 응용하고 체계화했다. 셋째, 질병들 중 불균형이 있는 경우에 모델 선택에 있어서 적절한 성능 지표를 기반으로 진단 정확도를 향상시켜서 드문 질병을 포함하여 다양한 건강 상태를 효과적으로 구별할 수 있게 했다.

      본 연구의 한계점은 다음과 같다. 첫째, 이진 관련성 접근법은 레이블 간의 상관 관계를 무시할 수 있기 때문에 그러한 관계의 고려가 중요할 경우 classifier chains, label powerset, deep learning 등을 이용해서 좀 더 정밀한 모델링이 필요할 수 있다. 둘째, 데이터 불균형 문제나 과적합의 위험을 줄이기 위해서는 좀 더 많은 데이터가 필요할 수 있는데, 실제 데이터를 추가하는 것은 상당한 기간과 비용을 초래할 수 있어서 쉽지 않은 일이다. 기존 데이터 세트를 이용해서 의료 데이터의 민감성과 정확성을 왜곡하지 않도록 주의하면서 GANs (Generative Adversarial Networks) 같은 생성형 모델을 이용한 데이터 증강을 시도해 볼 수 있다.

      개인 의무 기록을 기반으로 인공지능 기술을 통한 질병 예측 모델링이 가능해 지면서 의료 기술과 데이터 분석을 통한 인공지능 기술의 상호 융합을 통해 특수 산업 현장의 위험 요인을 발견하는 것은 혁신적인 헬스케어 산업의 부가가치 창출에 대한 기대감을 높여주고 있다. 특히, 근로자의 위험 건강 요인의 발견을 통한 산업 재해의 예방과 업무 생산성 향상에 대한 기대는 4차산업혁명의 기술이 기존 산업과 융합하여 얻을 수 있는 긍정적 신호라 할 수 있다.

      이에 본 연구에서는 건설ㆍ제조 근로자의 건강 위험 관찰을 위한 머신러닝 기법을 제안하였으며, 도출된 건강 위험 요인의 특징 우선순위 발견을 통해 건강 관리 서비스로의 가치도 발견하였다. 본 연구의 결과를 통해 국내 유관 산업 및 헬스케어 분야에 종사하는 스타트업, 병원, 기업, 연구소 등이 특수 산업 현장의 위험 요인을 발견하는 인프라가 확대될 것이라 기대한다.

      특히, 인공지능 기술을 통해 산업 내 재배 비용 절감ㆍ업무 생산성 향상ㆍ효율적 기업 운영 등 전반적인 산업 내 성장 및 효율성이 증가될 것이며, 이를 위해 개인 의무 기록이 안전하게 관리ㆍ활용되고, 산업 내 맞춤형 근로자 지원 프로그램으로 성장하길 기대한다.
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