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            Abstract
          
        

        
          당뇨성 족부궤양 질환의 자동 진단을 위해 딥러닝 전이학습을 이용한 질환 분류 모델을 개발하였다. 본 연구에서는 당뇨성 족부궤양의 공개된 이미지 데이터셋(DFU challenge 2021)을 활용하여 당뇨성 족부궤양을 정상과 질환을 분류할 수 있는 모델과 감염 및 허혈, 복합성 궤양 및 기타 궤양과 분류할 수 있는 자동화된 의료 이미지 질환 진단 모델을 구현하였다. 이를 위해 6가지 심층 신경망 모델을 사용하여 학습하였고 모델의 정확도, 민감도, 정밀도, f1-score 성능을 모델별로 비교 평가하여 당뇨성 족부궤양 분류에 적합한 성능의 모델을 제시하였다. 모델의 성능을 개선하기 위해 데이터 증강 및 불균형 데이터 처리를 활용하였고, 그 중 EfficientNetB3 모델을 활용하여 당뇨성 족부궤양 데이터에 대해 정확도 89%, 민감도 89%를 달성하였다.

        

        
          
            초록
          
        

        
          A classification model using deep learning was developed for automatic diagnosis of diabetic foot ulcer disease. In this study, we implemented an automated medical image disease diagnosis model that can classify diabetic foot ulcers into normal and diseased, and classify them into infection and ischemia, complex ulcers, and other ulcers by using a publicly available image dataset of diabetic foot ulcers(DFU challenge 2021). For this purpose, six deep neural network models were used to train, and the accuracy, recall, precision, and f1-score performance of the models were compared and evaluated for each model to present a model with performance suitable for diabetic foot ulcer classification. To improve the performance of model, data augmentation and imbalanced data processing were used, and among them, the EfficientNetB3 model achieved 89% accuracy and 89% recall for diabetic foot ulcer data.
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      Ⅰ. 서 론
      당뇨성 족부질환은 당뇨로 인해 자주 발생하는 질환으로 당뇨병이 세계적인 질병으로 유병률이 높아 추가적으로 발생하기 쉬운 족부질환의 정확한 진단과 치료 방법이 요구되고 있다. 당뇨성 족부질환은 감염성, 허혈성 궤양으로 이어져 절단 및 사망위험이 있으므로 질환의 상태를 정확히 판별하고 이에 대한 처치와 치료가 조기에 적절하게 이뤄져야 한다[1]. 인공지능 기술을 활용한 의료 진단은 진단 시간을 단축하여 의료진이 더욱 빠르고 정확하게 환자의 상태를 평가하고 치료계획을 수립할 수 있도록 도와준다. 또한, 의료 인프라가 부족한 지역이나 환자 이동이 불편한 상황에서도 원격으로 사진이나 영상으로도 적절한 진단 서비스를 제공할 수 있어 의료 서비스를 보다 쉽게 접할 수 있게 한다. 이를 위해 본 연구에서는 환자 치료를 개선하고 의료 인력의 진단 보조 도구로 활용하여 의료시스템의 부담을 줄이기 위해 인공지능을 활용한 족부궤양 자동 진단 방법에 대해 연구하였다. 맨체스터 매트로 폴리탄 대학교, 랭커셔 병원, 맨체스터 대학에서 DFU(Diabetic Foot Ulcer) 연구를 위해 구축한 DFUC 2021 라는 공개된 의료 데이터를 인공지능 연구에 활용하였으며 감염성 및 허혈성 족부궤양 이미지 데이터 분류 및 질환 감별에 활용하였다[2]-[6].

    

    

  
    
      Ⅱ. 본 론
      
        2.1 관련 연구 및 연구 방향
        의료현장에서 족부궤양 진단은 전문가가 상태를 보고 분석하여 진단을 내리기 때문에 노동력이 소요되고 오류가 발생하기도 한다. 데이터를 활용한 인공지능 진단 기술은 족부궤양 진단 분야에서도 다양하게 연구되고 있다. S. K. Das et al. (2021)은 족부궤양 데이터를 분류하기 위해 특수 네트워크인 Dfu_SPNet을 제안했다[7]. P. N. Thotad et al.는 EfficientNet 네트워크를 활용하여 족부질환의 정상/비정상을 감별하는 연구를 진행했다[8]. M. S Prabhu et al.는 딥러닝 알고리즘을 사용하여 발바닥 체온 측정으로 정상, 족부궤양을 자동으로 구별할 수 있는 모델을 제안했다[9].

        본 연구에서는 당뇨성 족부궤양 이미지를 이용하여 정상과 질환을 분류할 수 있는 모델과 당뇨성 족부궤양을 감염성 궤양, 허혈에 의한 궤양, 복합성 궤양 및 기타 당뇨성 족부궤양으로 분류하는 모델을 개발하였다. 이를 위해 딥러닝을 사용하여 모델 별 성능 비교, 전이학습 적용, 이미지 증강 전처리, 클래스 균형 조정, 학습데이터 2진분류, 다중분류 성능 비교의 방법을 사용하여 연구하였다.

      

      
        2.2 데이터셋
        
          2.2.1 DFUC2021 데이터셋
          학습 데이터셋은 DFU 2021 challenge 에 공개된 데이터셋으로 주요 질환 발병부위 중심으로 크롭된 RGB 일반 카메라 사진들로 구성되어 있다. 데이터셋은 세 그룹으로 구분하여 활용하였는데 첫 번째 그룹의 데이터셋(DFUC-A)은 4가지 진단 범주 both, ischaemia, infection, none 으로 라벨링 되어 있고 224 × 224 크기로 정리되어 있다. 2번째 데이터셋(DFUC-B)은 nomal과 abnormal으로 라벨링하여 구성되어 있다. 그리고 DFUC-A-1 데이터셋은 DFUC-A 클래스 4종을 2종으로 재구성한 데이터로 4종 모델의 과적합 여부 확인 및 모델의 안정성과 성능의 신뢰성을 평가해보고자 하였다.

          DFUC-A, B는 제공된 데이터셋의 중복되거나 비슷한 이미지를 제외하고자 ‘4DDiG Duplicate File Detector’ 라는 프로그램을 사용하여 전체 이미지에서 65%의 유사도를 가진 이미지를 찾아 검색 후 유사 이미지 그룹에서는 1개의 이미지만 남기고 나머지는 삭제 후 사용하였다[10]. 중복성 검토 후 사용한 전체 데이터 수량은 제공된 DFUC2021_trainset 데이터 총 5,955장 중에서 3,813장을 학습과 검증, 테스트용 데이터로 활용하였다. 족부궤양 감별에 사용한 DFUC-B데이터도 제공된 PartA_DFU_dataset에서 유사 이미지를 검색 후 제외하여 총 2,573장을 활용하였다.

          
            Table 1. 
				
            

            
              Use of DFUC2021 dataset
            
            

          

          
            
              
                	 DFUC2021
                	 class 
                	quantity[units] 
(　): original data
              

            
            
              	 DFUC-A 
(DFUC2021_trainset)
              	 both 
              	 238 (621) 
            

            
              	 infection 
              	1,605 (2,555) 
            

            
              	 ischaemia 
              	106 (227)
            

            
              	 none 
              	1,864 (2,552) 
            

            
              	 DFUC-B 
(PartA_DFU_dataset)
              	 abnormal 
              	1,032 (1,038)
            

            
              	 normal 
              	641 
            

            
              	 DFUC-A-1 
              	 DFU
              	1,949
            

            
              	 none
              	1,864
            

          

          
            
              both : (감염 + 허혈)에 의한 당뇨성 족부궤양
            

            
              infection : (감염)에 의한 당뇨성 족부궤양
            

            
              ischaemia : (허혈)에 의한 당뇨성 족부궤양
            

            
              none : 감염/허혈이 아닌 기타 당뇨성 족부궤양
            

            
              DFU : 당뇨성 족부궤양 (both + infection + ischaemia)
            

            
              abnormal : 당뇨성 족부궤양(질환 있음)
            

            
              normal : 정상(질환 없음)
            

          

          

          데이터셋 DFUC-A는 당뇨성 족부궤양의 허혈성, 감염성, 복합성 궤양 및 당뇨성 족부궤양이 아닌 기타 궤양 분류 모델 개발에 활용하였고, 데이터셋 DFUC-B는 당뇨성 족부궤양의 세부적인 종류를 진단하기 이전 정상과 당뇨성 족부궤양 여부를 감별하기 위한 모델 학습에 활용하였다.

        

        
          2.2.2 데이터셋 활용
          데이터를 인공지능에 활용하는 과정에서 모델 학습을 위한 학습용 데이터와 학습에 사용되지 않은 데이터는 모델 학습과정 중 성능검증 및 테스트 용으로 사용하는데 테스트에 사용되는 데이터의 성격에 따라서 모델의 결과가 달라질 수 있고 데이터 전체 양이 적은 경우이거나 불균형한 경우 충분한 검증이 되지 않을 수도 있다. 이에 학습 및 검증용 데이터 분할시 각 클래스의 비율을 유지하면서 분할하는 계층적 분할방법을 사용하였으며 학습, 검증, 테스트 데이터의 분할 비율은 80%, 10%, 10%으로 샘플링하여 사용하였다. 모델에 입력되는 이미지 크기는 사용하고자 하는 모델에 따라 최적화된 크기로 일괄 조정하였고, 정규화된 입력 전처리를 모델의 일부로 포함하였다. EfficientNetB3 모델의 경우는 이미지 크기를 300 × 300 으로 픽셀 조정하였다. 모델의 일반화 성능을 향상시키기 위해 데이터 증강기법을 적용하여 최대 20도 회전, 좌우 20% 이동, 상하 20% 이동, 좌우 반전, 상하 반전 기법을 적용하였다.

        

      

      
        2.3 전이학습
        본 논문에서는 6개의 CNN(Convolutional Neural Networks) 심층 신경망 모델을 사용하여 당뇨성 족부궤양 데이터를 학습하였고, 테스트 데이터셋으로 모델 성능을 평가하여 족부궤양 진단에 가장 최적인 모델을 선정하였다. 표 2 실험 요약의 6가지 모델들은 모두 ImageNet 이라는 대량의 데이터셋에서 특징추출기로 학습된 사전학습 모델이다. 학습된 가중치로 새로운 데이터를 재학습하는 전이학습을 사용하였고 성능 향상을 위해 모델을 미세조정하여 학습하였다. 전이학습은 적은 데이터셋에서 효과를 보이고 전이학습을 수행하지 않는 모델들보다 비교적 빠르고 정확도가 높다[11]. 본 연구에 적용한 모델의 개발환경은 OS: Ubuntu 22.04 LTS, GPU: RTX3090, CUDA: 11.3에서 진행하였다.

        
          Table 2. 
				
          

          
            Experiment summary
          
          

        

        
          
            
              	model
              	classification
              	data
              	metric
            

          
          
            	DenseNet201, InceptionResNetV2, EfficientNetB1, EfficientNetB2, EfficientNetB3, EfficientNetB4
            	multiple class(4), binary class(2)
            	DFUC2021Train/Val/Test
(proportional split random sampling)
            	accuracy, precision, recall, f1-score, ROC
          

        

        

      

      
        2.4. 모델 학습
        
          2.4.1 모델 구성
          표 3은 사용한 모델 중 하나인 EfficientNet의 주요 구성요소 및 세부적인 아키덱쳐를 정리한 것이다.

          
            Table 3. 
				
            

            
              Model configuration
            
            

          

          
            
              
                	Layer (type) 
                	Output shape 
                	Param # 
              

            
            
              	EfficientNetB3[:-10] 
max_pooling2d (MaxPooling2D)
activation (Activation)  
dropout (Dropout) 
flatten (Flatten)
dense (Dense)   
              	 (10, 10, 384)  
 (None, 5, 5, 384)  
(None, 5, 5, 384) 
(None, 5, 5, 384) 
(None, 9600)  
(None, 4) 
              	984736
 0
 0
 0
 0
38404  
            

          

          
            
              Total params: 10,224,435
            

            
              Trainable params: 10,140,972
            

            
              Non-trainable params: 83,463
            

          

          

          실험은 모두 Tensorflow.keras 프레임워크에서 실행하였다. 네트워크 모델의 레이어에 배치 정규화가 적용되어 있고, 학습 중 발생할 수 있는 과대적합을 방지하고자 Drop-out을 사용하여 모델을 일반화시켰다. DFUC 데이터셋은 질환 구별의 경우 4가지 클래스이므로 4개의 뉴런이 있는 출력 레이어가 이어지고 소프트맥스 활성화 유닛으로 구성되었다.

        

        
          2.4.2 모델 훈련 방법
          데이터 증강을 적용 후에도 클래스 간 분산이 낮은 이미지 데이터셋의 클래스 불균형 문제는 딥러닝 성능을 제한하게 된다. 각 클래스 별 데이터의 불균형에 의한 성능 저하를 개선하기 위해 전체 학습 데이터에 대한 각 클래스별 가중치를 계산하여 학습에 반영하는 클래스 가중치 조정을 적용하였다. 이는 데이터의 주요 특성과 수량이 적은 클래스에 더 집중해서 학습을 하도록 클래스별 가중치를 부여하는 방법이다. 족부궤양 데이터셋의 경우 both, infection, ischaemia, none는 모두 질환이 있는 경우이므로 질환 특성에 대한 가중치는 동일하다. 그러나 각 데이터 수량의 분포가 균일하지 않으므로 가중치 밸런싱은 데이터셋 비율의 계산값에서 가중치를 적용했다.

          본 연구는 족부궤양 종류를 감별하기 위한 4개 클래스를 분류하는 작업이므로 손실 함수는 다중분류에서 사용되는 범주형 교차 엔트로피 함수를 사용하여 최적화하였다[12]. 이 손실 함수는 소프트맥스 활성화 뒤에 교차 엔트로피 손실을 붙인 형태로 주로 사용하기 때문에 소프트맥스 손실 함수라고도 불린다. 이 함수는 클래스에 대해 모델이 높은 확률로 예측하면 손실이 감소하고, 낮은 확률로 예측하면 손실이 증가한다.
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            	- C : 클래스 개수


            	- t : ground truth, 실제값


            	- y : output, 예측값


          

          학습 조건은 학습률 0.001, 최적화 함수는 Adam을 사용하였다. 각 모델의 성능을 비교하기 위해 6개의 모델(DenseNet201, InceptionResNetV2, EfficientNetB1~B4)의 학습 네트워크는 효율적인 시간과 자원 활용 및 모델의 과적합 방지를 위한 조기 중단을 적용하여 학습 횟수는 150 회 이내로 학습하였고 동일하게 전처리 및 학습조건 등을 적용하였다.

        

      

      
        2.5 성능 평가
        본 논문에서 모델 평가는 학습 및 검증 곡선, 정확도, 민감도, 정밀도, f1-score, weighted ROC, Confusion matrix 및 사용 파라미터 수 결과를 정리하여 비교하였다. 각 클래스 별 성능에 대한 값은 가중 평균값을 적용하였다. 실험에 사용한 모든 모델에 대한 테스트 성능지표는 표 4과 같다.

        
          Table 4. 
				
          

          
            Model performance comparison (@DFUC-A) 
          
          

        

        
          
            
              	Networks
              	precision
              	recall
              	f1-score
              	accuracy
              	weighted - ROC
              	#params
            

          
          
            	DensNet201
            	0.87
            	0.87
            	0.87
            	0.87
            	0.94
            	18M
          

          
            	InceptionResNetV2
            	0.85
            	0.84
            	0.84
            	0.84
            	0.94
            	49M
          

          
            	EfficientNetB1
            	0.83
            	0.83
            	0.83
            	0.83
            	0.93
            	6M
          

          
            	EfficientNetB2
            	0.87
            	0.86
            	0.86
            	0.86
            	0.96
            	7M
          

          
            	EfficientNetB3
            	0.87
            	0.87
            	0.87
            	0.87
            	0.95
            	10M
          

          
            	EfficientNetB4
            	0.84
            	0.84
            	0.84
            	0.84
            	0.95 
            	16M
          

        

        

        이미지 증강 및 클래스 가중치 조정 등 동일한 조건을 적용한 방법으로 학습한 전이학습 모델들의 성능은 대략적으로 비슷하지만 성능 대비 연산량이 작은 EfficientNet 모델이 실제 족부궤양 진단 활용에 가장 효율적인 모델로 판단된다. 각 버전별 모델의 성능지표 비교에서는 정확도, 민감도 항목을 고려하여 EfficientNetB3 모델이 가장 우수하다.

        
          2.5.1 EfficientNet 모델 성능분석
          본 연구에 사용한 6가지 모델들 중 EfficientNetB3은 당뇨성 족부궤양 감별 및 질환 종류 분류에 가장 적합한 성능을 나타냈다. EfficientNet은 2019년 Google에서 발표한 이미지 분류를 위한 딥러닝 모델로 B0부터 B7까지 8개의 모델이 있으며, 후속 번호의 모델로 갈수록 더 높은 정확도를 나타내고 더 많은 매개변수를 사용한다. 네트워크의 depth, width, resolution을 최적의 효율로 동시 조절하는 compound scaling 방법으로 모델의 성능을 개선하였고, 대부분의 기존에 등장한 다른 모델(ResNet, InseptionNet, DenseNet)들 보다 적은 매개변수를 가짐에도 성능이 뛰어나고 빠른 추론이 가능하다[13]. DFUC2021 데이터셋을 학습한 족부궤양 진단에서는 B0기본 모델보다 B3까지 정확도가 높아졌지만 B4에서는 오히려 성능이 저하되었다. 이는 여러 요인들이 있지만 학습에 사용한 데이터셋의 크기와 다양성에 따른 특성과 모델의 개발환경이 더 큰 모델을 사용하기에 충분한 환경을 제공하기 어려워 성능 저하가 발생하는 것으로 판단된다. 각 후속 모델들의 파라미터 수는 6M~16M 사이의 매개변수를 가지며, 6가지 모델별 성능 평가 결과를 비교하여 실험에 가장 적합한 최적의 모델은 EfficientNetB3 모델로 선정하였다. 또한 모델 성능의 과적합 발생 여부 확인을 위해 4개 클래스(both, infection, ischaemia, none)를 2개 클래스(DFU, none)로 재구성하여 정리한 DFUC-A-1 데이터셋를 사용하여 비교 평가하였고, 모델의 안정성과 일반화된 성능을 검증하였다.

          다음의 표 5는 당뇨성 족부궤양 진단 모델 비교에서 가장 적합한 성능을 보인 EfficientNetB3 모델을 레이어 수 (–2) 추가 조정, dropout (0.3) 비율 재조정, 학습 횟수는 150회 설정으로 하이퍼파라미터를 추가 조정하여 다시 학습 후 평가한 모델 성능이다.

          
            Table 5. 
				
            

            
              Performace results by classification label
            
            

          

          
            
              
                	　metric
                	class
                	precision
                	recall
                	f1-score
                	support
              

              
                	dataset
              

            
            
              	DFUC-A
              	both
              	0.85
              	0.92
              	0.89
              	25
            

            
              	infection
              	0.90
              	0.82
              	0.86
              	159
            

            
              	ischaemia
              	0.80
              	0.80
              	0.80
              	10
            

            
              	none
              	0.89
              	0.94
              	0.91
              	222
            

            
              	accuracy
              	　
              	　
              	0.89
              	416
            

            
              	macro avg
              	0.86
              	0.87
              	0.86
              	416
            

            
              	weight avg
              	0.89
              	0.89
              	0.89
              	416 
            

          

          

          그림 1은 EfficientNetB3를 활용하여 족부궤양 데이터(DFUC-A)를 학습하는 과정을 나타내는 학습 및 검증 곡선으로 학습 과정 중 정확도 변화를 나타낸 그래프이다. 그림 2의 ROC 곡선은 그래프 곡선의 아래 면적이 1.0에 가까울수록 모델의 정확도가 높다는 것을 의미하므로 평균적으로 0.95 이상의 값은 전반적으로 모델이 클래스별로 우수하게 분류한다는 것으로 볼 수 있다.

          
            
            

            Fig. 1. 
				
            

            
              Training and validation curve (@DFUC-A)
            
            

            

          

          
            
            

            Fig. 2. 
				
            

            
              ROC curve (@DFUC-A)
            
            

            

          

          그림 3의 혼동 행렬은 각 클래스별 실제값에 대한 예측값을 맞춘 결과를 데이터 수량으로 확인할 수 있다. infection 결과를 none 으로 잘못 예측하여 맞추지 못하는 오류가 상대적으로 일부 드러나 보인다. infection과 none은 다른 클래스에 비해 데이터 수량이 많아 예측 오류 발생한 경우가 드러나 보이는 것으로 각 클래스의 분류성능은 가중 평균한 전체 클래스 분류성능과 유사하다.

          
            
            

            Fig. 3. 
				
            

            
              Confusion matrix (@DFUC-A)
            
            

            

          

          표 6은 DFUC-A-1 데이터셋의 성능평가 결과는 DFUC-A 데이터셋의 4종을 2종으로 학습했을 때의 결과이다. 클래스 수가 적을수록 모델의 학습이 더 쉬워지고, 과적합 발생확률이 낮아진다. 감염과 허혈에 의한 당뇨성 족부궤양(DFU)인 것과 기타 당뇨성 족부궤양(none)인 것을 분류한 결과로 모델의 정확도는 93%로 2진 분류시 클래스 간 경계가 더 명확해져 분류 모델의 정확도가 더 높아졌다.

          
            Table 6. 
				
            

            
              Comparision result of binary/multiple classification of DFU
            
            

          

          
            
              
                	Network : EfficientNetB3
                	precision
                	recall
                	f1-score
                	accuracy
              

            
            
              	class 4 : DFUC-A
(both, infection, ischaemia, none)
              	0.89
              	0.89
              	0.89
              	0.89
            

            
              	class 2 : DFUC-A-1
(DFU, none)
              	0.93
              	0.93
              	0.93
              	0.93 
            

          

          

          표 7은 DFUC-B 데이터셋의 경우 정상(normal), 당뇨성 족부궤양(abnormal)을 분류하기 위한 모델이고, 정확도는 94%이다. 당뇨성 족부궤양 유무를 감별하는 단계에서는 DFUC-B에서 학습한 모델을 활용하여 질환 여부를 진단하고, 당뇨성 족부궤양의 세부적인 종류를 진단하기 위해서는 DFUC-A에서 학습한 모델로 감염성, 허열성, 복합성 궤양 및 기타 궤양인지 구분하는데 활용하면 정확한 당뇨성 족부궤양의 진단명 판별에 도움이 될 것이다.

          
            Table 7. 
				
            

            
              Normal and abnormal classification performance results
            
            

          

          
            
              
                	Network : EfficientNetB3
                	precision
                	recall
                	f1-score
                	accuracy
              

            
            
              	class 2 : DFUC-B
(normal, abnormal)
              	0.94
              	0.94
              	0.94
              	0.94 
            

          

          

        

      

    

    

  
    
      Ⅲ. 결 론
      당뇨성 족부궤양의 공개된 이미지 데이터셋을 활용하여 6가지 모델을 활용하여 학습 및 성능 평가를 진행하여 모델 성능에 대한 비교를 실험하였다. EfficientNetB3 모델을 사용한 당뇨성 족부궤양의 진단 성능은 다중분류 시 정확도, 민감도 89%, 이진분류 시 정확도, 민감도 각각 93%를 달성하였다. 또한, 정상과 당뇨성 족부궤양 분류에서는 정확도, 민감도 각각 94%를 달성하였다. 본 데이터를 오픈한 챌린지 대회에서는 별도의 테스트용 이미지 데이터를 제공하여 온라인에서 학습된 모델의 성능을 평가한다. 본 연구에서는 테스트용 이미지 데이터의 라벨이 별도로 제공되지 않기에 챌린지에서 제공한 학습용 데이터를 이미지 유사도 검사 후 선별하여 학습과 검증, 테스트에 사용하였기에 데이터 수량이 클래스별로 충분하지 않았다. 향후에는 더 많은 당뇨성 족부궤양 데이터를 추가적으로 확보 후 인공지능 모델을 학습하여 모델 성능을 검토해 보고자 한다.

      당뇨성 족부궤양의 인공지능을 활용한 자동 진단은 인공지능 모델이 이미지를 보고 족부궤양 질환을 빠르고 정확하게 분류하여 결과를 보여줌으로써 의료 전문가의 결정을 보조하여 빠른 질환 판별에 도움을 준다. 당뇨성 족부궤양 질환에 대해 인공지능을 이용한 빠르고 정확한 판별은 진단에 따라 치료와 처치를 다르게 적용해야 하는 족부궤양 관리에 도움이 되고 추가적인 전이 과정을 예방할 수 있으며, 늘어나는 당뇨성 족부 질환자의 수요에 대한 의료현장의 인력 부족에 보조 도구로 활용할 수 있을 것으로 기대된다.
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