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            Abstract
          
        

        
          최근 발전소 및 플랜트 설비의 노후화로 인해 배관의 부식이 심각해지고 있으며, 이로 인한 사회 및 경제적 문제가 야기되고 있다. 기존에는 자기 상관 및 상호 상관 함수와 같은 다양한 신호 처리 기법을 이용하여 누출을 감지하였다. 그러나 해당 접근 방식은 수집된 데이터에 잡음이 존재할 경우, 누출 신호의 강도가 약화 되어 정확한 미세 누출 판별이 어렵다는 문제점이 있다. 또한, 실제 누출 상태 데이터를 수집하기 어렵기 때문에 본 논문에서는 비지도 학습 기법인 오토인코더 기반 모델을 6개의 서로 다른 구조로 구현하여 이를 이용한 두 가지 누출 탐지 접근법을 제안한다. 연구 결과, 우수한 신호 복원 성능을 보인 완전 연결 신경망 구조 기반 모델이 첫 번째 접근법에서도 우수한 누출 판별 성능을 제공하는 반면, 두 번째 접근법에서는 심층 신경망 구조 기반 모델이 가장 우수한 성능을 보여주는 것을 실험적으로 확인하였다.

        

        
          
            초록
          
        

        
          Recently, corrosion of pipes has become serious due to aging of power plants and plant facilities, which causes social and economic problems. Conventionally, leaks have been detected using various signal processing techniques such as autocorrelation and cross-correlation functions. However, these approaches encounter a challenge when noise is present in the collected data, as the intensity of the leak signal is weakened, making it difficult to accurately identify low-level leaks. In addition, since it is difficult to collect actual leak state data, this paper implements unsupervised learning models using autoencoder-based six different structures and proposes two leak detection approaches using them. As a result of the study, the model based on the structure of a fully connected neural network, which showed excellent signal restoration performance, also provided excellent leak discrimination performance in the first approach. Meanwhile, in the second approach, the deep neural network structure-based model showed the best performance experimentally.

        

      

      
        Keywords: 
leak detection, autoencoder, unsupervised learning, fully connected neural network, deep neural network

      

    

    

  
    
      Ⅰ. 서 론
      플랜트 및 발전소 설비들의 운영 기간 증가에 따라 고온 및 고압, 화학 물질 등의 노출로 인한 배관의 부식이 심각해지고 있다[1]. 이는 배관의 노후화로 이어지며, 배관의 부식은 배관의 강도를 약화시키고 파손의 위험을 증가시키기에 유해 물질 누출로 이어질 수 있어 이에 대한 해결책이 요구되고 있다. 유해 물질의 누출은 환경오염, 생태계 악영향, 질병 발생 등의 사회적 문제를 초래하며, 누출 사고 처리 비용 및 손해 배상 등 경제적 문제 또한 수반된다. 따라서 배관의 노후화 문제를 해결하기 위한 대책 마련이 필요하며, 누출 위험을 초기에 예측하고 해결할 수 있는 상시 모니터링 시스템 개발이 필요하다.

      과거에는 음향 혹은 진동 센서 등을 이용하여 수집된 데이터를 시간, 주파수, 시간-주파수의 세 가지 영역에 다양한 신호처리 기법들을 적용하여 배관의 누출을 탐지하는 방법들을 활용하였다[2]. 하지만 플랜트에서 발생되는 여러 잡음이나 소음 등으로 인하여 기존의 신호처리 기법들을 통해 미세 누출 발생 여부를 판별하는 데는 어려움이 있다. 또한 기존의 방법은 원격 상시 감지가 불가능하여, 누출을 조기에 감지하는 데 한계가 있다[3].

      현재 딥러닝 기반의 인공지능 기술이 크게 발전함에 따라 다양한 산업 분야에서 경쟁력 향상 및 생산 효율성 증대를 위하여 인공지능 기술을 도입하고 있다. 최근, 인공지능 기술을 이용하여 지도 학습 및 비지도 학습 기반의 미세 누출 탐지 연구가 활발히 이루어지고 있으나, 상시 모니터링을 위해서는 모니터링 관련 인프라가 구축되어 있어야 한다는 문제점이 있다. 따라서 본 논문에서는 딥러닝 기술인 비지도 학습 기반의 오토인코더 모델에 다수 개의 센서들로부터 수집된 시계열 데이터를 이용하여 상시 모니터링 시스템에 적용할 수 있는 다양한 미세 누출 탐지 방법을 제안하고자 한다.

      본 논문의 구성은 다음과 같다. 2장에서는 데이터 전처리 및 학습 데이터 구성에 대해 살펴본다. 3장에서는 비지도 학습 방식 중 하나인 오토인코더 모델의 구조와 제안하고자 하는 두 가지 누출 판별 접근법에 대해 소개하며, 4장에서는 두 가지 접근법에 대한 모델별 성능을 상호 비교 및 분석하고자 한다. 마지막으로 5장에서는 본 논문에서의 결론과 향후 연구 계획에 대하여 기술한다.

    

    

  
    
      Ⅱ. 데이터 전처리 및 학습 데이터 구성
      본 논문에서는 배관에서 유출될 수 있는 누출을 정확하게 파악하기 위하여 4개의 마이크로폰 음향 센서로부터 시계열 데이터를 수집하였으며, 각 채널의 주파수는 100kHz로 설정하여 정상 및 누출에 대한 데이터를 각각 수집하였다. 누출 데이터는 0.5mm 누출부 직경을 가지는 여덟 군데 위치에서 측정하였으며, 이때, 신호의 조건은 누출 압력을 1~2bar로 가변하면서, 4개의 각 센서에서 500,000개의 데이터를 수집하였다.

      본 연구에서는 주파수 도메인 데이터를 사용하기 위해 수집된 시계열 데이터에 고속 푸리에 변환을 적용하였다. 변환된 데이터는 계산량과 학습에 소요되는 시간을 최적화하기 위해 20,000개의 데이터 샘플을 200등분하여 해당 구간의 평균값들을 추출하여 주파수 데이터 샘플의 수를 100개로 축소하였다.

      그림 1은 수집된 정상 및 누출 상태의 시계열 데이터이며, 그림 2는 각 센서별로 고속 푸리에 변환을 적용한 결과이다.

      
        
        

        Fig. 1. 
				
        

        
          Collected time series data
        
        

        

      

      
        
        

        Fig. 2. 
				
        

        
          Frequency conversion and data averaging sampling
        
        

        

      

      본 논문에서는 최종적으로 모델 학습에 사용할 데이터를 구성하기 위하여 4개의 센서에서 수집한 데이터들을 그림 3과 같이 센서 1, 2, 3, 4 순으로 미니배치 단위로 묶어 구성하였다.

      
        
        

        Fig. 3. 
				
        

        
          Sensor data arrangement for model training
        
        

        

      

    

    

  
    
      Ⅲ. 비지도 학습 기반 누출 판별 모델
      
        3.1 오토인코더 모델 구조
        수집된 데이터는 음향 신호로, 데이터 특성상 여러 종류의 잡음이 발생할 수 있으며, 누출 상태의 데이터를 정상 상태의 데이터만큼 충분히 얻기 어렵다는 문제점이 있다. 따라서, 본 논문에서는 취득하기 쉬운 정상 상태 데이터만을 이용하여 학습할 수 있으며, 데이터의 잠재적 표현을 학습할 수 있는 오토인코더 모델을 이용하여 누출 판별 모델을 구현하고자 한다.

        오토인코더 모델은 데이터의 정답에 해당하는 레이블 없이 데이터의 패턴 특징을 학습하는 비지도 학습[4] 기반의 방법 중 하나이다.

        오토인코더[5]-[7]는 데이터의 특징을 압축하는 인코더[8]와 압축된 특징을 복원하는 디코더로 이루어져 있으며, 인코더와 디코더[9]의 구조는 완전 연결신경망(FCNN, Fully Connected Neural Network), 합성곱 신경망(CNN, Convolutional Neural Network)[10]-[12]과 같은 구조들을 이용할 수 있다.

        일반적으로 오토인코더 모델은 구현 시 은닉층이 깊어질수록 인코더는 네트워크가 점점 좁아지도록, 디코더는 네트워크가 점점 넓어지도록 설계한다.

        본 논문에서는 인코더, 디코더에 완전 연결 신경망(Fully connected), 희소 신경망(Sparse)[13][14], 심층 신경망(Deep)[15][16], 변이형(Vae)[17], 합성곱 신경망(1D CNN)[18], 깊이별 분리 합성곱 신경망(Separable 1D CNN)의 6가지 구조를 이용하여 오토인코더 기반 모델을 구현하였으며, 그림 4는 6가지 모델 중 심층 신경망 구조를 기반으로 하는 오토인코더 모델의 구조를 보여준다.

        
          
          

          Fig. 4. 
				
          

          
            Autoencoder model based on deep neural network structure
          
          

          

        

        본 연구에서는 기본적인 표현 학습이 가능한 1개의 은닉층으로 이루어진 완전 연결 신경망 구조 기반 오토인코더 모델(Fully connected Autoencoder)을 먼저 고려하였으며, 은닉층 개수에 따른 성능 비교를 위하여 은닉층의 개수를 5개로 확장한 심층 신경망 구조 기반 오토인코더 모델(Deep Autoencoder)을 구현하였다. 다음으로, 희소성 할당 여부에 따른 성능 비교를 위하여 입력 데이터에 평균 활성화 값을 기반으로 희소성 패널티를 할당하는 희소 오토인코더(Sparse Autoencoder)를 구현하였으며, 확률적 표현을 이용하여 데이터를 재구성할 수 있는 변이형 오토인코더 모델(Variational Autoencoder)을 구현하였다. 또한, 2차원 모델과 3차원 모델의 성능 비교를 위하여 합성곱 신경망 구조 기반 오토인코더 모델(1D CNN Autoencoder)을 구현하였으며, 합성곱 층의 깊이별 분리 여부에 따른 성능 비교를 위하여 깊이별 분리 합성곱 신경망 구조 기반 오토인코더 모델(Separable 1D CNN Autoencoder)을 최종적으로 구현하였다.

        본 논문에서는 상기 내용의 6가지 구조 기반의 오토인코더 모델을 이용하여 누출을 판별하는 두 가지 접근법을 제안하고자 한다.

        첫 번째 접근법은 임계치(Threshold)[19]를 기준으로 누출 판별을 수행하는 것이며, 두 번째 접근법은 정상 데이터로 학습된 인코더 모델에 선형 이진 분류기를 추가하여 누출 판별을 수행하고자 한다.

      

      
        3.2 임계치를 이용한 오토인코더 기반 누출 판별
        첫 번째 접근법은 정상 데이터만으로 학습한 오토인코더 모델을 이용하여 임계치를 기준으로 정상과 누출을 판별하도록 한다.

        임계치 값은 정상 데이터의 재구성 오차의 평균과 표준편차의 합으로 정의하였으며, 해당 값은 정상 데이터가 분포할 범위를 의미한다.

        정상 데이터의 재구성 오차와 임계치 값의 계산 식은 다음 식 (1), (2)와 같이 주어진다.
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        여기서, 식 (1)의 M은 정상 데이터에 대한 재구성 오차를 의미하며, 실제 데이터 y와, 오토인코더 모델을 통해 재구성된 데이터인 y^의 차에 절댓값을 취한 것의 평균값을 의미한다. 또한 식 (2)의 T는 임계치를 의미하며, 정상 데이터에 대한 재구성 오차인 M의 평균과 표준편차를 합한 값이다. 따라서 임계치를 이용한 오토인코더 기반 누출 판별 알고리즘은 그림 5와 같이 나타낼 수 있다.

        
          
          

          Fig. 5. 
				
          

          
            Autoencoder-based leak detection algorithm using threshold
          
          

          

        

        그림 5와 같이 임계치를 이용한 누출 판별 알고리즘은 식 (1)과 같이 계산된 정상 데이터의 재구성 오차 값인 M이 임계치 값 T보다 작으면 정상, 그렇지 않으면 누출로 판별하는 처리 구조를 가진다.

      

      
        3.3 인코더-분류기 모델을 이용한 누출 판별
        두 번째 접근법은 비지도 학습 방식으로 학습한 오토인코더 모델에서 인코더 모델만 추출한 후 그 위에 선형 이진 분류기를 추가하여 정상과 누출을 판별하는 것으로, 그 구조는 그림 6과 같다.

        
          
          

          Fig. 6. 
				
          

          
            Encoder-classifier model structure
          
          

          

        

        그림 6과 같이 인코더-분류기 모델은 사전에 정상 데이터로 학습된 인코더 모델에 선형 이진 분류기를 추가한 후 정상과 누출 데이터를 입력하여 모델을 재학습시키는 것으로, 선형 이진 분류기에 입력되는 정상과 누출의 레이블을 이용하여 학습을 진행하며, 이를 통해 정상 및 누출이 판별된다.

      

    

    

  
    
      Ⅳ. 실험 결과
      본 논문에서는 정상 및 누출 데이터를 각각 122,020개씩 사용하였다. 모델 학습 및 검증, 평가를 위한 시험 데이터 구성을 각각 6:2:2 비율로 분할하였으며, 이때, 분할된 데이터의 수는 훈련 데이터 73,212개, 검증 데이터 24,404개, 테스트 데이터 24,404개이다.

      본 연구에서는 학습을 위한 파라미터를 두 가지 제안 모델 모두 동일하게 설정하였다. 모델 학습을 위한 파라미터 설정은 에포크 30, 배치사이즈 32로 지정하였으며, 모델 학습을 위한 옵티마이저 설정은 Adam[20]을 선택하여 학습율은 0.001로 지정하였다.

      이때, 3차원 배열의 데이터를 입력으로 받는 합성곱 신경망 및 깊이별 분리 합성곱 신경망 모델의 경우, 배치사이즈를 32로 설정하였을 경우보다 128로 설정하였을 경우, 모델의 성능이 더 우수하였기 때문에 다른 모델들과 다르게 배치사이즈를 128로 설정하였다.

      첫 번째 접근법인 임계치를 이용한 오토인코더 기반 누출 판별 성능의 결과는 표 1과 같다.

      
        Table 1. 
				
        

        
          Accuracy performance of autoencoder-based leakage discrimination model using threshold and signal restoration performance for each model
        
        

      

      
        
          
            	Model
            	classification accuracy
            	MAE
          

        
        
          	Fully connected
          	
            
              0.9999
            
          
          	
            
              1.2638e-4
            
          
        

        
          	Sparse
          	0.9998
          	1.2651e-4
        

        
          	Deep
          	0.9997
          	1.4304e-4
        

        
          	VAE
          	0.8748
          	0.6497e-3
        

        
          	1D CNN
          	0.9975
          	1.7524e-4
        

        
          	Separable 1D CNN
          	0.9892
          	1.5605e-4
        

      

      

      상기 표 1에서의 MAE[21]는 평균 절대 오차 값으로, 이는 인코더로부터 압축된 입력 신호에 대한 복원 성능을 의미한다. 해당 값은 수치가 작을수록 신호 복원 성능이 우수한 것을 의미하며, 6가지 모델 중 완전연결 신경망 구조 기반 모델이 신호 복원 성능에서 가장 우수한 결과를 보였다. 완전 연결 신경망 구조 기반 모델은 합성곱 신경망 구조 기반 모델보다 신호 복원 성능이 더 우수한 것을 확인할 수 있었으며, 변이형 오토인코더 기반 모델은 다른 모델들과 다르게 신호 복원 성능이 현저히 낮게 측정되는 것을 확인할 수 있다.

      상기 표 1을 통한 누출 판별에 대한 성능 측정 결과, 각 모델별로 계산된 임계치 값을 기준으로 누출 판별 정확도가 변이형 오토인코더 모델을 제외한 5가지 모델에서 대부분 누출 판별에서 높은 정확도 성능을 보인다. 신호 복원 성능이 가장 우수한 완전 연결 신경망 구조 기반 모델은 누출 판별 정확도에서도 가장 높은 성능을 나타내었으며, 신호 복원 성능이 다른 모델에 비해 떨어졌던 변이형 오토인코더 기반 모델은 누출 판별 정확성에서도 다른 모델들에 비해 성능이 떨어지는 것을 확인할 수 있다. 또한 합성곱 신경망 구조 기반 모델은 신호 복원 성능에서와 마찬가지로 누출 판별 정확도 성능이 완전 연결 신경망 구조 기반 모델보다 상대적으로 낮은 것을 확인할 수 있다.

      다음으로 두 번째 접근법인 인코더-분류기 모델을 이용한 누출 판별 정확도 성능은 표 2과 같이 주어진다.

      
        Table 2. 
				
        

        
          Leak discrimination accuracy of encoder-classifier model
        
        

      

      
        
          
            	Model
            	classification accuracy
          

        
        
          	Fully connected
          	0.9988
        

        
          	Sparse
          	0.9988
        

        
          	Deep
          	
            
              0.9995
            
          
        

        
          	VAE
          	0.9994
        

        
          	1D CNN
          	0.9990
        

        
          	Separable 1D CNN
          	0.9990
        

      

      

      해당 모델에 대한 실험 결과, 첫 번째 접근법과 비교하였을 경우, 완전 연결 신경망 구조 기반 및 희소 신경망 구조 기반의 두 가지 모델에 대한 누출 판별 정확도 성능이 다른 모델들에 비해 정확도가 떨어지지만, 변이형 오토인코더 기반 모델을 포함하여 전반적으로 누출 판별 성능이 향상되는 것을 확인할 수 있다.

      해당 방법에서는 심층 신경망 구조 기반 오토인코더 모델의 누출 판별 성능이 가장 우수하였으며, 첫 번째 접근법과는 반대로 합성곱 신경망 구조 기반 모델의 성능이 완전 연결 신경망 구조 기반 모델보다 더 좋은 것을 확인할 수 있었다.

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      본 논문에서는 플랜트 배관계 누출 탐지를 위하여 6가지 오토인코더 기반의 모델을 이용한 두 가지 누출 탐지 접근법을 제안하였다.

      실험 결과 임계치를 기준으로 누출을 판별하는 방법은 6가지 오토인코더 기반 모델 중 완전연결신경망 구조 기반 모델이 가장 높은 성능을 보여주었다.

      정상 데이터만을 입력으로 받는 비지도 학습 기반 오토인코더 모델의 신호 복원 성능과 임계치를 기반으로 누출을 판별하는 모델 모두 완전 연결 신경망 구조 기반 모델이 가장 좋은 성능을 보여주었지만, 인코더-분류기 모델을 이용한 누출 판별 모델에서는 심층 신경망 구조 기반 모델의 누출 판별 정확도가 가장 높았으며, 완전 연결 신경망 구조 기반 및 희소 신경망 구조 기반 모델을 제외한 모든 모델에서의 실험 데이터에 대한 누출 판별 성능이 첫 번째 접근법에서의 누출 판별 성능보다 전반적으로 향상되었음을 확인할 수 있었다.

      수집된 데이터를 이용하여 두 가지 접근법의 모델을 학습한 결과, 실험을 위해 사용할 누출 데이터가 희소하여 정상 데이터만으로 누출을 판별하고자 할 경우, 완전 연결 신경망 구조 기반 오토인코더 모델의 성능이 가장 우수하였으며, 반대로 누출 데이터가 정상 데이터만큼 충분히 많을 경우, 심층 신경망 구조 기반 오토인코더 모델의 성능이 가장 우수한 결과를 보여주었다.

      본 연구는 향후 다른 도메인의 데이터를 활용했을 때에도 본 논문의 결과와 같이 성능이 도출되는지 검증하기 위하여, 연구에서 고려한 다양한 비지도 학습 기반의 누출 판별 모델을 이용하여 다른 도메인 데이터에 대한 모델의 전이학습 연구를 진행할 예정이다.
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