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            Abstract
          
        

        
          태양전지는 광전 효과에 의한 기전력에 의해 전기가 생산되기 때문에 불량이 발생한 경우 영향을 미칠 수 있다. 그런데 태양전지의 불량에 대한 패턴은 다양하며 이러한 패턴들에 대한 데이터 수집은 쉽지 않다. 따라서 본 논문에서는 정상 데이터만을 이용해 모델을 학습하고 비정상 데이터를 포함하여 실험을 진행한다. 그리고 데이터는 열화상 영상이기 때문에 불량한 태양전지는 온도가 다르게 표현되는 특징을 이용한다. 또한, 태양전지의 불량 판단을 위해 본 논문에서는 재구성 방식의 차 영상 정렬 기법을 도입하여 높은 성능을 보인다. 실험 결과로 적절한 픽셀의 개수를 탐색하여 성능을 평가한 결과, 태양열 열화상 영상에 대하여 패치 방식보다 차 영상 정렬 기법이 더 높은 성능을 보임을 증명한다.

        

        
          
            초록
          
        

        
          Solar cells produce electricity through the photoelectric effect of mechanical energy, which can be affected by defects. However, patterns of defects in solar cells are diverse, and collecting data on these patterns is challenging. Therefore, this paper proposes a method of training a model using only normal data and conducting experiments with abnormal data. Additionally, the thermal images of the solar cells are used to identify defects based on the feature that defective solar cells are represented by different temperatures. To accurately identify defective solar cells, this paper introduces a differential alignment technique based on a reconstruction method, which exhibits high performance. Evaluation of the performance by exploring the appropriate number of pixels shows that the differential alignment technique is more effective than the patch method for thermal images of solar cells, proving its effectiveness for defect detection in solar cells.
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      Ⅰ. 서 론
      태양광 발전은 태양열 발전과는 다르게, 태양 에너지를 빛 에너지로 변환하는 방식이다. 이러한 시스템은 신재생 에너지로 주목받고 있으며 연료가 필요 없고 나쁜 공해를 만들지 않는 등의 많은 이점을 지니고 있다. 태양광 발전 시스템에서 전류를 생성하는 소자는 태양전지이다. 이 소자는 pn 반도체로 구성되며 태양광이 조사되면 전자-양공의 쌍이 생성된다. 그리고 전자와 양공이 n층과 p층으로 이동하여 전류가 흘러 광전 효과가 발생하게 된다. 이때 발생하는 기전력에 의해 전기를 생산할 수 있다. 이러한 태양전지는 단단한 재료와 구조로 만들어지며 필요한 단위 용량에 따라 태양전지 모듈, 어레이 등으로 상품화된다. 그리고 재료에 따라 화합물 반도체, 비정질 실리콘 및 결정질 실리콘 등으로 분류된다[1].

      태양전지의 기본 단위 소자는 셀이다. 셀을 전지판으로 여러 개로 가공한 것을 모듈이라 한다. 실제로 설치되는 구조물은 스트링 혹은 어레이로 구성하여 설치된다. 스트링은 모듈을 요구 전압에 알맞게 직렬로 연결하여 구성한 것이며 어레이는 스트링을 병렬로 연결한 구조이다[2].

      태양광 발전에 대하여 태양전지에 불량이 발생하게 된다면 발전량에 치명적인 손실이 일어날 수 있다. 태양전지의 불량은 크게 부식 현상 및 연결 부위의 문제로 나뉜다. 불량한 태양전지는 균열이 생기거나 탄 자국, 스네일 스케일 현상 등의 다양한 유형으로 발생한다. 이러한 불량은 열화상 카메라로로 촬영 시 불량 셀의 색상이 크게 다르게 나타나는 특징이 있다. 태양광 시스템 내의 불량을 자동으로 감지하여 빠른 교체를 해야 할 필요성이 존재하기 때문에 관련 연구가 진행 중에 있다[3]-[12].

      불량 검출은 딥러닝 분야에서 이상 감지에 포함된다. 이상 감지는 크게 두 가지로 분류할 수 있다. 해당 데이터가 정상인지 비정상인지 분류하는 방법과 이상이 있는 위치를 찾는 방법이다. 이러한 이상 감지를 딥러닝에 적용할 때 가장 큰 문제점은 이상이 있는 패턴에 대한 데이터가 부족하다는 것이다. 정상인 데이터가 비정상인 데이터에 비해 매우 많다. 그리고 비정상인 데이터가 충분하다 하더라도 비정상인 패턴은 매우 다양하므로 적용하기 쉽지 않은 현실적인 문제에 부딪히게 된다.

      본 논문에서는 딥러닝을 기반으로 불량한 태양전지를 검출하는 방법을 보인다. 태양전지의 열화상  영상을 이용하며 재구성 방식의 네트워크를 사용한다. 정상적인 태양전지의 열화상 영상만을 이용해 학습을 진행하며 입력과 출력이 동일하게 나타나도록 한다. 이는 불량한 태양전지의 열화상 영상을 입력으로 하였을 때 차이나는 영상이 생성된다고 가정한다. 그리고 불량한 영역과 크기가 다양하므로 탐지가 쉽지 않다. 따라서 본 논문에서는 태양전지 열화상 영상에 대하여 재구성 방식의 모델에 기반한 차 영상 정렬 기법을 제안한다.

      2장에서는 태양광 불량 검출과 이상 감지에 대한 관련 연구를 소개하고, 3장에서는 제안하는 방법에 대한 설명을 진행한다. 4장에서는 패치 방식과 비교하는 등의 다양한 실험을 진행하고 5장에서는 결론과 향후 과제에 대한 언급으로 마무리한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2.1 태양광 불량 검출
        손현철 연구팀은 태양광 패널의 자동 불량 분류를 위한 네트워크를 제안하였다[3]. 잔차 블록을 포함한 제안 네트워크를 이용해 분류를 진행하였지만, 학습 데이터의 부족으로 분류 정확도가 매우 낮았다. 하지만 열화상 영상을 이용한 방법이라는 점은 본 논문과의 공통점이 있다. 추가 데이터 수집을 진행한 후 CNN 모델을 기반으로 정상과 7개의 불량 패턴으로 분류하는 예비 연구가 진행되었다[4]. 제안하는 모델은 채널의 깊이가 다른 2개의 Stage에서 잔차 블록을 반복하는 구조를 이용해 분류하였다.

        최경훈 연구팀은 태양전지의 파손을 검출하기 위해 사전 훈련된 모델을 이용한 방법을 보였다[5]. 파손된 영역을 가까이에서 촬영한 영상을 기반으로 진행하였으며 데이터 증강을 이용해 높은 검출 성능을 보였다. 조선근 연구팀은 태양광 모듈의 EL 영상을 이용해 실시간으로 결함을 검출 할 수 있는 방법을 제안하였다[6].

        이 연구는 객체 검출 모델인 YOLO 알고리즘을 적용하여 결함된 영역을 높은 정확도로 검출하였다. B. Su 연구팀은 결함을 추출하기 위해 이미지 샘플에서 패치를 사용한 유사성 분석 및 클러스터링을 사용한 CPICS-LBP를 제안하였다[7]. 이 연구는 고전적인 기계학습 기법을 사용한 점이 본 논문에서 제안하는 방법과 큰 차이가 있다. 동일 연구팀에서 진행한 연구에서는 배경 노이즈를 억제하고 결함의 특징을 동시에 강조 가능한 CAN을 사용하였다[8]. 그리고 R-CNN을 네트워크에 포함하여 정교한 위치 탐지를 가능한 딥러닝 기반의 연구를 보였다. A. Bartler 연구팀은 왜곡 보정, 분할 및 관점 보정을 위한 데이터 전처리와 심층 CNN을 기반으로 태양전지 EL 영상의 결함을 자동으로 탐지하는 방법을 제안하였다[9]. 또한, 오버 샘플링과 데이터 증강을 진행한 학습 방법이 이전 연구들보다 더 좋은 방법임을 증명하였다. M. Mayr 연구팀은 태양전지의 EL 영상에 대하여 균열 영역을 분할할 수 있는 약한 지도학습 방법을 제안하고 수정된 ResNet-50 사용 및 Lp 정규화를 적용하여 불량을 감지하는 방법을 제안하였다[10]. H. Chen 연구팀은 다중 스펙트럼 심층 CNN을 기반으로 시각적인 결함 감지가 가능한 방법을 제안하였다[11]. 모델의 깊이와 커널의 크기에 대한 실험을 통해 최적의 모델을 설계하고 K-Fold 교차 검증을 이용해 높은 결함 인식 정확도를 보였다. M. Akram 연구팀은 태양전지의 EL 영상에서 결함을 인식하기 위하여 Light CNN을 사용한 접근 방식을 제안하였다[12]. 이 방법은 계산 시간 방면에서 크게 향상되었으며 데이터 부족 및 과적합 현상을 해결하기 위하여 데이터 증강을 사용하여 높은 성능을 보였다.

      

      
        2.2 이상 감지
        이상 감지 방법은 크게 지도 학습, 비지도 학습 방법으로 나눌 수 있다. 지도 학습의 경우 이상 영상에 대한 라벨링이 추가적으로 필요하다. 따라서 정답이 존재하기 때문에 이론상 정확한 감지가 가능할 것으로 생각된다. 하지만 비정상 데이터는 정상 데이터에 비하여 데이터 편향이 크게 발생하고 패턴이 다양하여 쉽게 학습이 불가능하다. 따라서 이상 감지의 경우 비지도 학습 방법이 크게 주목을 받고 있다. 비지도 학습은 데이터들의 패턴에 집중하여 학습하는 방법이다. 대부분의 기존 연구들에서는 정상 데이터들에 대해 학습을 진행하여 재구성 데이터를 생성하고 이상 데이터를 입력으로 하였을 때 본래의 영상과 차이가 큰 점을 이용한다. 이러한 방식은 AutoEncoder 모델을 시작으로 발전하였으며 U-Net[13], GAN[14] 등에 기반한 재구성 오류로 탐지하는 연구가 진행되고 있다. 이상 감지는 실생활에서도 유용하게 사용될 수 있다. 예를 들어 사고나 고장을 감지하거나[15]-[17], 넘어짐을 검출하는 연구[18][19]도 이상 감지 영역에 포함된다.

        AnoGAN[20]는 비지도 학습 방식으로 GAN[14]과의 결합을 통한 방법을 제안한다. OCT 영상에 대하여 정상 데이터만을 입력하여 분포를 학습하고 이상 점수를 산출하여 비교 및 분류한다. 이를 확장한 f-AnoGAN[21]은 새로운 데이터에 대한 빠른 매핑 기술을 보이며 GAN에 Encoder를 추가적으로 도입하여 향상된 성능을 보인다. 이 모델이 생성한 데이터는 전문가 또한 구별할 수 없는 것으로 나타나 생성 성능이 매우 높음을 보였다. GANomaly[22]은 X-ray 영상을 기반으로 하며 정상 데이터 만을 학습에 사용한다. 생성 및 잠재 공간을 학습하는 과정을 동시에 진행하는 방법이며 이상 점수를 잠재 벡터의 차이로 계산하는 방법을 제안하였다. 이를 확장한 Skip-GANomaly[23]은 U-Net[13] 기반의 네트워크 구조를 이용한 적대적 훈련 학습 방식을 사용하며 Discriminator의 특징 맵에 대한 손실 함수를 추가한 것이 특징이다. ADGAN[24]은 U-Net[13]의 구조를 수정하고 정상 샘플의 다중 스케일 특징을 추출하여, 세밀한 재구성 이미지를 생성하는 방법을 제안하였다. 정규 분포를 학습하기 위해 적대적 훈련 학습 방식과 결합하고 비정상 영상을 처리할 때 재구성 오류를 크게 발생시키도록 하였다.

      

    

    

  
    
      Ⅲ. 태양전지의 불량 판단
      열화상 카메라로 촬영한 태양전지 영상에 대하여 불량을 판단할 수 있는 방법을 제안한다. 정상 태양전지 열화상 데이터로만 모델을 학습 후 실험에서는 정상과 불량 영상을 모두 사용한다.

      차 영상 정렬 기법과 재구성 오류를 기반으로 점수를 계산하여 임계값을 기준으로 판정한다.

      
        3.1 네트워크 모델 구성
        먼저, 학습 모델은 기존 U-Net을 수정하는 방식을 택하며 제안하는 네트워크 모델은 그림 1과 같다. 입력과 출력의 크기가 같을 수 있도록 모델을 변형하고 모든 컨볼루션 층의 활성화 함수는 ReLU로 구성한다. 그리고 모든 Maxpooling과 Upsamping 층에는 Dropout 층을 추가하고, 유지 비율을 낮게 설정하여 과적합을 방지할 수 있도록 한다. 네트워크 전체의 깊이는 총 5층이며 각 층의 깊이는 32-64-128-256-512이다.

        
          
          

          Fig. 1. 
				
          

          
            Proposed network model
          
          

          

        

      

      
        3.2 차 영상 정렬 기법
        3.1에서 언급한 제안하는 네트워크를 정상 열화상 영상으로만 학습을 진행하면 모델의 출력은 입력 영상과 매우 가까운 영상을 생성한다. 따라서 정상 영상이 아닌 불량 영상을 학습된 네트워크의 입력으로 한다면 모델의 출력은 입력과는 다른 결과를 보이게 된다. 따라서 입력 영상과 출력 영상의 차이, 즉 재구성 오류를 이용해 불량을 판단할 수 있다. 하지만 태양전지의 경우 불량인 영역이 큰 경우도 있지만, 미세한 영역이 불량이라도 해당 모듈은 불량이라 판단해야 한다. 불량인 영역이 크다면 재구성 오류만으로 감지하기 쉽지만 작은 경우에는 판단하기 쉽지 않다. 이렇게 영역이 작은 경우의 감지 방법은 패치를 이용한 방법이 있다. 하지만 패치를 이용한 판단을 진행한다면 미세한 영역에만 집중되며 큰 영역의 불량이 패치에 의해 나누어지기 때문에 정확도가 낮다. 이에 대한 실험은 4절에서 언급한다. 따라서 본 논문에서는 태양전지의 불량 판단이라는 목적에서 큰 영역 뿐 아니라 미세한 영역까지 검출이 가능하도록 하는 차 영상 정렬 기법에 대해 제안한다.

        차 영상 정렬 기법은 복원 영상 R(x)와 실제 영상 x의 차 영상을 구하여 차이가 큰 N개의 값만을 사용해 이상 점수를 계산하는 방법이다. 그림 2는 패치를 사용한 검출 결과(a)와 본 논문에서 제안하는 차 영상 정렬 기법을 사용한 검출 결과(b)를 도식화하여 나타낸 것이다. 빨간 선은 패치를 나눈 선, 흰색 영역은 차 영상에서 나타난 이상 영역 그리고 노란 영역은 판단하는 불량 영역을 나타낸다. 그림 2(a)는 큰 불량 영역이 패치에 의해 나누어진 모습을 볼 수 있으나 그림 2(b)는 값이 큰 순으로 내림차순 정렬을 하여 그림 2(a)보다 영역에 포함되는 불량 부분이 많음을 알 수 있다. 따라서 차 영상 정렬 기법은 불량 영역의 크기와 상관없이 검출할 수 있으며 패치를 사용한 결과보다 검출 성능이 높다고 할 수 있다.

        
          
          

          Fig. 2. 
				
          

          
            Example of detection using patch and sorting of difference image
          
          

          

        

      

      
        3.3 점수 계산
        불량을 판단하기 위해 차 영상 정렬 기법으로 산출된 값을 이용해 점수를 계산한다. 원본 영상 x와 복원 영상 R(x)에 대한 차 영상의 절댓값을 구한 후 내림차순으로 정렬한다. 값이 큰 N개의 평균을 해당 영상의 값으로 s를 계산한다(식 (1)). 그리고 전체 실험 영상에 대하여 [0, 1]의 정규화한 score를 최종 점수로 계산한다(식 (2)).
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        차 영상은 원본과 복원 영상의 차이를 나타낸 영상이다. 따라서 픽셀의 값이 0에 가까울수록 정상이라 판단할 수 있으며 1에 가까울수록 불량이라 판단할 수 있다. 가장 적합한 임계값(T)을 구하기 위해 여러 임계값 후보들 중 ROC Curve의 특징에 따라 TPR과 FPR의 차이가 가장 큰 지점을 최적 임계값(T)으로 지정하고 불량을 판단하도록 한다.

      

    

    

  
    
      Ⅳ. 실험 및 결과
      
        4.1 실험 환경 및 학습
        본 실험에서는 Ubuntu 18.04 LTS의 운영체제의 환경에서 진행되었다. 딥러닝 네트워크 학습에는 Tensorflow 2.6을 사용했으며 RTX 3090의 GPU 환경에서 학습을 진행하였다. 모델 학습에는 Adam Optimizer를 사용하고 초기 Learning Rate는 1e-4로 지정하였다. 학습 간에 원본 영상에 대한 결과를 원본 영상으로 지정하여 재구성 영상을 생성하도록 하였다. 그리고 손실 함수는 Mean Absolute Error를 사용하였다. 학습 Epoch는 50,000, BatchSize는 16으로 설정하고 약 14시간의 학습 시간이 소요되었다. 학습 모델의 최종 Loss는 0.0056으로 나타났다.

      

      
        4.2 데이터 세트
        학습 및 실험에 사용한 데이터는 열화상 태양전지 영상을 기반으로 한다. 대부분의 열화상 태양전지 영상은 스트링 혹은 어레이 형식이므로 정제가 필요하다. 수작업으로 모듈 단위로 자른 후, Perspective Transform을 통해 (128, 128, 3)의 정제된 컬러 영상으로 변환하여 구축한다. 학습에는 252장의 정상 태양전지 열화상 영상만 사용되며 데이터 증강을 이용한다. 데이터 증강에는 좌우 대칭, 상하 대칭, 축소, 확대 및 Shearing Transformation을 이용한다. 실험에는 정상 영상 280장, 불량 영상 289장을 사용하여 평가한다.

      

      
        4.3 실험
        차 영상 정렬 기법에서 N을 달리한 실험, 패치를 사용해 판단한 실험, 차 영상 생성 간에 채널 변환 방법에 대한 실험으로 진행한다.

        표 1은 N에 따른 정확도 비교에 대한 실험이다. 평가는 영상임을 가정하여 모두 제곱수로 진행하였으며 102으로 설정하였을 때 가장 높은 성능을 보인다. 102을 기준으로 차이가 큰 N으로 실험하였을 때 정확도는 감소함을 보인다. N을 1282으로 설정한 것은 영상 전체에 대한 비교를 한 결과이다.

        
          Table 1. 
				
          

          
            Accuracy comparison according to N
          
          

        

        
          
            	
              N
            
            	22
            	42
            	82
            	102
          

          
            	Acc.
            	0.833
            	0.847
            	0.866
            	
              0.873
            
          

          
            	
              N
            
            	162
            	322
            	642
            	1282
          

          
            	Acc.
            	0.859
            	0.830
            	0.782
            	0.735
          

        

        

        표 2는 작은 영역에 대한 이상 감지에 주로 사용되는 패치를 이용한 실험 결과를 나타낸다. Patch에 나타난 수는 모두 제곱수이며 나누어진 패치의 개수를 나타낸다. 패치의 개수가 1이라는 것은 패치를 나누지 않고 실험한 것으로 표 3에서 N이 1282인 결과와 동일하다.

        
          Table 2. 
				
          

          
            Accuracy comparison by the number of patches
          
          

        

        
          
            
              	Patch
              	
                1
              
              	22
              	32
              	42
              	52
            

          
          
            	Acc
            	0.735
            	0.738
            	0.749
            	
              0.769
            
            	0.759
          

        

        

        
          Table 3. 
				
          

          
            Comparison according to a channel conversion method about difference image generation
          
          

        

        
          
            
              	
              	R
              	G
              	B
              	Max
              	Avg
              	Color
            

          
          
            	Acc.
            	0.692
            	0.859
            	0.658
            	0.826
            	
              0.873
            
            	0.826
          

        

        

        실험 결과로 패치의 개수는 42개일 때 3.4%의 성능 향상을 보인다. 하지만 태양전지의 열화상 데이터라는 특성에 따라 패치 방법은 높은 성능을 내지 못함을 알 수 있다.

        표 3은 본 논문에서 가장 큰 역할을 하는 차 영상 생성에 관한 실험 결과이다. 최댓값으로 처리하는 것과는 성능 차이가 없었으며 RGB 각 성분에 대한 차 영상의 결과는 G 채널이 높은 성능을 보였다. 그리고 차 영상을 컬러 영상으로 생성하는 것보다 평균값으로 처리하는 것이 4.7%의 성능 향상을 보였다. 본 논문에서는 차 영상을 R, G, B 각 성분의 평균값으로 처리하여 성능 향상을 보인다.

      

      
        4.4 성능 평가
        본 논문에서 실험에 사용한 569장의 데이터에 대한 성능 평가를 진행한다. 차 영상 정렬 기법에서의 N은 100으로 설정한다. 그림 3은 3절에서 언급한 점수 산정 방식에 따라 각각의 데이터들의 점수 분포를 나타낸 것이다. 파란색은 정상, 주황색은 불량을 나타내며 가로축은 점수, 세로축은 데이터의 개수를 나타낸다. 데이터들의 점수는 상대적으로 정상은 좌측, 불량은 우측에 분포하며 전체적으로 좌측으로 치우친 결과를 보인다.

        
          
          

          Fig. 3. 
				
          

          
            Score distribution
          
          

          

        

        이는 하나의 불량 영상이 다른 영상에 비해 점수 차이가 크게 나타나기 때문에 발생한 결과이다. 정상 영상의 평균 점수는 0.2250, 불량 영상의 평균 점수는 0.4736로 나타난다. 실험에 의해 계산된 TPR과 FPR의 차이가 가장 큰 임계값 T는 0.3385이다.

        본 논문에서 제안하는 방법은 혼동 행렬(표 4)과 이를 이용한 방법들 및 AUC(표 5)를 이용해 성능 평가를 진행한다. 표 4에서 Positive는 불량을 뜻한다. 올바르게 판단한 결과는 TP(244)와 TN(253)에 나타나며 전체 정확도는 87.3%으로 나타난다. 본 논문에서 제안한 차 영상 정렬 기법을 사용한 최고 성능은 전체를 비교한 결과보다 13.8%의 향상된 성능을 보인다.

        
          Table 4. 
				
          

          
            Confusion matrix of proposed method
          
          

        

        
          
            	
            	Predicted class
          

          
            	Positive
            	Negative
          

          
            	Actual
									class
            	Positive
            	
              244
            
            	45
          

          
            	Negative
            	27
            	
              253
            
          

        

        

        
          Table 5. 
				
          

          
            Evaluation of proposed method
          
          

        

        
          
            
              	
              	Precision
              	Recall
              	F1 Score
              	Accuracy
              	AUC
            

          
          
            	Normal
            	0.849
            	0.904
            	0.875
            	0.873
            	0.874
          

          
            	Defect
            	0.900
            	0.844
            	0.871
          

        

        

      

      
        4.5 결과 분석
        본 논문에서 제안하는 방법의 결과는 그림 3과 같다. 1~3열과 4~6열은 각각 태양전지에 대한 정상 및 불량의 결과이다.

        각 열은 입력, 출력 그리고 차 영상에 대한 결과를 나타낸다. 입력 영상이 정상인 경우에는 출력 영상은 입력과 매우 근사한 결과가 나타난다. 따라서 차 영상에는 대부분 검정색에 가까운 결과를 보인다. 하지만 불량인 영상이 입력인 경우에는 출력 영상은 정상에 가깝도록 생성한 결과를 보인다. 그렇기 때문에 차 영상은 흰색에 가까운 영역이 많이 분포하고 있다. 마지막 행과 같이 특정 부분만 불량인 영상에 대해서도 차 영상에서 쉽게 불량 영역이 보인다. 입력과 출력 영상의 색상 차이가 있음에도 불구하고 차 영상에서 보이지 않음을 발견할 수 있다. 이는 차 영상을 RGB의 평균을 이용해 계산되었기 때문이다. 하나의 성분만 달라도 인간의 시각에서는 다르게 느끼게 되는데 차 영상에서 값의 차이가 작아서 시각적으로 나타나지 않는 것이지 실제 값에는 차이가 있다. 차 영상에 표시된 부분은 RGB 각각의 성분에서 모두 차이가 있음을 말한다.

        
          
          

          Fig. 4. 
				
          

          
            Result images(Input, output, difference image)
          
          

          

        

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      본 논문에서는 열화상 카메라로 촬영한 태양전지의 영상을 이용해 딥러닝 네트워크를 기반으로 불량 판단하는 방법을 제안하였다. 제안하는 차 영상 정렬 기법은 전체 혹은 패치를 사용하여 판단했을 때 보다 높은 성능을 보였다.

      하지만, 불량한 영역이 매우 작거나 복원에 대한 오류가 있을 경우 잘못 판단하는 경우가 존재한다. 이러한 문제점을 해결하고 성능을 높이기 위하여 다양한 기술들을 융합하는 방식으로 재구성 방식에 기반한 연구가 진행될 예정이다.
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