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            Abstract
          
        

        
          항만 물류 환경에서 한정된 공간에 최대한 많은 컨테이너를 적재하기 위하여 컨테이너 다단 적재를 하고 있다. 다단 적재 상황에서 저단 화물을 취급하려면 상단에 적재된 화물을 다른 장소로 이동시켜야 한다. 이러한 과정을 컨테이너 재취급이라 하며, 재취급 과정에서 비용이 소모되므로 컨테이너 장치장 운영사는 재취급을 최소화하고자 한다. 본 논문에서는 이러한 재취급을 최소화하여 컨테이너를 다단 적재하도록 적재 위치를 추천, 선택하는 강화학습 모델을 제안한다. 제안된 강화학습 모델은 컨테이너의 야드 출고 일자를 고려하여 적재순서를 최적화함으로써 하단에 적재된 컨테이너가 상단에 적재된 컨테이너보다 먼저 출고되는 일이 없도록 관리한다. 이를 통해 배후단지 야드의 컨테이너 보관과정에서 발생하는 물류비용 및 작업 시간을 줄일 수 있다.

        

        
          
            초록
          
        

        
          In a port logistics environment, containers are stacked in multiple layers to maximize the use of limited space. To handle the lower-layer cargo in a multi-layer stacking situation, the cargo stacked on top must be moved to another location. This process is called container re-handling, and as it incurs costs, container terminal operators aim to minimize re-handling. This paper proposes a reinforcement learning model that recommends and selects loading positions to minimize re-handling while stacking containers in multiple layers. The proposed reinforcement learning model optimizes the loading order by considering the yard departure date of the containers, ensuring that the containers in the lower layer do not depart before those in the upper layer. This can reduce logistics costs and time during the container storage process.
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      Ⅰ. 서 론
      항만 물류 환경에서 컨테이너 적재 업무 시 한정된 공간에 최대한 많은 컨테이너를 적재하기 위하여 컨테이너를 다단 적재한다. 컨테이너는 컨테이너 야드에 입고되는 순서대로 적재되므로 출고일을 고려하지 않고 혼재되어 적재된다.

      다단 적재되는 경우, 하단에 적재된 컨테이너가 운송되어야 하는 경우가 발생하고 이 경우 해당 컨테이너 상단에 적재된 다른 컨테이너를 모두 옮긴 뒤에 운송할 수 있게 된다. 이때, 발생하는 컨테이너 재취급 작업은 컨테이너 야드 운영자에게 비용을 소모하게 한다. 재취급은 올바르지 않은 위치와 순서로 적재된 컨테이너가 반출될 때 작업 소요가 발생하므로 컨테이너가 입고되어 적재될 때 올바른 위치에 적재하면 재취급 작업을 줄일 수 있다. 하지만 순차적으로 입고될 컨테이너의 상세를 예측할 수 없으므로 조합 최적화와 같은 문제로 접근하여 적재 계획을 통하여 최적 적재할 수 없다.

      컨테이너 야드에 입고되는 컨테이너의 상세에 따라 현 상태를 고려하여 컨테이너 입고 위치를 결정하도록 하는 강화학습 모델링 방법을 제안하며 그 분석 결과를 제시한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2.1 컨테이너 배치 최적화
        컨테이너 재취급은 비용을 소모하는 작업이다. 따라서 재취급 최소화의 중요성과 필요성은 꾸준히 증가하고 있다.

        컨테이너의 재취급을 최소화하기 위하여 D. Hong은 컨테이너 야드의 여러 베이를 클러스터로 구성하여 동일한 특성이 있는 컨테이너를 적재하도록 컨테이너 야드의 베이 스택을 수치화하여 최적해를 찾는 방식의 최적화 방법을 제안하였다[1]. 제시된 방법은 컨테이너 야드의 베이 스택을 수치화하여 적하 계획을 수립한 뒤 수치화된 베이 스택을 최적이 되도록 적재순서를 결정하고 있다. Hong이 제안한 방법은 적재할 모든 컨테이너의 정보를 알고 있으므로 적재 시에 전체적인 계획 수립을 통한 적재 최적화를 달성하고 있다. 따라서 임의의 컨테이너가 불규칙적으로 입고되는 컨테이너 야드에서는 사용할 수 없다.

        컨테이너 야드 운영자의 경험으로 수립되고 있는 컨테이너 장치장 운용 계획을 대체 하고자 K. T. Kim et al이 제안한 정수 계획모형 또한 컨테이너 재취급을 최소화하고자 제안된 모델이다[2]. Kim은 컨테이너가 장치되면 이후 반출 시점까지 위치가 변동되지 않는다는 가정하에 동작하는 최적화 모형을 제시하고 있으므로 컨테이너의 입고 상황에 따라 효율적으로 장치하기 위한 재취급 학업을 허용하지 않는 제약사항이 있으므로 실제 컨테이너 야드에서 사용할 수 없다.

      

      
        2.2 컨테이너 처리 속도 최적화
        T. Kim et al이 제안한 자동화 컨테이너 터미널 크레인 작업 할당 전략은 터미널 크레인의 컨테이너 작업 시 최대한의 작업 효율을 위하여 제안되었다[3]. 제안된 전략에서는 의도적인 컨테이너 재취급을 통하여 컨테이너 야드의 화물 처리 속도를 향상하고 있다. 컨테이너의 재취급을 통하여 화물의 위치를 최적화하고 화물 처리 속도의 최대화를 목적으로 하므로 재취급 작업을 최소화하는 데에 목적을 두고 있지는 않다. 하지만 화물 처리 속도의 향상을 위하여 재취급 작업의 방지를 위하여 컨테이너 재배치를 실행하고 있다.

      

      
        2.3 강화학습 알고리즘
        Proximal policy optimization[4] 알고리즘은 policy gradient 방법을 사용하는 알고리즘으로 trust region policy optimization[5] 알고리즘의 surrogate suggestion function을 컴퓨터 친화적으로 단순화 시킨 알고리즘이다.

        Proximal policy optimization 알고리즘은 초기 파라미터 θ0, 초기 value function 파라미터를 ϕ0로 두고 스텝을 0에서 증가시키며 정책 πk = π(θk)를 활용하여 trajectory Dk = {Tt}를 누적한다.

        Tt를 누적하는 과정에서 이전 상태에 관한 정보를 획득한다. 또한 동작 이후 획득한 보상인 rewards-to-go Rt^를 계산한다. 이후 현재 상태의 가치를 계산하는 value function Vϕk를 활용하여 advantage At^를 계산한다. 계산한 At^에 따라 PPO-clip[6]을 최대화하여 정책을 업데이트한다.

        따라서 모델은 현재 강화학습 환경에서 자신의 상태를 고려한다. 현재 상태를 기반으로 미래의 누적 보상이 최대가 되는 동작을 선택하고 동작은 환경에 영향을 미치며 동작에 따른 보상을 획득한다. 학습이 진행되면서 모델은 미래에 획득할 보상이 최대가 되도록 매 스텝 동작을 선택하도록 업데이트된다.

      

    

    

  
    
      Ⅲ. 강화학습 모델 제안
      강화학습 모델은 환경, 행위자, 동작과 동작에 따른 보상 총 4가지 요소를 모델링 하여야 한다. 최적 적재 모델을 위하여 강화학습 모델의 4가지 요소를 다음과 같이 설정하였다. 또한 proximal policy optimization[4] 알고리즘을 활용하여 현재 상태를 고려한 동작을 취할 수 있도록 하였다.

      
        3.1 제안 강화학습 모델의 환경 정의
        컨테이너 야드는 5행 5열의 컨테이너 야드 형태로 설정 후 최대 5단까지만 적재하도록 제한하였다 따라서 장치율 100%일 때 컨테이너 최대량은 125개이다. 가상 컨테이너 야드는 그림 1과 같이 구성되었다.

        
          
          

          Fig. 1. 
				
          

          
            5x5x5 virtual container yard
          
          

          

        

        컨테이너 야드에서 평균적으로 공(Empty) 컨테이너, 적(Full) 컨테이너 장치율 75%[7]를 유지하며 컨테이너를 보관하지만 제안하는 모델은 적 컨테이너의 적재만 고려하므로 가상 컨테이너 야드의 장치율 60% 수준까지 컨테이너를 입고하도록 하였다. 따라서 입고될 컨테이너는 125의 60%인 75개이다.

        부산신항의 경우 수출 컨테이너의 항만 컨테이너 야드 반입 허용 기한은 모선 입항 3일 전이다. 항만 배후단지의 컨테이너 야드에 같은 조건을 적용하여 항만 컨테이너 야드의 반입 허용 기한과 동일한 3일과 모선의 사정상 입항이 지연될 것을 고려하여 1일의 여유를 포함한 출고 일자 최대 4일 이후까지인 컨테이너가 보관되도록 하였다. 또한 컨테이너 야드에서 반출되는 시점을 해당 날짜의 오전, 오후 두 가지 시간대로 분류하여 모델링한 가상 컨테이너 야드에 입고되는 컨테이너는 총 8종의 예정 출고일을 가질 수 있도록 하였다.

        위의 두 조건에 따라 75개 컨테이너를 8종의 예정 출고일을 가지도록 무작위로 생성하여 차례대로 적재하도록 환경을 구성하였다.

        컨테이너 장치율 100%일 때 125개의 컨테이너를 적재할 수 있으며 모든 장치장에 1단 적재만 하였을 경우 25개 컨테이너를 적재할 수 있다. 적재할 75개 컨테이너 중 1단 이상의 컨테이너는 자유롭게 적재하게 하도록 50 스텝의 재취급 기회를 포함한 125 스텝을 최대 스텝으로 정의하였다.

      

      
        3.2 제안 강화학습 모델의 행위자 정의
        최적 적재 모델의 행위자는 컨테이너 야드 전체 상황을 확인 후 동작을 결정하여야 한다. 따라서 행위자는 가상 컨테이너 야드인 5*5*5, 3차원 배열을 감시하도록 설정하였다. 배열은 행, 열, 높이에 따른 해당 위치에 적재된 컨테이너의 출고일 기준 정보를 가지고 있다.

      

      
        3.3 제안 강화학습 모델의 동작 정의
        컨테이너 장치장에서 컨테이너에 대한 동작은 컨테이너를 장치장에 적재하는 동작과 적재된 컨테이너를 반출하는 동작 2가지로 나누어 볼 수 있다.

        컨테이너의 동작에 따른 가상 컨테이너 야드의 반영은 그림 2와 같이 이루어지도록 하였다.

        
          
          

          Fig. 2. 
				
          

          
            Stacking container
          
          

          

        

        컨테이너 입고의 경우 컨테이너를 적재하는 동작 한가지로 볼 수 있으며, 컨테이너의 재취급 작업의 경우 적재된 컨테이너를 반출한 뒤 다른 장치장에 다시 적재하는 2개 동작의 연속으로 볼 수 있다.

      

      
        3.4 제안 강화학습 모델의 금지 동작 정의
        컨테이너의 재취급 과정은 컨테이너의 반출 후 해당 컨테이너를 다시 적재하는 2가지의 연속된 동작으로 정의하였다. 실제 리치 스테커의 업무 순서에 따라 재취급을 위하여 컨테이너를 취급했을 경우 다음 동작은 컨테이너를 적재하는 동작이어야 한다. 만일 적재 동작이 아닌 취급 동작을 다시 시행한다면 이를 금지 동작으로 정의하여 해당 에피소드를 중지 후 환경을 초기화하도록 정의하였다. 이를 통하여 강화학습 모델이 컨테이너 취급 이후 적재 동작을 연속으로 선택하여 동작하도록 하였다. 또한 컨테이너를 적재할 때 상단에서 하단이 내림차순으로 적재 되지 않으면 출고되어야 하는 컨테이너의 상단에 이후 출고될 컨테이너가 적재된 상태가 되어 재취급 행동이 소요되므로 이를 금지 동작으로 정의하였다. 이를 통하여 강화학습 모델이 재취급의 소요를 발생시키지 않도록 하였다.

      

      
        3.5 제안 강화학습 모델의 보상 정의
        컨테이너 야드에서는 가장 적은 횟수의 컨테이너 취급으로 최대한 많은 컨테이너를 적재하고 반출하도록 해야 하므로 적재 시 반출일 순서로 컨테이너를 적재하여 재취급 작업이 최소화 되도록 해야 한다. 따라서 강화학습의 환경에서 반출일 순서로 컨테이너를 적재할 때 보상을 1씩 부여하도록 설정하였다. 컨테이너의 재취급을 최소화하기 위하여 컨테이너를 반출 하는 동작의 경우 보상을 부여하지 않았다. 따라서 보상은 식 (1), (2)와 같이 나타낼 수 있다.
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        금지 동작을 하지 않고 정상적으로 모든 컨테이너를 적재하는 경우 에피소드 종료 시점의 스텝과 설정한 최대 스텝 125와의 차이를 보상으로 부여하였다. 지정된 60% 장치율에 도달하는 경우 추가 보상은 식 (3)과 같이 나타낼 수 있다.
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        이를 통하여 강화학습 모델이 최대한 많은 보상을 획득하기 위하여 최대한 많은 컨테이너를 적재하는 방향으로 동작을 선택하도록 하였다. 모델은 매 스텝에서 동작을 취하며 컨테이너를 쌓을 때 보상을 획득한다. 하지만 보상을 얻지 못하는 컨테이너 반출 동작이 포함된 재취급 작업을 할 때는 보상을 얻지 못하므로 모델의 학습 중 75개의 컨테이너를 재취급 작업 없이 모두 적재할 때 획득 가능한 보상 75와 에피소드 종료 시 부여되는 해당 스텝과 최대 스텝의 차이 50으로 총 125가 환경에서 획득 가능한 최대 보상으로 식 (4)와 같다. 이는 강화학습 모델에서 임의로 정의한 최대 스텝인 125와 같고 에피소드에서 획득하는 보상은 식 (5)와 같이 나타낼 수 있다.
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      Ⅳ. 제안 강화학습 모델 학습 및 결과
      최적 적재 모델의 학습을 위하여 [8]-[11]을 활용하여 알고리즘을 결정하였으며 학습 알고리즘으로 proximal policy optimization 알고리즘을 사용하였다.

      3억 스텝 동안 학습을 진행 후 생성된 모델을 분석하였으며 학습 시간은 약 3일이 소요되었다. 학습에 사용된 서버의 사양은 표 1과 같다.

      
        Table 1. 
				
        

        
          Learning server specs
        
        

      

      
        
          	CPU
          	i7-11700 KF
        

        
          	GPU
          	CUDA Cores 8960 RTX 3080·12GB*2
        

        
          	RAM
          	64GB
        

      

      

      강화학습 모델은 Unity ML을 활용하여 작성되었으며 함께 제공되는 ML-Agent Python 패키지가 사용되었다. 강화학습의 알고리즘인 Proximal Policy Optimization 알고리즘에 적용한 하이퍼 파라미터는 표 2와 같다.

      
        Table 2. 
				
        

        
          Proximal policy optimization hyper parameter
        
        

      

      
        
          	Gamma
          	0.99
        

        
          	Lambda
          	0.95
        

        
          	Buffer size
          	204,800
        

        
          	Batch size
          	256
        

        
          	Number of epochs
          	7
        

        
          	Learning rate
          	1e-4
        

        
          	Time_horizon
          	125
        

        
          	Max steps
          	1e-6
        

        
          	Beta
          	5.0e-3
        

        
          	Epsilon
          	0.1
        

      

      

      그림 3을 통하여 각 스텝 구간에서 종료된 에피소드들이 획득한 보상의 빈도를 확인할 수 있다. 학습 과정 중 무작위 생성된 컨테이너 75개를 모두 적재하기 시작한 에피소드는 약 1억1,347만 회 스텝에서 나타났다.

      
        
        

        Fig. 3. 
				
        

        
          Cumulative reward histogram
        
        

        

      

      그림 4 모델의 누적 보상 평균을 통하여 학습이 진행되면서 에피소드들이 높은 보상을 획득해 나가는 것을 확인할 수 있다.

      
        
        

        Fig. 4. 
				
        

        
          Cumulative reward average
        
        

        

      

      학습이 완료된 모델을 활용하여 학습 시와 같은 조건에서 모델에게 추론만 실행하도록 하여 모든 컨테이너를 성공적으로 적재하는 500개 에피소드의 결과는 표 3과 같다.

      
        Table 3. 
				
        

        
          Performance results of trained model
        
        

      

      
        
          
            	
            	MAX
            	MIN
            	Average
            	Standard deviation
          

        
        
          	Reward
          	125
          	112
          	123.466
          	1.918
        

      

      

      모델이 컨테이너를 모두 성공적으로 적재하였을 때 최소 112, 최대 125의 보상을 획득하였다. 평균은 123.466이며 표준편차는 1.918로 나타났다.

      재취급은 평균 0.5회 실행하며 가장 많은 재취급을 한 경우 최대 6회 시행하였으며 표준편차는 0.957로 나타났다.

      
        
        

        Fig. 5. 
				
        

        
          Number of re-handing per test run
        
        

        

      

      모델은 허용된 컨테이너 재취급 최대 횟수인 50회의 재취급을 모두 시행하지 않고 적재 시점에서 환경상의 제약을 피하여 적재할 수 없는 경우 재취급을 시행하도록 학습되어 500회의 테스트 수행 간 평균 0.832회 재취급을 시행하였으며 최대 9회 최소 0회 실시하고 있다.

      제안된 모델은 무작위 컨테이너가 순차 입고되며 입고된 컨테이너를 취급하여 다단 적재하고 있으므로 Hong[1]이 제안한 모델의 단점인 입고 컨테이너에 대한 상세를 알 수 없어 적하계획을 수립하지 못하는 상황에서 효율적인 컨테이너 장치가 가능하다. 또한 컨테이너의 입고와 컨테이너 야드의 장치 상황에 따라 재취급을 진행하고 있으므로 Kim[2]이 제안한 모델의 가정사항인 컨테이너 장치 후 재취급을 하지 않음을 개선하고 있다.

      Kim[3]이 제안한 장치장 크레인의 작업 할당 전략 최적화의 경우 60% 장치율에서 평균 63회 재취급 작업을 시행하고 있다. 제안 모델 또한 동일한 60% 장치율 조건에서 평균 0.832회 핸들링을 시행하고 있으므로 제안 모델은 재취급 작업을 최소화하고 있음을 알 수 있다.

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      제안된 모델링 방법은 컨테이너 야드를 모형화하고 실제 컨테이너 야드에서 시행하는 업무 조건을 반영하여 컨테이너를 적재하는 강화학습 모형의 설계 방법이다. 모형의 설계는 효율적인 컨테이너 적재를 통하여 재취급의 최소화를 목적으로 하고 있다. 제시된 방법을 통하여 실험 환경인 5 X 5 X 5 크기의 테스트 컨테이너 야드를 구현하고 최대 장치율 60% 조건에서 컨테이너를 적재하도록 학습된 모델을 테스트한 결과 최대한 많은 컨테이너를 적재하기 위하여 부분적으로 재취급을 시행하고 있으며 적재된 컨테이너는 출고일 순으로 적재되어 있으므로 출고 시에 별도의 재취급이 필요하지 않은 결과를 확인했다. 컨테이너가 임의의 시점에 입고되는 컨테이너 야드를 고려하여 모델링 되었으므로 민간 컨테이너 야드에 적합하며 컨테이너 재취급을 최소화할 수 있다.
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