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          해충은 작물을 가해하여 생산량 감소와 품질 저하를 수반한다. 따라서 해충 피해를 최소화하기 위해서는 해충 종류에 따른 방제 작업을 적기에 실행하는 것이 중요하다. 기존의 해충 분류는 경험이 풍부한 농부나 전문가의 육안에 의해 감별되었다. 이는 많은 시간과 비용을 요구하므로 무인 기반의 해충 분류 기술이 필요하다. 따라서 이 논문에서는 해충 영상 분류를 위한, 양방향 멀티스케일 특징 퓨전 방식을 새롭게 제안하고자 한다. 특히, 기존의 PVT 모델의 스케일 취약성 문제를 보완하고자, PVT 백본에서 추출된 멀티스케일 특징을 양방향으로 4가지의 퓨전 방식을 적용하고자 한다. 실험 결과를 통해, 가장 성능이 높은 퓨전 방식을 도출하고 제안한 양방향 멀티스케일 특징 퓨전 방식이 해충 영상 분류 성능을 개선할 수 있음을 선보이고자 한다.

        

        
          
            초록
          
        

        
          Pests damage crops, thereby resulting in reduced production and quality. In order to reduce the damage of pests, it is important to timely implement pest control according to various types of pests. Existing pest classification is identified by the naked eye of an experienced farmer or expert. This requires considerable time and cost, so an unmanned pest classification technology is needed. In this paper, a new bidirectional multiscale feature fusion method for pest image classification is proposed. In particular, in order to supplement the scale vulnerability of the existing PVT model, the multi-scale features extracted from the PVT backbone are applied bidirectionally by four fusion methods. Through the experimental results, the fusion method with the highest performance is derived and it is shown that the proposed bidirectional multiscale feature fusion method can improve the pest image classification performance.
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      Ⅰ. 서 론
      해충은 과수나 작물을 가해하여 생산성 감소와 품질 저하를 수반한다. 따라서 해충을 조기에 발견하고 해충 종류와 개체수에 따른 살포 작업을 통해 작물 피해를 최소화할 필요가 있다. 이런 방제 시스템을 운용하기 위해서는 해충 종류를 신속·정확하게 감별할 수 있는 기술적인 요구사항을 해결해야 한다. 종전의 해충 감별 방식은 경험이 풍부한 농부나 전문가의 시각적 판단에 의존했다. 그러나, 농가의 고령화로 이런 전문 예찰 인력이 부족한 실정이다. 또한 기후 변화와 외래해충의 유입으로 해충의 종류가 다양화되고 있다. 이런 방제 시스템의 현안을 해결하기 위해서는 무인으로 해충의 종류를 감별할 수 있는 해충 인식 기술 개발이 필요하다.

      해충 인식 기술은 카메라로 촬영된 영상정보에서 해충의 종류를 예측하는 영상 인식 기술이 대세를 이루고 있다. 특히 딥러닝의 출현 이후, 영상 인식 기술이 상당한 진보를 거듭하고 있다. 최근 영상 인식 분야에서 딥러닝 모델은 어텐션 기능 개발에 주력하고 있다. 대표적인 모델로는 SqueezeNet[1], VT(Vision Transformer)[2], PVT(Pyramid VT)[3] 등이 있다. 특히, PVT는 패치 임베딩(Patch embedding)과 위치 임베딩(Position embedding)을 적용해서 추출된 특징맵에 어텐션 기능을 적용함으로써, 기존의 VGG[4]이나 ResNet[5]보 다 영상 인식률 측면에서 상당한 개선을 이루었다. 그러나, PVT 모델에서도 여전히 개선할 여지가 있다. 해충 영상의 경우 해충의 크기가 다양하고 촬영거리에 따라 해충 스케일이 가변된다. 이런 문제를 해결하기 위해서는 멀티스케일 특징 추출 및 퓨전 방식이 필요하다. 이 논문에서는 PVT의 각 단계에서 출력된 멀티스케일 특징맵을 추출하고 퓨전하는 양방향 멀티스케일 특징 퓨전 기반의 PVT 모델을 개발하고자 한다.

      제안한 BMFF-PVT(Bidirectional Multiscale Feature Fusion PVT)는 기존의 PVT와는 다음과 같은 차이점을 가진다. 첫째, 기존의 PVT는 패치 임베딩, 위치 임베딩 그리고 어텐션으로 구성된 각 블록에서 생성된 특징맵을 다음 단계의 입력으로만 활용한다. 반면 제안한 BMFF-PVT는 각 단계에서 생성된 멀티스케일 특징맵을 분류의 정확도를 높이고자 퓨전하는데 활용한다. 둘째, 제안한 BMFF-PVT에서는 멀티스케일 특징맵을 퓨전할 때, 하향식(Top down)과 상향식(Bottom up) 방향으로, 즉 양방향으로 특징 정보를 전달한다. 그리고 원소별 합(Elementwise sum), 연결(Concatenation), 파이어(Fire) 블록, 공간 축소 어텐션(SRA, Spatial-Reduction Attention), 총 4가지 퓨전 방식을 적용하여 구별력이 높은 특징으로 변환한다. 따라서 이 논문의 실험 결과를 통해 제안한 BMFF-PVT가 기존의 PVT보다 해충 분류의 인식률을 제고하는데 더 효과적임을 확인하고자 한다. 그리고 4가지의 멀티스케일 퓨전 방식에서 가장 우수한 성능을 갖춘 양방향 멀티스케일 퓨전 방식을 도출하고자 한다.

      본 논문은 기존 PVT의 스케일 취약성의 문제점을 보완하기 위해서 PVT 백본에서 출력된 멀티스케일 특징맵을 양방향으로 결합하는 4가지 퓨전 방식과 아키텍처를 추가하였고, 가장 성능이 우수한 BMFF-PVT 기법을 도출하였다. 또한 제안한 모델의 우수성을 검증하기 위하여 공개 해충 데이터 셋인 IP102[6]를 사용하여 성능을 평가하였다.

    

    

  
    
      Ⅱ. 해충 분류를 위한 딥러닝 모델
      해충 분류를 위해 가장 접근하기 쉬운 방식은 기존의 이미지넷에 학습된 딥러닝 모델에 전이학습(Transfer learning)을 적용하는 것이다. 전이학습이란 해충 데이터 셋을 사용해서 사전 학습된 모델을 재학습하는 과정을 말한다. 대표적인 영상 분류 모델로는 VGG16[4], ResNet50[5], SqueezeNet[1], PVT[3] 등이 있다.

      
        2.1 VGG16 모델
        VGG16[4]은 13개의 합성곱 블록(Convolution block)과 3개의 완전 연결 레이어(Fully connected layer)로 구성된 신경망이다. 딥러닝의 초기 모델로서, 합성곱, 최대 풀링(Max pooling), 활성화(Activation) 레이어를 연속적으로 깊이 쌓기만 해도 우수한 결과를 얻을 수 있었다. 그림 1의 맨 좌측은 합성곱 블록의 구조를 보여주고 있다. 모든 합성곱 레이어에서 필터의 크기가 3x3이며 활성화 함수로는 정류선형 유닛(ReLU, Retified Linear Unit)을 사용하였다. 모델 구조가 간단하지만 우수한 성능을 제공하고 있다. 영상 분류 분야의 성능 평가를 위해 지금까지도 베이스 모델로 비교되고 있다.

        
          
          

          Fig. 1. 
				
          

          
            Deep learning models for pest image classification; convolution, residual, fire and PVT blocks(left to right)
          
          

          

        

      

      
        2.2 ResNet50 모델
        ResNet50[5]은 50개의 계층으로 구성된 합성곱 신경망(CNN, Convolution Neural Network)이다. 그림 1의 두 번째는 ResNet50의 기본 모듈인 잔차 블록(Residual block)에 해당한다. 잔차 블록은 합성곱, 배치 정규화(BN, Batch Normalization), ReLU 레이어로 구성되어 있다. 그리고 역전파(Backpropagation) 과정에서 기울기 소실 문제를 해결하고자, 스킵 연결(Skip connection)을 도입했다. 즉, 그림 2에서 보듯이, 입력 값과 잔차 값을 더하는 방식으로 설계되었다. 스킵 연결은 역전파 동안에 오차를 손실 없이 다음 레이어로 전달해 주는 역할을 한다.

        
          
          

          Fig. 2. 
				
          

          
            Proposed BMFF-PVF model for pest image classification
          
          

          

        

      

      
        2.3 SqueezeNet 모델
        SqueezeNet[1]은 파이어 블록(Fire block)을 사용하여 어텐션 기능을 모델링한 초창기 모델이다. 그림 1에서 보듯이, 파이어 블록은 2개의 합성곱 레이어를 사용한다. 하나는 1×1 필터의 크기를 다른 하나는 3×3 필터의 크기를 사용한다. 1×1 필터의 값은 채널의 중요도에 대한 가중치를 의미하고 3×3 필터의 값은 공간 영역에서의 중요도에 대한 가중치를 반영한다. 파이어 블록은 간단한 구조이지만, 채널과 공간 어텐션 기능을 모델링함으로써 영상 인식률 향상을 유도할 수 있다.

      

      
        2.4 PVT 모델
        PVT[3]는 합성곱 신경망을 사용하지 않고 패치 임베딩, 위치 임베딩 그리고 SRA로 구성된 가장 최근에 소개된 어텐션 모델이다. 그림 1의 맨마지막에 는 PVT 블록이 제공되고 있다. 패치 임베딩은 입력 영상을 패치 단위로 분할하여 특징 공간으로 매핑하는 과정이고 위치 임베딩은 패치의 위치 정보를 삽입하는 과정을 말한다.

        그리고 SRA는 특징 벡터 간의 유사도에 따라 가중치를 계산하여 입력 특징 벡터를 갱신하는 과정을 말한다. 즉, SRA 과정을 통해 중요도가 높은 특징 벡터가 학습되고 이를 통해 특징의 구별력이 증가하여 최종 인식률 성능을 개선할 수 있다.

      

    

    

  
    
      III. 제안한 BMFF-PVT 모델
      
        3.1 제안한 접근 방법
        PVT는 각 블록에서 출력된 특징맵을 다음 블록의 입력으로만 사용한다. 이는 기존의 PVT는 멀티스케일 퓨전 방식이 배제되어 있고 객체 스케일 변화에 강인한 특성을 보유하지 못함을 의미한다. 이런 PVT의 단점을 보완하고자, 이 논문에서는 양방향 멀티스케일 특징 퓨전 방식인 BMFF-PVT를 제안하고자 한다.

        그림 2는 제안한 해충 분류를 위한 BMFF-PVT의 아키텍처를 보여주고 있다. 기존의 PVT와 비교해서, PVT 백본에서 멀티스케일 특징을 추출하고 BMFF 블록을 통해서 양방향으로 멀티스케일 특징을 결합하는 것이 큰 차이점이다. BMFF-PVT 백본에서 출력된 특징맵은 7×7, 14×14, 28×28, 56×56 크기를 갖는다.

        그림에서 F4, F3, F2, F1으로 표기되었다. 이 멀티스케일 특징맵은 이후 BMFF 블록을 N번 통과하면서 양방향으로 퓨전된다. 제안한 BMFF-PVT에서는 4종류의 퓨전 방식을 고려하고자 한다. 즉, 원소별 합, 연결, 파이어 블록, SRA, 총 4가지 퓨전 방식을 적용하고자 한다. 이를 통해, BMFF-PVT에서 가장 우수한 양방향 멀티스케일 퓨전 방식을 도출하고자 한다.

      

      
        3.2 원소별 합 기반 BMFF 블록
        그림 3의 좌측 상단은 원소별 합 기반의 BMFF 블록을 보여준다. 원소별 합 BMFF 블록은 백본에서 출력된 멀티스케일 특징맵인 F4, F3, F2, F1를 입력으로 받아 합성곱 블록을 통해 256개의 채널로 동일하게 변경한 후, 하향식과 상향식 퓨전을 연달아 적용한다. 첫째, 하향식 퓨전에서는 먼저 F4 특징맵을 업샘플링한 후, F3와 원소별 합 연산을 통해 퓨전한다.

        
          
          

          Fig. 3. 
				
          

          
            Proposed bidirectional multiscale feature fusion blocks; elementwise sum, concatenation, fire, SRA(clockwise)
          
          

          

        

        그리고 퓨전된 Ft,3를 다시 합성곱과 업샘플링 블록을 통과한 후 F2와 퓨전한다. 그리고 퓨전된 Ft,2는 동일한 과정을 거친 후 F4과 퓨전된다. 둘째, 상향식 퓨전에서는 하향식 퓨전의 역과정이 적용된다. 퓨전된 Ft,1은 합성곱 블록을 통과한 후, 최대 풀링 블록을 통해 특징맵의 크기를 F2와 같아지도록 조절한다.

        그리고 입력 특징맵인 F2와 원소별 합 연산을 통해 Fb,2를 생성한다. 상향식 퓨전에서는 이 과정을 반복하면서 최종 Fb,3와 Fb,4를 생성한다. 다음 단계의 원소별 BMFF 블록은 이전 단계의 BMFF 블록의 상향식 퓨전에서 생성된 특징맵, 즉 합성곱 블록을 통과한 특징맵을 입력으로 받아서 동일한 과정을 반복한다.

      

      
        3.3 연결 기반 BMFF 블록
        연결 기반 BMFF 블록은 원소별 합 BMFF 블록과 동일한 방식으로 동작한다. 즉, 양방향으로 멀티스케일 특징 퓨전을 진행한다. 다만, 퓨전 모듈(Fusion module)에서 적용되는 퓨전 방식에서 차이가 있다. 그림 3의 우측 상단은 연결 기반 BMFF 블록을 보여주고 있다. 그림에서 보듯이, 연결 기반 BMFF 블록은 퓨전 모듈에서 원소별 합 연산이 아닌 연결 레이어를 통해 특징 퓨전을 수행한다.

      

      
        3.4 SRA 기반 BMFF 블록
        그림 3의 좌측 하단은 SRA 어텐션 기반 BMFF 블록이다. 상단에 위치한 원소별 BMFF 블록과 거의 동일한 것을 볼 수 있다. 다만, 합성곱 블록 대신 SRA가 적용된다는 것이 차이점이다. SRA는 PVT에서 도입한 어텐션 모듈이고 다음과 같이 수식으로 표현된다.
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        여기서 Q, K, V는 쿼리(Query), 키(Key), 값(Value)을 의미하고 SRA의 입력 특징맵에 해당한다. 그리고 WjQ∈RC×dH, WjK∈RC×dH, WjV∈RC×dH, WO∈RC×C 는 학습될 파라미터인 선형 변환 행렬이다. 식 (1)에서 h는 헤드(Head)의 개수이고 dH는 헤드의 차원이며 C/h로 정의된다. C는 특징맵의 채널 수이고 H와 W는 특징맵의 세로와 가로 길이이다. fc는 채널 축 방향의 연결(Concatenation) 함수이고 fa는 어텐션을 구현하는 함수이다.
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        fa에서는 쿼리와 키에 선형변환을 적용한 q와 k의 내적 연산을 통해 유사도 행렬을 만든 후, v 값을 조정한다. 유사도 행렬을 [0-1] 범위의 가중치로 만들기 위해 소프트맥스 함수를 적용했다. 그리고 SRA에서는 특징맵의 가로와 세로 길이가 큰 경우에도 유사도 행렬 연산이 가능하도록 재배열 함수를 적용한다.

        식 (3)에서 x∈RHW×C는 입력 특징맵이며 R은 특징맵의 가로 및 세로 길이의 감소 비율을 나타낸다. 즉, Reshape 함수에서는 입력 특징맵의 공간 영역의 크기를 HW/R2로 줄이고 채널은 R2C만큼 늘여준다. WS∈RR2C×C는 학습될 선형 변환 행렬이고 Norm은 레이어 정규화(Layer normalization)를 의미한다. SRA에 대한 더 자세한 사항은 참고문헌[3]에 기술되어 있다.

      

      
        3.5 파이어 기반 BMFF 블록
        그림 3의 우측 하단은 파이어 기반 BMFF 블록이다. 그림에서 보듯이, 퓨전 블록에서 파이어 연산이 적용되는 것을 볼 수 있다. 즉, 원소별 합 BMFF와는 달리, 합성곱 블록 대신 파이어 블록을 적용한다. 2.3절에서 이미 언급했듯이, 파이어 블록은 두 종류의 합성곱 필터를 도입하기 때문에 공간·채널 어텐션을 반영했다고 볼 수 있다. 반면 SRA는 공간 영역에 따른 가중치를 유사도 행렬 기반으로 계산하기 때문에 공간 어텐션으로 해석할 수 있다.

        참고로 그림 3에서 합성곱 블록은 그림 1의 합성곱 블록과 동일하며, 최대 풀링 블록은 최대풀링+합성곱+BN+ReLU로 구성되고 업샘플링 블록은 업샘플링+합성곱+BN+ReLU로 구성된다.

      

    

    

  
    
      IV. 실험 및 결과
      
        4.1 실험 환경
        해충 영상 분류 실험을 위해, 공개 해충 데이터셋인 IP102[6]를 사용했다. IP102 데이터셋은 총 102개의 부류로 구성되어 있고 65,534장의 영상을 포함한다. 이 중에서 애벌레와 같이 해충 영상과 관련이 없거나 글자, 자연 배경 사진 등의 부적합한 영상은 제거하였다. 그래서 총 86개의 부류로 구성된 35,379장의 해충 영상을 사용했다. 그림 4는 이 연구에서 사용된 해충 영상의 예시를 보여주고 있다. 해충의 모양이 유사하면서도 다양한 것을 볼 수 있다. 특히 해충의 스케일에 따라 해충 인식이 어려울 수 있음을 확인할 수 있다. 훈련 영상과 테스트 영상의 비율은 7:3이고 학습에 사용된 배치 크기는 10으로 설정했다. 그리고 에폭(Epochs)은 90, 학습률은 0.0001, 최적화 기법은 Adam[7] 옵티마이저를 적용했다. 제안한 BMFF-PVT에서 퓨전 블록의 개수는 3으로 고정했다. 딥러닝 프레임워크는 Pytorch를 사용했고 윈도우 운영체제에서 2080Ti GPU 2개로 구성된 워크스테이션에서 학습과 테스트를 진행했다.

        
          
          

          Fig. 4. 
				
          

          
            Example of pest images; (a) Rice leaf roller, (b) Paddy stem maggot, (c) Asiatic rice borer, (d) White backed plant hopper, (e) Mole cricket, (f) Corn borer, (g) Miridae, (h) Papilio xuthus, (i) Adristyrannus
          
          

          

        

      

      
        4.2 정량적 평가
        평가척도로 영상 분류에서 널리 사용되는 정인식률(CRR, Correct Recognition Rate)을 사용했다[8]. 정인식률은 전체 테스트 영상 개수에서 옳게 분류한 영상 개수의 비율을 말한다. 성능 비교를 위해, VGG16[4], Resnet50[5], SqueezeNet[1], PVT[3]를 채택했다. 표 1은 정량적 평가 결과인 CRR 수치를 보여주고 있다. 표에서 보듯이, 기존 모델 중에서 PVT가 가장 성능이 우수하다. 이는 기존의 ResNet50, VGG16, SqueezeNet 모델에 비해, 어텐션 기능이 한 층 더 강화되어 이러한 성능을 달성한 것으로 분석된다. 그러나, 최첨단 모델인 PVT도 제안한 BMFF-PVT 모델에 비해 성능이 떨어진다.

        
          Table 1. 
				
          

          
            Quantitative evaluation
          
          

        

        
          
            
              	Deep learning models
              	CRR metric
            

          
          
            	VGG16 [4]
            	0.683
          

          
            	ResNet50 [5]
            	0.701
          

          
            	SqueezeNet [1]
            	0.638
          

          
            	PVT [3]
            	0.764
          

          
            	Proposed BMFF-PVT based on elementwise sum
            	0.769
          

          
            	Proposed BMFF-PVT based on concatenation
            	0.778
          

          
            	Proposed BMFF-PVT based on SRA
            	0.781
          

          
            	Proposed BMFF-PVT based on fire block
            	0.776
          

        

        

        표에서 보듯이, 제안한 원소별 합 기반 BMFF-PVT는 PVT에 비해 CRR이 약 0.5%가 증가했고, 연결과 파이어 기반 BMFF-PVT는 약 1.4%가 개선된 것을 알 수 있다. 특히 제안한 SRA 기반 BMFF-PVT는 CRR이 약 1.7%나 증가된 것을 볼 수 있다. 이는 SRA의 멀티스케일 퓨전 기법이 원소별 합, 연결, 파이어 기법보다도 더 효과적임을 말해준다. SRA는 학습 과정에서 특징의 중요도를 반영할 수 있기때문에 더 우수한 성능을 유도한 것으로 분석된다. 그러나 제안한 SRA 기반 BMFF-PVT는 양방향 멀티스케일 퓨전 블록을 추가하기 때문에 기존의 PVT보다는 계산속도가 느리다. 제안한 SRA 기반 BMFF-PVT 계산 시간은 4.744(ms)이며 기존 PVT의 계산 시간은 3.123(ms)이다. 그러나 제안한 BMFF-PVT는 기존의 PVT에 비해 정인식률을 더 개선할 수 있는 장점이 있다.

      

    

    

  
    
      V. 결 론
      본 논문은 해충 분류를 위한 양방향 멀티스케일 특징 퓨전 기반의 BMFF-PVT를 새롭게 제안하였다. 특히, 기존 PVT의 스케일 취약성 문제를 보완하고자, PVT 백본에서 출력된 멀티스케일 특징맵을 양방향으로 결합하는 4가지 퓨전 방식과 아키텍처를 제시하였다. 실험 결과를 통해서, SRA 기반의 퓨전 방식이 원소별 합, 연결 및 파이어 퓨전 방식보다 더 우수한 성능을 가짐을 확인하였다.

      또한, 제안한 양방향 멀티스케일 퓨전 방식이 기존 PVT의 영상 분류 성능을 개선할 수 있음을 검증하였다. 제안한 양방향 멀티스케일 퓨전 기법은 비단 PVT뿐만 아니라 다양한 영상 분류 백본에도 적용할 수 있을 것으로 기대된다.
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