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            Abstract
          
        

        
          최근 IoT 장치가 널리 보급되면서 많은 센서가 존재하고 다양한 정보를 측정하고 있다. 특히, 집은 사용자의 생활에 큰 부분을 차지하고 다양한 센서의 설치가 가능해 다양한 정보를 수집하기 쉽다. 사용자의 현재 위치와 장치 사용 정보, 시간정보를 분석해 사용자의 행동이나 패턴, 습관 등을 찾아낼 수 있고 이런 행동 예측은 다양한 서비스를 가능하게 한다. 사용자의 행동 예측 기존 연구에서는 행동의 발생한 시간이 매우 중요한데 모델 학습에 이러한 정보가 활용되지 않았다. 따라서, 본 연구에서는 스마트 홈 환경에서 센서 데이터 이외에도 발생 시간 정보를 사용하는 사용자의 행동 예측 모델을 제안한다. 발생 시간의 모델 입력 활용, 여러 데이터 세트에서의 모델 성능 평가 결과 Bi-LSTM 보다 제안된 모델의 정확도가 1.2~5.7% 높았다.

        

        
          
            초록
          
        

        
          Recently, as IoT devices are widely spread, many sensors exist and measure various information. the house occupies a large part of a human's life, and various sensors can be installed, making it easy to collect various information. By analyzing the user's current location, device usage information, and time information, the user's activity, patterns, and habits can be found, and activity prediction enables various services. User's Behavior Prediction In previous studies, the time the behavior occurred is very important, but this information was not used for model training. In this study, we propose a user's behavior prediction model that uses occurrence time information in addition to sensor data in a smart home environment. The accuracy of the proposed model was 1.2~5.7% higher than that of Bi-LSTM as a result of using the model input of occurrence time and evaluating model performance in multiple data sets.
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      Ⅰ. 서 론
      사람의 활동 예측 및 보조 AAL(Active and Assisted Living)는 지난 수십 년 이상의 연구가 이루어진 연구 분야로 스마트 홈과 편의 서비스와 같은 다양한 영역에 적용할 수 있는 중요한 분야이다. 스마트 홈은 센서 네트워크에 존재하는 모든 장치를 연결해 사용자의 습관을 모니터링하고 사용자에게 도움을 주면서 사용자에게 편의성을 제공한다[1].

      특히, HAR(Human Activity Recognition) 분야는 IoT 장치로부터 수집된 시퀀스 데이터를 지능화하고 스마트 환경에 적용할 수 있는 유용한 방법이다. HAR을 위해서는 많은 수의 센서 데이터에서 측정된 시공간 정보를 처리해서 실제 상황에서 복잡하고 복합적인 인간 활동을 인식하는 것을 목표로 한다[2][3].

      HAR에는 여러 가지 응용 도메인이 있는데 첫째, 의료 모니터링 둘째, 실내 및 실외 모니터링, 셋째, 스마트 홈을 위한 거주자 행동 예측 및 보조가 있다. 본 연구에서는 셋째 스마트 홈을 위한 거주자 행동 예측 및 보조에 집중하였다. 이러한 시스템은 거주자가 집에서 가능한 안전하고 편안하게 생활을 영위할 수 있도록 비침습적으로 적절한 기술 지원을 하는 것을 목표로 한다. 기술적으로 사람을 지원하려면 사용자가 현재하고 있는 상황에 대한 인지가 필요하다. 즉, 이 목표 달성을 위해서는 HAR 시스템의 사람 행동 예측 성능이 중요하다.

      HAR 예측 성능 목표 달성의 허들로 실제 데이터의 복잡성과 불확실성이 높다는 문제가 있다[4]. 실제 수집되는 센서 데이터를 살펴보면 매우 많은 수의 센서에서 데이터가 발생해 높은 복잡성을 가지고 있으며, 데이터가 모호하여 학습에 이용하기 어렵거나, 장치의 불안정성으로 인한 노이즈가 많고, 유의미한 데이터가 희소한 문제가 있다.

      실제 데이터의 복잡성은 HAR 예측을 위한 특성 가공으로 해결해야 하고, 불확실성 문제를 해결하기 위해서 가장 좋은 방법은 많은 데이터를 확보하는 것이다. 많은 데이터를 확보하기 위해서 여러 연구에서 스마트 홈 벤치마크 데이터 세트 구축에 노력을 기울였지만, 실험적 환경이라는 한계, 과거 딥러닝이 등장하기 전 만들어진 데이터가 대부분이어서 현재에는 활용하기 어렵다는 문제, 벤치마크임에도 데이터 정제가 되지 않은 Raw Data 형태로 제공한다는 문제 등으로 여전히 HAR 분야의 표준 데이터 세트 구축 문제는 해결과제로 남아 있다. 또한, 최근 HAR 딥러닝 연구에 따르면 딥러닝 모델을 사용해서 사전 지식 없이 데이터에 내포된 특징을 추출할 수 있고, 원-핫 인코딩과 같이 희소 데이터를 압축된 벡터로 변환하여 모델에 사용하는 방법을 활용할 수 있다는 장점을 연구에 활용하고 있다.

      딥러닝에서도 시간 정보(순차 정보)를 반영할 수 있는 기계학습, 딥러닝 방법이 등장하면서 최근 몇 년 사이 HAR 분야는 시계열 데이터를 학습하는 DNN(Deep Neural Network), 1D-CNN, RNN, LSTM, CNN-LSTM을 적용하는 연구가 활발히 진행되고 있다[5]-[9]. 하지만, 행동의 발생 시간 정보는 사람의 활동 패턴을 발견하는데 중요한 정보임에도 사람 활동 예측 분야 연구에서는 순차 정보(데이터의 발생 순서)나 한 번에 고려할 데이터의 크기 즉, 윈도우 크기의 결정에만 사용하고 있을뿐 사람 행동의 패턴, 주기를 파악할 수 있다는 점에는 주목하고 있지 않다.

      본 연구에서는 “거주자 행동 예측 및 보조를 위한 HAR 예측 성능 향상에 발생 시간 정보가 영향을 준다.” 라는 가정을 세웠다. 시간 정보를 모델의 입력으로 사용하는 방법으로 Time Aligned-LSTM 방법론을 제안하고, 6개의 홈 센서 데이터 세트에서 제안 방법을 검증하였고, 기존 연구에서 방법론으로 제시하는 Bi-LSTM 대비 평균 3%(1~6% 편차 존재)의 성능 향상을 달성했다.

      논문의 구성을 다음과 같다. 2장은 관련 연구와 방법론으로 기존 행동 예측 연구 결과와 한계 그리고 논문에서 사용한 방법론을 소개한다. 3장에서는 본 논문에서 제안하는 Time Aligned-LSTM에 대해 자세하게 기술하고 학습에 사용한 데이터를 설명한다. 4장에서는 방법론 검증을 위한 실험 환경을 제시하며, 6개의 스마트 홈 데이터 세트를 사용한 제안 방법의 성능을 평가한다. 마지막으로 5장에서는 결론에 관해 기술하고 본 연구가 갖는 한계점 및 향후 연구에 관하여 기술했다.

    

    

  
    
      Ⅱ. 관련 연구 및 방법론
      
        2.1 사람 행동 예측 기계학습 연구
        스마트 홈에서 사용자의 행동을 예측하는 문제는 기계학습, 시계열 분석 등의 기법으로 다양한 기존 연구들이 있다[10]-[12]. 딥러닝 기법 이전의 연구에서는 사람의 하루 행동을 예측(Activities daily living)을 수행하기 위해 집의 구조 7가지를 가정하고, IoT 센서 장치 설치하여 사람의 행동을 캡쳐할 수 있는 테스트베드를 만들고, 11개의 데이터 세트를 구축했다. 데이터 세트를 구축할 때 행동 레이블링을 하였는데 Personal Hygiene, Sleep, Bed-to-toilet, Eat, Cook, Work, Leave Home, Enter Home, Relax, Take Medicine, Bathing의 12가지 레이블을 사용했고 이는 인간 건강 상태 측정에 보편적으로 사용되는 레이블들이라고 한다. 해당 연구에서는 구축한 데이터 세트로 NBC(Naive Bayes Classifier), HMM(Hidden Markov Model), CRF(Conditional Random Field) 세 가지 기계학습 모델에서 예측을 수행했다. 그 결과 예측 성능이 90% 이상에 달하는 예도 있었지만 대부분 50~70% 정확도의 결과를 얻었다[13].

      

      
        2.2 사람 행동 예측 딥러닝 연구
        여러 가지 스마트 홈 공개 데이터 세트가 등장하였고 기계학습보다 더 나은 성능을 도출할 수 있는 딥러닝 방식에 관심이 집중되며 HAR 분야에 딥러닝 방법론을 사용하는 연구가 증가했다. 시계열 센서 데이터에서 사람 행동 예측을 위해 딥러닝 접근법을 사용한 연구에서는 슬라이딩 윈도우로 입력 데이터를 변환하여 1차원 컨볼루션(1D-CNN) 기법으로 시계열 데이터에서 연속된 샘플 간의 연관성을 학습하도록 했다. 하지만, 컨볼루션 방법은 소수의 인접한 샘플을 학습할 수 있도록 커널을 사용하기 때문에 측정 시간 단위가 짧아 많은 수의 샘플을 입력으로 사용해야 하는 상황에는 해당 방법이 적합하지 않다[14].

        Liciotti의 연구는 CASAS 데이터 세트를 사용해 행동을 예측하는 기존 연구가 없어 CASAS 데이터 세트를 사용한 행동 예측 딥러닝 모델 연구를 수행했다. 이 연구에서는 행동 예측 딥러닝 모델로 자주 사용되는 CNN보다 LSTM이 더 낫다는 근거를 제시하고 시계열 센서 데이터에서 행동 예측을 위한 모델로 LSTM의 사용을 제안했다. 게다가, 3가지 새로운 LSTM 구조인 Casc-LSTM, Ens2-LSTM, CascEns-LSTM을 제안하였는데, 짧게 요약하면 LSTM과 biLSTM의 학습 순서와 모델 결합 방법을 달리하고 명칭을 다르게 붙였다. LSTM의 실험 결과로 약 86%~ 94%의 정확도를 얻었으며, CASAS 데이터 세트에 기계학습 방법론을 사용한 기존 연구와 비교하기 위해 Milan, Cairo, Kyoto2, Kyoto3, Kyoto4를 사용했으며, 기존 방법 대비 LSTM 모델이 많게는 30% 이상 적게는 1%의 평균적인 성능 향상 결과를 얻었다[15].

        하지만, 여전히 이러한 기존 연구들에서 모두 시간 순서에 따른 순차 정보는 학습되나, 하루 중 어떤 시간에 행동이 발생하는지에 대한 정보는 반영할 수 없다는 한계가 있다.

      

      
        2.3 Cyclical Encoding
        Cyclical Encoding 변환 방법은 시계열 데이터에 계절성, 주기성, 순환성(Seasonality)이 있을 때 사용하는 인코딩 방식이다. 이 인코딩 방식은 일, 월, 년 단위의 변환을 주로 사용하며, 1개의 시간 데이터를 식1을 사용하여 2개의 Cos, Sin 값으로 변환한다. 여기서 시간을 입력으로 받는데 우리의 경우 24시간을 기준으로 최소단위 초를 사용하여 max를 24*60*60을 사용했다.
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        두 개의 변환된 값을 2차원 그래프에 그려보면 마치 24시간 시계를 모양의 그래프를 볼 수 있다. 즉, 이 인코딩 방식을 사용하면 일, 월, 년 단위에 따른 순환성을 표현할 수 있게 된다[16][17].

        사용할 센서 데이터 측정 시계열 데이터 세트의 패턴을 보았을 때, 행동 데이터에는 24시간의 패턴이 있음을 파악하였고 이를 근거로 시각에 대한 정보를 학습할 수 있도록 이 인코딩 방식을 사용했다.

      

    

    

  
    
      Ⅲ. 본 론
      
        3.1 실험 데이터 세트
        CASAS는 워싱턴 대학의 스마트 홈 프로젝트에 서 여러 개의 스마트 홈 환경을 가상으로 구성한 테스트 베드에서 수집한 데이터 세트이다[18]. 스마트 홈 오픈 데이터 세트에는 CASAS 이외에도 Opportunity, SPHERE, Orange4Home 등이 있었으나, 행동 예측을 위해 너무 많은 가속도 센서를 사용했거나, 순차 데이터가 아니거나, 레이블링이 없거나, 데이터를 구할 수 없거나, 데이터 오류가 많은 등의 문제가 있었다. 반면 이러한 문제가 없고, 여러 가지의 집에 대한 데이터가 있다는 점과 레이블의 클래스가 유사하여 데이터의 일관성 또한 좋았기에 연구에 활용하였다.

        데이터는 침실, 욕실, 주방, 거실/식당을 포함하는 3종류의 아파트로 구성했으며 아파트 내의 거주자의 정보를 수집하기 위해 문 열림 감지, 모션 감지, 온도 센서를 사용했다. CASAS 원천 데이터는 아래의 표 1에 나타낸 것과 같다.

        
          Table 1. 
				
          

          
            Example of sensors data
          
          

        

        
          
            
              	Timestamp
              	Sensor
              	State/Value
              	Activity
            

          
          
            	2009-06-10 00:00:00
            	T003
            	19
            	Other
          

          
            	2009-06-10 03:20:59
            	M006
            	ON
            	Night wandering begin
          

          
            	2009-06-10 03:25:24
            	M012
            	OFF
            	Night wandering end
          

          
            	2009-06-10 03:38:49
            	T001
            	20.5
            	Other
          

          
            	2009-12-01 12:19:19
            	D001
            	OPEN
            	Leave_Home begin
          

          
            	2009-12-01 12:19:27
            	M002
            	OFF
            	Leave_Home end
          

        

        

        스마트 홈에서 센서의 발동으로 측정된 데이터 세트에서의 의미 있는 행동은 매우 희소하다. 일반적으로 측정할 수 없거나 특정 행동 이후에는 같은 행동을 지속하는 경우가 많기 때문이다. 게다가 사람의 모든 행동을 측정하고 레이블링한 것이 아니기에 기타 행동이 대부분을 차지한다는 것을 표 2의 데이터 분포표에서 확인할 수 있다.

        
          Table 2. 
				
          

          
            Class distribution by CASAS dataset
          
          

        

        
          
            
              	 Dataset
              	Cairo
              	Milan
              	Kyoto2
              	Kyoto4
              	Tulum 2009
              	Aruba
            

            
              	 Claases
            

          
          
            	Other
            	725
            	2120
            	200
            	3234
            	11635
            	6791
          

          
            	Bed_to toilet
            	30
            	89
            	73
            	40
            	153
            	157
          

          
            	Sleep
            	102
            	96
            	70
            	567
            	268
            	401
          

          
            	Work
            	46
            	54
            	112
            	916
            	5306
            	171
          

          
            	House keeping
            	10
            	636
            	82
            	1142
            	1868
            	98
          

          
            	Personal hygiene
            	X
            	23
            	3
            	1
            	197
            	X
          

          
            	Eating
            	127
            	576
            	102
            	409
            	2416
            	1863
          

          
            	Relax
            	67
            	445
            	29
            	220
            	2198
            	2919
          

          
            	Leavehome
            	69
            	214
            	X
            	208
            	117
            	431
          

        

        

        주어진 데이터 세트의 시간 측정 단위가 일정하지 않다는 한계가 있다. 따라서, 일정 기간이 아닌 일정한 수의 데이터를 입력받을 수 있도록 기존 연구와 같게 시퀀스 길이를 2,000으로 설정하여 입력 데이터를 구성했다. 시퀀스 길이는 본 연구자가 500~4000까지의 값을 모두 실험했지만, 기존 연구에서 제안하는 길이인 2,000이 가장 성능이 좋았다.

        Daniele의 연구에서는 CASAS 데이터 세트 중 Milan, Cairo, Kyoto2, Kyoto3, Kyoto4 총 5개의 데이터 세트를 데이터의 모양이 같고 레이블링되어 있어 사용했다고 제시했는데, 본 연구자가 파악했을 때, Milan, Cairo, Kyoto2, Kyoto4 이외에도 레이블 유사성이 높은 두 개의 데이터 세트(tulum2009, aruba)를 검증에 추가로 사용했다. 데이터 세트의 레이블은 Bed_to_toilet, Sleep, Work, Personal_hygiene, House_keeping, Eating, Relax, Leave_home, Other로 총 9개로 구성했으며, 일부 데이터 세트에는 레이블이 1개씩 부족한데, Cairo는 Personal_hygiene 레이블이, Kyoto2는 Leave_home 레이블이, Aruba는 Personal_hygiene 레이블이 없어 해당 데이터 세트들은 8개의 행동 레이블을 갖도록 구성했다. 따라서 실험에 사용한 데이터 세트들의 요약 정보는 표 3과 같다.

        
          Table 3. 
				
          

          
            Experimental data sets summary
          
          

        

        
          
            
              	Dataset
              	Cairo
              	Milan
              	Kyoto2
              	Kyoto4
              	tulum 2009
              	aruba
            

          
          
            	Num of user
            	2+Pet
            	1+Pet
            	2
            	3
            	2
            	1
          

          
            	Num of senser
            	27
            	32
            	71
            	72
            	20
            	39
          

          
            	Sensor type
            	M,T
            	M,T,D
            	M,T,D
            	M,T,D
            	M,T
            	M,T,D
          

          
            	Activity
            	8
            	9
            	8
            	9
            	9
            	8
          

          
            	Days
            	56
            	92
            	46
            	250
            	84
            	90
          

        

        

        이후 모델의 입력에 활용할 수 있는 형태로 변환하는 데이터 변환 작업을 수행했다. 앞서 언급한 것처럼 기존 연구들의 한계로 모델의 입력 데이터 구성 시 시간순서 즉, 순차적으로 한 번에 고려할 윈도우 크기를 정하여 모델 학습에 이용할 뿐 몇 시 몇 분 몇 초와 같은 행동의 발생 시간 데이터는 사용하지 않고 있었다. 행동 발생 시간은 일 단위, 주 단위의 주기성이나 패턴이 있는지를 파악할 수 있는 중요한 정보임에도 기존 연구자들은 모델에 이 데이터를 활용하지 않고 있었다.

        2장에서 Cyclical Encoding 방법을 사용하여 단일 시간 정보에서 24시간 주기적 패턴을 Cos 시간과 Sin 시간 총 2개의 특징을 입력으로 변환했다. 다만, 센서 상태와 값의 시계열 데이터는 원-핫 인코딩을 통해 정수형으로 변환되기 때문에 이 두 가지 데이터 타입이 맞지 않아 하나의 입력으로 합쳐서 사용할 수 없다는 문제가 있다. 따라서, 별도의 입력으로 모델에 사용할 수밖에 없고, 원-핫 인코딩을 밀집 벡터로 변환할 필요도 있었기 때문에 학습 초기에는 별도로 표현 학습을 수행하고, 전체 모델의 중간에서 이 두 가지 정보를 결합하여 최종 예측을 생성하는 모델 구조인 Time Aligned-LSTM을 제안하게 되었다.

      

      
        3.2 Time Aligned-LSTM
        본 연구에서 제안하는 모델을 짧게 요약하면, 시계열 센서 상태 데이터와 동시에 시간 정보를 모델의 입력으로 활용한 LSTM 기반 딥러닝 모델이다. 기존의 LSTM, CNN, CNN-LSTM 방법들과 차이는 센서 상태 정보 이외에도 발생 시간 정보를 모델의 입력에 직접 활용한다는 점이다.

        그림 1에는 제안 모델의 구조를 도식화했는데, 모델 입력으로 2개가 필요하다. 첫 번째 입력은 센서의 상태 데이터이고 여러 가지 센서 종류와 상태의 조합을 수치형으로 변환해야 하기에 원-핫 인코딩 변환법을 사용하게 되어 정수형이다. 두 번째 입력은 발생 시간 정보로 시간의 순환성(주기성)을 데이터에 반영하기 위해 순환 인코딩 변환법을 사용하여 cos과 sin 값으로 치환된 2차원의 부동 소수형 데이터이다.

        
          
          

          Fig. 1. 
				
          

          
            Time Aligned-LSTM structure for direct utilization of time information into model input
          
          

          

        

        두 개의 입력의 흐름을 설명하면, 첫 번째 입력은 원-핫 인코딩된 데이터로 모델에 입력으로 활용하기 위해서는 입력을 임베딩 층을 거쳐 벡터 형태로 변환해야 했다. 이후에는 별도의 LSTM 층을 거쳐 학습된다. 두 번째 입력은 바로 LSTM 층을 거쳐 학습되며, 이렇게 생성된 두 개의 LSTM 은닉 출력을 하나의 벡터로 합치는 Concatenate 작업을 수행하여 두 입력 데이터로부터 추출한 패턴 정보를 융합하여 결합된 벡터 하나를 생성한다. 결합된 벡터는 완전 연결층 (Fully-Connectec Layer)을 거쳐 최종 출력을 생성한다.

        층별 하이퍼 파라미터는 임베딩 층에는 (seq_length, embedding_size)로 (2000, 100)을 사용했으며, 첫 번째 입력에 대한 LSTM 층에서는 (input_size, hidden_size, layer_size)를 (100, 32, 3)을 사용했고, 두 번째 입력에 대한 LSTM층 에서는 (2, 32, 3)을 사용했고, Dropout은 모두 0.2를 사용했다. 또한, 학습 파라미터로 epoch는 100을 사용했고, 학습률은 1e-3을, weight_decay는 0.1을 사용했다.

        모델 학습에 사용한 최적화 함수는 L2 정규화(Regularization)를 업데이트 식에 포함한 AdamW를 사용했으며, 일반적으로 많이 사용되는 Adam을 사용한 모델 학습 시 지역 최솟값에서 벗어나는데 여러 에포크가 걸리는 문제가 있어 AdamW를 사용하게 되었다[19]. 손실함수로는 다중 클래스 분류에 활용되는 Cross Entropy Loss를 사용했다.

      

    

    

  
    
      Ⅳ. 실험 결과
      
        4.1 실험 환경과 평가 지표
        제안한 Time Aligned-LSTM을 검증하기 위해서는 3장에서 언급한 CASAS 데이터 세트 중 6개를 사용했다. 모델의 성능을 평가하기 위한 실험 환경의 스펙은 Intel 커피레이크 i9-9900 CPU 3.10GHz Core 6, 메모리 용량 32GB, Nvidia Geforce 2080ti (12GB)이며, 사용한 패키지 버전은 Python 3.8.8, Torch-gpu 1.10.1, cuda 11.2, cudnn 8.1.0이다.

        모델의 성능 평가 지표는 분류 성능 평가 지표로 많이 사용되는 정확도(Accuracy), 정밀도(Precision), 재현율(Recall), F1-score를 사용했다. 주어진 학습 데이터의 불균형이 심하다는 것이 여러 가지 지표를 사용한 이유이다. 이런 경우에 정확도만을 사용해 성능을 평가할 경우, 관점에 따라 잘못된 결과가 나올 가능성이 높다. 즉, 단순하게 참을 참으로 거짓을 거짓으로 맞추는 정확도만으로는 제대로 성능 평가를 할 수 없다는 것이고, 재현율과 정밀도의 조화평균을 사용한 F1-Score까지 사용했다. 데이터는 학습 데이터와 검증 데이터로 8:2 분할 및 임의 추출했으며, 5번의 실험을 거쳐 검증 데이터의 평균 성능을 도출하였다.

      

      
        4.2 성능 평가
        표 4에는 6개의 CASAS 데이터 세트에 따른 Bi-LSTM과 Time Aligned-LSTM의 2가지 모델 그리고 4개의 성능 지표로 표를 구성하였다. 모델을 위와 같이 구분한 것은 Bi-LSTM은 센서 데이터 정보만을 모델 입력에 사용했고, Time Aligned-LSTM은 시간, 센서 데이터 모두를 입력에 사용했다는 차이가 있다.

        
          Table 4. 
				
          

          
            Bi-LSTM and Time Aligned-LSTM experimental results for 6 data sets: accuracy, precision, recall, F1-score
          
          

        

        
          
            
              	Metrics(%)
              	Model
              	Dataset
            

            
              	Cairo
              	Milan
              	Kyoto2
              	Kyoto4
              	Tulum2009
              	Aruba
            

          
          
            	Accuracy
            	Bi-LSTM
            	84.31
            	91.6
            	71.65
            	83.95
            	89.1
            	95.78
          

          
            	Time-LSTM
            	
              88.9
            
            	
              94.45
            
            	
              78.8
            
            	
              86.22
            
            	
              92.09
            
            	
              96.65
            
          

          
            	Precision
            	Bi-LSTM
            	82.8
            	91.6
            	82.6
            	85.1
            	88.5
            	95.4
          

          
            	Time-LSTM
            	
              89.9
            
            	
              94.6
            
            	
              83.1
            
            	
              87.3
            
            	
              91.6
            
            	
              96.8
            
          

          
            	Recall
            	Bi-LSTM
            	84.3
            	91.6
            	71.7
            	84.0
            	89.1
            	95.8
          

          
            	Time-LSTM
            	
              88.9
            
            	
              94.5
            
            	
              78.8
            
            	
              86.2
            
            	
              92.1
            
            	
              96.7
            
          

          
            	F1-score
            	Bi-LSTM
            	83.3
            	91.3
            	73.8
            	84.0
            	88.5
            	95.4
          

          
            	Time-LSTM
            	
              89
            
            	
              94.2
            
            	
              79.1
            
            	
              86.2
            
            	
              91.6
            
            	
              96.6
            
          

        

        

        F1-Score를 기준으로 해석하면 1.2%~5.7%만큼의 성능 향상이 있음을 확인할 수 있어, 6개의 데이터 세트에서 전반적으로 Time Aligned-LSTM의 성능이 뛰어나다는 것을 확인할 수 있다.

        또한 Liciotti 연구와의 비교 평가를 위해 공통의 데이터 세트 4개와 기존 연구의 가장 좋은 방법인 bi-LSTM 성능과 제안 방법의 Time Aligned-LSTM의 2가지 모델 그리고 4가지 평가 지표별 성능을 비교할 수 있도록 표 5에 나타내었다[15].

        
          Table 5. 
				
          

          
            Comparison of performance evaluation with previous studies
          
          

        

        
          
            
              	Metrics
(%)
              	Model
              	Dataset
            

            
              	Cairo
              	Milan
              	Kyoto2
              	Kyoto4
            

          
          
            	Accuracy
            	Previous[15]
            	86.90
            	94.12
            	74.37
            	85.89
          

          
            	Proposed
            	
              88.9
            
            	
              94.45
            
            	
              78.8
            
            	
              86.22
            
          

          
            	Precision
            	Previous
            	86.67
            	94.00
            	75.00
            	86.00
          

          
            	Proposed
            	
              89.9
            
            	
              94.6
            
            	
              83.1
            
            	
              87.3
            
          

          
            	Recall
            	Previous
            	87.0
            	94.00
            	74.33
            	86.00
          

          
            	Proposed
            	
              88.9
            
            	
              94.5
            
            	
              78.8
            
            	
              86.2
            
          

          
            	F1-score
            	Previous
            	86.67
            	94.00
            	74.33
            	86.00
          

          
            	Proposed
            	
              89
            
            	
              94.2
            
            	
              79.1
            
            	
              86.2
            
          

        

        

        마찬가지로 F1-Score로 해석하면 4개의 데이터 세트에서 전반적인 성능 향상이 있었지만, Milan과 Kyoto4 데이터 세트의 경우 기존 연구의 Bi-LSTM 방법에 비해 유의미한 개선이 있지 않았다.

      

    

    

  
    
      V. 결론 및 향후 과제
      본 연구에서는 스마트 홈에서 사람의 행동 예측을 위한 모델 성능 향상을 목표 달성을 위해 기존 방법들과 달리 시간 정보를 직접 모델링하는 Time Aligned-LSTM 방법을 제안했다. 기존 연구와의 성능 비교 시 전반적으로 뛰어난 성능을 보였는데, 검증에 사용한 데이터 세트에 따라 차이가 있으나 대략 1.2~5.7%의 성능 향상을 달성했다. 연구의 가정이었던 모델링에 시간 정보의 직접 활용이 유의미하다는 것을 bi-LSTM 방법과 Time Aligned-LSTM의 비교 평가로 입증했다. 따라서, 본 논문에서는 기존 방법들과 달리 시간 정보의 직접 활용, 이에 따른 새로운 모델 구조 제안, 기존 연구 성능 개선의 총 3가지의 기여를 했다.

      시계열 데이터에서 사람의 행동을 예측하는 연구는 스마트 홈에만 적용되는 것이 아니다. 시간 순서로 발생하는 데이터에서 사람의 행동 패턴을 찾아낼 필요가 있는 전자 상거래 추천, 서비스 키오스크 추천, 뇌파에 따른 상태 예측 등과 같은 분야에서는 상태 데이터와 발생 시간 정보를 동시에 사용하는 제안 방법론을 적용할 수 있을 것으로 기대된다.

      다만, 수행한 연구에서는 단일 집에서 발생하는 데이터에 같은 모델링 방법론을 적용해 성능을 검증하는 것에 그쳤다는 한계가 있다. 분산된 IoT 데이터의 대규모 학습으로 많은 수의 데이터를 확보하고 고성능의 활동 인식 모델 개발 연구가 이루어지고 있는 현시점에서 단일 데이터 세트로 검증한 모델의 연구는 한계가 있을 것이다.

      따라서, 추후 연구로 가능한 실제 상황에 가깝도록 IoT 장치들을 관리하는 허브를 구축하고, 여러 집에서 발생하는 데이터를 안전하게 공통의 모델을 학습하여 고성능 모델의 달성이 가능한지를 실험하는 연구의 수행이 필요하다. 해당 연구에서는 제약적인 장치 상황에 알맞은 모델의 개선과 분산 학습할 수 있는 기술의 연구가 병행 수행되어야 할 필요가 있다.
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