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            Abstract
          
        

        
          YOLOv5 모델을 이용한 인공지능 분류 모델은 기존의 이미지 분류 모델인 이피션뎃(EfficientDet), 이피션넷(EfficientNet), YOLOv4 등보다 성능이 우수함에도 모델 활용 사례가 부족한 실정이다. 실험실이나 연출된 상황에서 야생동물을 촬영한 이미지를 분류하는 모델은 해상도, 각도, 조도, 기상상황이 천차만별인 실제 상황과 달라 기존에 제안된 연구가 갖는 한계도 존재한다. 본 연구는 최근 차량이 운행하는 길에 야생동물이 출몰하여 로드킬을 발생시키는 사고를 줄이는데 기여할 수 있다. 해당 사고는 야생동물이 다치거나 죽는 일 외에도 차량 파손 및 인명 피해를 일으킨다. 이 글은 야생동물을 육안 대비 우수한 수준으로 탐지하여, 사고를 예방하는 서비스 개발에 핵심 역할을 하는 욜로 5 모델링 기법을 적용하여 우수한 성능을 확인하였다.

        

        
          
            초록
          
        

        
          Although the AI ​​classification model using the YOLOv5 model has better performance than the existing image classification models such as EfficientDet, EfficientNet, and YOLOv4, there are few model use cases. The model for classifying images of wild animals in a laboratory or staged environment differs from the actual situation in which resolution, angle, illuminance, and weather conditions vary widely, so there are limitations in existing studies. This study can contribute to reducing the number of roadkill accidents caused by wild animals appearing on the road of recent vehicles. In addition to the injury or death of wild animals, the accident causes vehicle damage and human casualties. This article confirmed the excellent performance by applying the YOLO 5 modeling technique, which plays a key role in the development of a service that detects wild animals at a superior level compared to the naked eye and prevents accidents.
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      Ⅰ. 서 론
      야생동물 개체 수 및 이동 경로 조사 수단으로 CCTV 외 이동식 영상 카메라를 활용하고 있다. 야생동물 도메인 전문가와 영상촬영팀이 직접 촬영된 영상을 확인하면서 종판독과 개체수 조사를 진행하여 노동집약적인 분야이다. 특히, 야생동물의 출몰지역이 평지보다는 임야 또는 산악지대가 대부분이고 야행성 동물은 주로 야간에 활동하여 야간 촬영역시 필수적이다. 따라서, 야생동물의 특성상 급접촬영이 어렵고 야간 촬영이 이루어지는 경우에 사람의 육안에 의존한 영상 촬영과 판독으로 야생동물의 정확한 개체수 파악이 어려운 실정이다.

      일반인들에게 드러나는 야생동물 중 상당수는 도로 위에서 로드킬로 희생되고 있다. 이런 현상을 방지하기 위하여 도로에 생태통로를 구성하였으나 그 효과는 미비하다.

      따라서, 야생동물을 탐지하는 역할을 인공지능이 대체할 수 있다면 불필요한 노동력을 절감하고 연구의 정확도를 높여 야생동물 연구 및 조사에 활용될 수 있을 것이다.

      이 글에서는 야생동물의 개체 파악 및 로드킬 방지를 위하여 필요한 야생동물 객체탐지 기법으로 YOLOv5 모델을 적용하여 다음장과 같이 방법과 내용으로 연구하였다.

    

    

  
    
      Ⅱ. 본 론
      본 연구는 인공지능 모델을 구성하기 위하여 수집, 정제, 가공, 학습의 과정을 수행하였다.

      YOLOv5 모델 적용 전 학습데이터셋 구축에 주요 11종은 다음과 같다.

      그림 1 중 개체는 고라니, 너구리, 노루, 다람쥐, 멧돼지, 멧토끼, 반달가슴곰, 왜가리, 족제비, 중대백로, 청설모 이미지 데이터 11을 대상으로 하였다. 종선정 기준은 로드킬, 천연보호종을 대상으로 우선 선정하였으며, 수집이 어려운 멸종위기종은 제외하였다.

      
        
        

        Fig. 1. 
				
        

        
          Highway roadkill status
        
        

        

      

      학습데이터 셋 구축 과정은 AI 학습에 적합하도록 데이터의 목적성, 획득가능성, 정확성, 신뢰성, 다양성 및 균일성, 개인정보 등의 법률적 문제까지 고려하여 구성하였다[1].

      본 연구에서 사용한 모델 YOLOv5는 Backbone과 Head 부분으로 그림 2와 같이 구성된다. Backbone은 이미지로부터 Feature map을 추출하는 부분이고 Head는 추출된 Feature map을 바탕으로 물체의 위치를 찾는 구조이다[2].

      
        
        

        Fig. 2. 
				
        

        
          Artificial intelligence data composition procedure 
        
        

        

      

      본 연구에서 객체 선정은 군집 생활을 할 경우 다수의 객체가 될 수 있고 빠르게 이동하기 때문에 대상 모델로서 적합하다고 판단하였다.

      그림 3은 YOLOv5 알고리즘을 네트워크의 크기에 따라 v5n, v5s, v5m, v5l, v5x로 나뉘고, 가장 큰 모델인 v5x 네트워크 크기가 크고, 속도가 느린 대신 정확도가 높고, v5n으로 갈수록 정확도가 다소 낮아지는 대신 속도가 증가하게 됨을 보여준다[4].

      
        
        

        Fig. 3. 
				
        

        
          YOLOv5 model-specific peformance comparison
        
        

        

      

      YOLOv5 모델의 가장 큰 장점은 ‘용량이 상대적으로 적으며 V4와 유사한 성능’으로 그림 4와 같다. 향후 본 연구의 결과물이 실제 장비에 적용될 경우 상대적으로 용량이 적은 모델을 활용하는 것이 유리하다고 판단하였다[5]. 이 글의 이미지를 추출하기 위하여 활용한 동영상은 초당 30프레임 기준의 카메라 성능을 가정하여 진행하였다. 촬영된 동영상에서 1초 단위의 30장 이미지 중 2개의 이미지를 수작업으로 추출하고 수집된 데이터를 대상으로 일괄적으로 중복성 검사를 수행하여 중복이미지를 삭제하는 방식으로 전처리 (데이터 정제)하였으며 이를 위해 표 1과 같은 구축 툴을 활용하였다.

      
        
        

        Fig. 4. 
				
        

        
          YOLO performance comparison
        
        

        

      

      
        Table 1. 
				
        

        
          Data build tools
        
        

      

      
        
          
            	No.
            	Tool
            	Equipment use
            	Note
          

        
        
          	1
          	Dup detector
          	Data cleaning tools
          	Remove images of duplicate and similar
        

        
          	2
          	Photoshop
          	Data cleaning tools
          	de-identification
        

        
          	3
          	AI annotation
          	Data annotation
          	Apply annotation automation
        

      

      

      주간 데이터는 RGB, 야간데이터는 IR 카메라로 촬영되었으며 이미지는 JPG 형식으로 변환하여 저장하였다. 데이터 수집 장비는 디지털카메라, 스마트폰단말기, 무인센서CCTV를 활용하여 표 2와 같은 장비로 수집하였다.

      
        Table 2. 
				
        

        
          Data construction equipment
        
        

      

      
        
          
            	No.
            	Division
            	Specification
          

        
        
          	1
          	Digital camera
          	1 million pixels or more
        

        
          	2
          	Smart phone
          	A terminal capable of recording video images of 1 million pixels or more
        

        
          	3
          	Unattended sensor CCTV
          	UHD 8.2 megapixel outdoor camera
        

      

      

      
        2.1 데이터 가공 및 분할
        YOLOv5 모델을 활용하기 위한 가공 방식은 바운딩박스와 라벨링을 그림 6과 같이 적용하였다. 그림 5와 같이 수집된 이미지를 대상으로 바운딩박스 좌표와 라벨링 정보를 JSON 파일로 저장하였으며 저작도구를 활용하여 가공하였다.

        
          
          

          Fig. 5. 
				
          

          
            Labeled boar bound box
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Labeled JSON file
          
          

          

        

        데이터 학습 정확도를 위해서 데이터 가공시 의미정확성을 의미하는 바운딩 박스의 정확도는 95% 이상을 목표로 진행하였다. 데이터셋 분할은 학습, 검증, 시험 데이터로 분할하여 그 비율은 8:1:1로 진행하였다. 학습데이터의 수량은 표 3과 같이 구성하였다[6].

        
          Table 3. 
				
          

          
            Quantity by learning dataset type
          
          

        

        
          
            
              	Class
              	Learning
              	Verification
              	Test
            

          
          
            	Elk
            	30,948
            	3,890
            	3,848
          

          
            	Raccoons
            	13,741
            	1,720
            	1,715
          

          
            	Roe deer
            	25,250
            	3,142
            	3,148
          

          
            	Squirrel
            	34,152
            	4,275
            	4,264
          

          
            	Wild boar
            	30,683
            	3,805
            	3,810
          

          
            	Wild rabbit
            	24,504
            	3,027
            	3,089
          

          
            	Half moon bear
            	14,960
            	1,866
            	1,880
          

          
            	Common heron
            	25,973
            	3,255
            	3,248
          

          
            	Weasel
            	14,857
            	1,858
            	1,855
          

          
            	Great egret
            	21,707
            	2,693
            	2,722
          

          
            	Hearing cap
            	22,258
            	2,796
            	2,795
          

          
            	Sum
            	259,033
            	32,327
            	32,374
          

        

        

        상대적으로 너구리, 반달가슴곰, 족제비의 데이터 수량이 기타 종과 비교하여 상대적으로 낮게 수집되었으며 고라니, 멧돼지의 데이터 수량이 가장 많이 수집되었다. 외형적으로 유사한 종으로 볼 수 있는 너구리와 족제비, 고라니와 노루는 비교종과 유사한 수량을 학습하였다. 또한 전체 데이터를 대상으로 비교하였을 때 특정한 종의 학습 수량이 많지 않도록 통계적 다양성을 검토하여 수집하였다[7]. 주, 야간 비율은 야행성과 주행성으로 구분하여 야행성 동물은 야간 데이터의 비율을 상대적으로 높게 수집하였다.

      

      
        2.2 학습율과 알고리즘 그리고 시스템
        표 4와 같이 학습 데이터의 시스템은 Ubuntu 18.04, 32GB Memory, Geforce RTX3090 24GB로 구성되었다. 학습 데이터를 학습, 테스트, 유효성평가 등에 활용한 언어는 Python을 사용하였다. 학습율인 epoch는 24로 진행하였다. 학습모델은 YOLOv5m로 하였다.

        
          Table 4. 
				
          

          
            Learning model environment
          
          

        

        
          
            
              	Item
              	Learning
            

          
          
            	Development language
            	Python 3.6.9
          

          
            	Framework
            	pytorch 1.10.1
          

          
            	Learning model
            	YOLOv5m
          

        

        

      

      
        2.3 학습결과
        그림 7과 같이 학습율, 배치 사이즈를 조정하면서 데이터를 학습하였다. 학습 결과 최종 모델의 유효성 지표(mAP)은 그림 9와 같이 0.911이 나왔다.

        
          
          

          Fig. 7. 
				
          

          
            Learning process
          
          

          

        

        
          
          

          Fig. 8. 
				
          

          
            Example of ‘train.py’
          
          

          

        

        표 5의 종별 결과를 검토하면 상대적으로 멧돼지와 반달가슴곰, 중대백로, 청설모의 탐지율이 높게 나왔으며 노루, 너구리의 탐지율이 낮게 기록되었다. 총학습 시간은 약 100시간 소요되었다. 그림 8, 10, 11은 학습결과를 도출하는 과정을 보여준다.

        
          Table 5. 
				
          

          
            Whildlife data learning results
          
          

        

        
          
            
              	Class
              	Learning
              	Verification
              	Test
              	mAP
            

          
          
            	Elk
            	30,948
            	3,890
            	3,848
            	0.923
          

          
            	Raccoons
            	13,741
            	1,720
            	1,715
            	0.807
          

          
            	Roe deer
            	25,250
            	3,142
            	3,148
            	0.895
          

          
            	Squirrel
            	34,152
            	4,275
            	4,264
            	0.915
          

          
            	wild boar
            	30,683
            	3,805
            	3,810
            	0.944
          

          
            	wild rabbit
            	24,504
            	3,027
            	3,089
            	0.929
          

          
            	half moon bear
            	14,960
            	1,866
            	1,880
            	0.934
          

          
            	common heron
            	25,973
            	3,255
            	3,248
            	0.912
          

          
            	weasel
            	14,857
            	1,858
            	1,855
            	0.902
          

          
            	great egret
            	21,707
            	2,693
            	2,722
            	0.936
          

          
            	hearing cap
            	22,258
            	2,796
            	2,795
            	0.924
          

          
            	Sum
            	259,033
            	32,327
            	32,374
            	0.911
          

        

        

        
          
          

          Fig. 9. 
				
          

          
            Object detection learning results
          
          

          

        

        
          
          

          Fig. 10. 
				
          

          
            Detection result of completion model I
          
          

          

        

        
          
          

          Fig. 11. 
				
          

          
            Detection result of completion model II
          
          

          

        

      

      
        2.4 문제점 및 개선방향
        본 연구 결과 및 과정을 통해 다음과 같은 문제점과 개선 방향을 도출할 수 있었다. 첫째, YOLOv5 모델을 이용한 야간데이터의 JPG 변환 과정에서 IR카메라의 원시데이터 특성이 반영되지 않았을 가능성을 검토해볼 필요가 있다. 픽셀당 변수로 색상 변수가 있다. 해당 색상 변수의 RGB와 IR 이미지 데이터는 상이하여, JPG 변환을 위한 방법론을 추가로 제시한 후속 연구가 필요하다. 이를 위해서는 해당 색상 변수에 대한 실험데이터를 축적할 필요성이 있다[8].

        둘째, 카메라 모듈에 인공지능 모델을 탑재할 경우 제한적인 장비 사양으로 인해 모델의 용량이 최소화되어야 한다. 그러나 높은 성능을 얻기 위해 데이터 학습량을 늘릴수록 모델의 용량이 증가하는 한계가 있었다. 그러므로 실험 상황에서 활용한 연구 결과를 상용화하기 위해서는 적정한 성능치와 비교분석된 학습량이 추후 제시되면 상용화에 도움을 줄 것으로 기대된다[9].

      

    

    

  
    
      Ⅲ. 결 론
      이 글은 야생동물의 주, 야간 데이터를 동시에 학습시켰을 경우가 다른 연구과 차별성을 갖는다. 실제 정확도 측면에서 YOLOv5 모델은 야간과 주간에 따른 정확도가 크게 하락하지 않아 실제 상용화 과정에서 해당 결과를 참고할 수 있을 것으로 사료된다. 특히, 특정 영상은 객체가 빠르게 이동한 야간 이미지였다. 이 경우 육안으로는 야생동물의 종판별과 종식별이 쉽지 않다. 그러나 본 연구에서 수행한 학습 결과, 야간 영상에서도 비교적 우수한 객체 탐지 성능을 확인 할 수 있었다.

      본 연구 결과 중 주목할 부분은 다수의 유사한 객체가 존재하는 경우 해당 객체를 구체적 수준(종 판별)으로 탐지했다는 점이다. 예를 들어 그림 10, 11과 같이 야생동물 중 외형적으로 유사한 종에 대한 탐지 결과를 보면 다음과 같다. 우선 너구리와 오소리, 고라니와 노루의 경우 외형적으로 구분되는 특징이 분명하지만 다양한 촬영환경에서 외형적 특징이 육안으로는 식별이 불가능하다.

      또는 야생동물 전문가라할지라도 구분하기 위해서 많은 시간이 소요되는 이미지들을 수집하여 학습 후 정확도를 측정하였다. 본 연구에서 활용한 모델은 대부분 유사한 외형의 종도 구분을 탐지했으며 기초모델과 학습 후의 모델에 동일한 이미지를 입력하였을 경우 다른 결과값을 보여주었다. 육안으로 식별이 어려운 부분을 모델이 수행하는 것을 증명하였다. 향후 야간에 촬영된 이미지를 대상으로 YOLOv5m 모델을 활용한 객체탐지 연구를 통해 불특정 다수의 야생동물이 실시간으로 동시에 빠르게 이동하는 경우에도 탐지가 가능할 것으로 판단된다.

      후속 연구로 다른 종류의 영상 장비(저, 중, 고 품질)를 주간/야간/눈/비/안개 등 기상 상황에 독립적이면서 실시간으로 빠르게 이동하는 야생동물을 수십종, 수십여 마리를 동시에 탐지하고 추적하는 응용 서비스 개발에 기반 연구 자료로 활용될 수 있을 것으로 기대된다.
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