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            Abstract
          
        

        
          자동차 램프의 온도가 램프 내열 한계를 넘으면 램프의 변형과 같은 문제가 발생한다. 이를 방지하기 위해 설계 단계에서 내열 해석을 통해 램프 내부 온도 분포를 예측한다. 전산 유체 해석(CFD)을 사용한 내열 해석은 비교적 정확한 온도 분포를 계산할 수 있지만, 수행에 많은 시간이 소요되고 해석 수행을 위한 전문가의 도움이 필요해 설계자가 직접 수행하기 어려운 한계가 있다. 본 연구에서는 기계학습 기술을 기반으로 자동차 램프의 온도 분포를 계산하는 내열 해석 시스템을 제안한다. 제안하는 시스템은 다양한 램프 형상에 대해 내열 해석 결과를 미리 학습해 둠으로써 새롭게 설계된 형상에 대한 내열 해석을 빠르게 수행할 수 있다. 또한 열유체에 대한 전문 지식이 없는 설계자들도 직접 해석을 수행하여 온도 분포를 확인할 수 있다. 실제 CFD를 사용한 해석과 비교하여 오차 범위 10% 이내의 해석 정확도를 나타내는 것을 실험을 통해 검증하였다.

        

        
          
            초록
          
        

        
          It is essential to estimate heat distribution in the automobile lamp design process to avoid the product overheating that can cause problems such as deformation. Traditional heat resistance analysis has been performed using Computational Fluid Dynamics(CFD) which requires expensive computation and domain knowledge such as thermofluid mechanics. This makes lamp designers less accessible to real-time temperature analysis of lamp design. Instead we propose a machine learning-based temperature prediction system for automobile lamps design. The system learns a prediction model from the CFD result of various lamp design. With comprehensive tests on the real lamp products we prove that the machine learning based approach accurately estimates heat distribution of lamp design in timely manner compared to CFD-based heat analysis.
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      Ⅰ. 서 론
      플라스틱은 다른 재질에 비해 가볍고 조형이 수월하여 자동차 램프 디자인에 많이 활용된다. 그러나 내열 한계를 넘는 온도에 의해 변형이 일어나기 때문에 재질의 내열 특성을 고려한 제품 설계가 중요하다. 제작된 시제품을 사용한 내열 실험에는 많은 시간과 비용이 소요되기 때문에 설계 단계에서 램프의 내부 온도 분포를 사전에 계산하는 내열 해석을 수행한다.

      현업에서는 전산유체해석(CFD, Computational Fluid Dynamics)을 기반한 내열 해석을 주로 수행하고 있는데, 점성을 가진 유체의 유동을 기술하는 비선형 편미분 방정식인 나비에-스토크스 방정식을 사용한다[1]. CFD는 나비에-스토크스 방정식을 유한 차분법을 통해 이산화하고 수치 해석 알고리즘을 사용해 열유체 문제를 풀게 된다[2]-[4]. 복잡한 수식들을 구현한 CFD 프로그램을 사용해 램프 설계 시 다양한 설계 사양에 대해 램프 온도 분포에 대한 해석을 수행할 수 있다. 반면 CFD 기반의 내열 해석은 해석 프로그램 사용을 위한 삼차원 입력 격자 생성 및 해석 수행과 검증에 수 일의 시간이 소요되며 다양한 설계 요소를 검증하기 위해서 이러한 해석 과정이 여러번 반복 수행된다. 또한 열유체 이론과 해석 프로그램을 사용하기 위한 전문가의 도움이 필요해 램프 설계자가 직접 수행하기 어려운 한계가 있다.

      기계학습(Machine learning)은 빅데이터에 존재하는 다양한 패턴을 통계적 기법을 사용하여 추출하는 기법이다. 지도 학습(Supervised method) 중 회귀 예측 모형(Regression model)을 사용하면 다양한 램프 형상들의 온도 분포를 미리 학습해 온도 예측 모형을 작성하고, 작성해둔 예측 모형을 사용해 실시간으로 설계된 램프에 대한 온도 예측을 수행할 수 있다.

      본 연구에서는 기계학습에 기반한 자동차 램프 내열 온도 예측 시스템을 제안하고자 한다. 제안하는 시스템은 다양한 램프 설계의 CFD 해석 결과를 빅데이터로 먼저 학습해 두고, 학습된 예측 모델을 사용하여 새로운 램프 설계 및 설계 인자에 대한 온도 해석 결과를 실시간으로 제공한다. 해석 프로그램 사용을 위한 3차원 격자 생성 등의 복잡한 과정이 필요하지 않아 열유체 이론이나 해석 프로그램에 대한 전문지식이 없는 설계자도 전력(Wattage)이나 재질 같은 설계 인자를 손쉽게 입력하여 내열 해석을 수행할 수 있는 인터페이스를 제공한다. 이를 통해 설계자는 CFD 기반 해석을 수행하기 위한 사전 검토 단계에서 기계 학습 기반 열예측을 수행하여 보다 적은 비용으로 다양한 설계 인자 검토가 가능하게 된다. 또한 CFD 해석 결과와 비교해 오차 10% 이내의 온도 예측 정확도를 검증하였다.

    

    

  
    
      Ⅱ. 관련 연구
      기계학습은 빅데이터로부터 추출한 통계적 패턴을 적용하여 알고리즘을 점진적으로 고도화 지능화하는 기법을 말한다[5][6]. 빅데이터로부터 추출된 패턴 정보는 분류(Classification), 예측(Prediction), 탐색(Detection), 추천(Recommendation) 등의 목적으로 지능 시스템(Intelligent system)에 활용될 수 있다[7]. 기계학습은 컴퓨터 비전, 항공우주학, 금융공학 등 다양한 분야의 지능형 시스템에 활용되고 있다[8].

      기계학습 중 지도학습은 독립변수들과 종속변수 사이의 통계적 패턴을 데이터로부터 추출하여 알고리즘에 반영하는 방법으로 예측 모형을 학습한다. 학습하는 예측 모형은 종속변수에 따라 분류 모형(Classification) 혹은 회귀 모형(Regression)으로 구분된다. 부동산 가격이나 기온 예측과 같이 예측 대상이 되는 종속변수가 연속형인 경우 회귀 모형을 학습하고 질병의 발병여부나 다음날의 강수여부 등과 같은 명목형 종속 변수에 대해서는 분류 모형을 학습한다. 램프 설계 형상에 대한 온도 분포는 램프 형상의 개별 위치 좌표에 대한 온도 값을 예측하므로 회귀 모형에 해당한다.

      독립변수와 종속변수 사이에 선형적이거나 비교적 단순한 관계가 있다고 가정할 수 있다면 상대적으로 단순한 기초 모형을 사용해 회귀모형을 학습할 수 있다. 선형 회귀 모형이나 회귀 트리 모형이 이에 해당한다[9][10]. Bagging과 Boosting, 그리고 Stacking과 같은 통계적 기법을 사용하여 다수의 단순 모형을 중첩하여 예측에 사용하는 앙상블 모형(Ensemble algorithm)은 독립변수 종속변수 사이의 비선형적이고 복잡한 관계성을 학습하여 정확도 높은 예측을 수행하는데 효과적이다[11]-[13].

      깊은 인공 신경망 모델은 독립변수와 종속변수 사이의 계층적이고 비선형적인 관계를 효과적으로 학습하는 것으로 알려졌으며 영상/음성 인식 등과 같은 인공지능 분야에 활발히 사용되고 있다[14].

      기계학습을 이용한 열예측 모형은 여러 산업에도 적용되고 있다. Guo, Hai, et al은 영구 자석 동기 모터(PMSM) 내의 고정자(Stator)의 과열로 인한 모터 손상과 노후화를 방지하기 위해, 고정자에 발생하는 열을 예측하는 인공신경망 모형을 제안하였다[15]. Badia-Meilis et al.은 신선 식품의 저온 유통 체인에서 사과를 담고 있는 팔레트 내부의 온도를 예측하는 인공 신경망 모형을 제안하였다[16]. 열상 이미지를 학습하여 팔레트 표면에 있는 온도를 예측하고 예측한 결과를 입력으로 하여 팔레트 내부 전체의 온도를 예측함으로써 더 정확한 예측 결과를 얻었다. Liu et al.은 디젤 엔진의 성능과 배기가스의 중요한 영향을 미치는 배기가스 온도를 예측하기 위해서 4가지 기계학습 모형(artificial neural network, random forest, gradient boosting regression, support vector regression)을 사용하였다[17]. 기계학습 모형들은 1차원 CFD 방식의 기존 계산 모형과 비교하여 우수한 예측 성능을 보였으나 기존 물리 기반 모델에서 제공하는 열 연소나 열 전도와 같은 현상 해석 정보를 얻기 어려운 한계가 존재하였다.

      본 연구에서는 기계학습 모형을 사용하여 주어진 자동차 램프 형상에 대한 온도 분포를 계산하는 시스템을 제안한다. 시스템은 미리 수집한 다양한 램프 제품들에 대한 해석 결과를 사용해 온도 예측 모형을 학습한다. 미리 학습해 둔 예측 모형을 사용하여 온도 분포를 계산하기 때문에 램프 설계자들이 원하는 설계 형상 및 설계 인자의 입력에 대해서 실시간으로 온도 분포를 확인할 수 있는 장점이 있다. 이에 따라 램프 설계자들이 해석 전문가의 도움 없이도 빠른 시간 안에 다양한 램프 설계들의 내열 해석을 직접 수행할 수 있게 하였다.

    

    

  
    
      Ⅲ. 문제 정의
      
        3.1 데이터 개요
        온도 예측 모형을 학습하기 위해서 S자동차 부품 기업에서 생산하는 실제 자동차 램프의 설계 모형 및 설계 인자와 해당 램프 제품의 CFD 해석 온도 정보를 학습 데이터로 사용하였다. 학습에 사용한 데이터는 전면등(Head lamp) 8종, 후면등(Rear lamp) 18종의 제품으로 총 26종의 서로 다른 램프 제품의 해석 데이터를 사용하였다. 고객사에서 정한 내열 실험 환경 조건(분위기 온도, 풍속 등) 및 설계 인자(전력, 재질 등)를 독립변수로 사용했으며, 설계 램프 제품의 형상에 해당하는 좌표별 온도를 종속변수로 사용하였다. 램프는 램프의 용도(Function-방향지시등, 안개등 등)에 따라서 전등이 하나씩 점등되는 단일 점등과 전등이 동시에 두 개가 점등되는 동시 점등으로 나누어진다.

        학습에 사용된 램프 제품의 형상은 수만개 단위의 좌표로 표현되어있으며 좌표별로 CFD를 통해 해석된 온도가 포함 되어있다. 온도 예측 모형은 램프 형상을 표현하는 전체 좌표에 대해 좌표별 온도를 예측하는 것으로 온도 분포를 표현하게 된다. 학습 데이터로 활용한 전체 온도 좌표의 수는 7,295,977개이며, 좌표별 온도의 경우 상온에서부터 최대 섭씨 239.76도(전면등), 240.41도(후면등)까지 온도가 분포한다.

        그림 1에서와 같이 전면등과 후면등은 일반적인 경우 전체 틀을 나타내는 Housing, 전구의 빛을 반사하는 반사판(Refector), 내부 렌즈(Inner lense)와 외부 렌즈(Outer lense)의 각 부품(Item)으로 구성된다.

        
          
          

          Fig. 1. 
				
          

          
            Shape and heat distribution of each part of lamp product
          
          

          

        

        그림 2는 학습 데이터에 포함된 변수 정보를 나타낸 그림으로 분위기 온도(Ambient temperature)와 같은 내열 실험 조건부터 램프 기능, 방열홀 유무, 전구 종류 및 전력에 대한 정보를 포함한다. 또한 부품 별로 부품 종류, 재질, 색상, 표면 조건 및 열흡수율 같은 변수가 독립변수로 포함되며 위치 좌표를 표현하는 x, y, z 좌표와 해당 좌표의 해석 온도가 포함된다. 위치 좌표는 이후 전처리 단계에서 전구 중심으로부터의 유클리드 거리와 같은 파생 변수를 생성하는데 사용된다.

        
          
          

          Fig. 2. 
				
          

          
            Variable information
          
          

          

        

        분위기 온도는 램프 제품을 품질 확인을 위해 고객사에서 정한 값으로 램프 제품의 내열 성능을 시험하기 위한 주변 온도를 말한다. 섭씨 50도나 그 근처의 값으로 고정된다. 램프 기능(Function)은 후면등의 경우 제동등, 차폭등, 제동등&차폭등, 방향지시등, 후진등, 안개등으로 구성되고, 전면등 야간 상향등, 야간 하향등, 야간 상향등& 하향등, 방향지시등, 주간등, 차폭등(POSL), 차폭등(S/MKR)으로 구성된다. 방열홀(Heat hole)과 방열판(Heat plate)은 각각 방열홀과 방열판이 해당 램프 설계에 포함되는지를 나타내는 이산변수(Binary)로써 일반적으로 램프의 과열이 우려되는 경우 열을 분산하거나 외부로 빼주기 위해 설계에 포함한다.

        전구 종류(BulbType)은 램프에 들어가는 전구의 종류를 나타내며 본 연구에서는 LED 광원이 아닌 할로겐 등에 대해서만 연구를 진행하였다. 설계에 따라서 몇 가지 할로겐 전구 제품 중에서 선택되며 명목척도를 가지는 변수이다. 전력(Wattage)는 전구 종류에 따른 전구 스펙에 따라서 결정되며 수치형 변수이다. 부품은 Housing, Reflector, Inner lens, Outer lens 중 어느 부품에 속하는 형상인지를 구분하는 변수이다. 재질(Material)은 해당 부품을 구성하는 재질 정보를 표현하는 변수이며, 재질색상(RawMaterial color)는 부품의 색상으로 해당 부품의 열흡수율을 결정한다. 흰색, 회색, 노랑, 빨강, 검정, 투명의 6종류의 색상을 가진다. 표면 조건(Surface condition)은 부품의 외부와 내부 표면을 따로 표현한 변수로서 흰색, 회색, 노랑, 빨강, 검정, 투명, AI-coating의 7종류의 값을 가진다. 열흡수율(Absorption coefficient)은 재질의 흡수율 계수이며 표면 조건 및 색상에 따라 값이 결정된다.

      

      
        3.2 데이터 전처리
        원본 데이터는 표 1과 같이 차종의 개별 부품에 대한 설계 인자를 나타낸 테이블과 표 2와 같이 개별 부품의 형상을 표현하는 위치좌표 정보와 해석 온도를 포함하는 테이블로 구성된다.

        
          Table 1. 
				
          

          
            Data table for lamp specification of each function and item
          
          

        

        
          
            
              	Car
              	Item
              	Function
              	Wattage
              	...
            

          
          
            	A
            	housing
            	T/SIG
            	28.5
            	...
          

        

        

        
          Table 2. 
				
          

          
            x, y, z coordinate table with temperature
          
          

        

        
          
            
              	No
              	x
              	y
              	z
              	Temp
            

          
          
            	1
            	3.94188
            	0.73908
            	0.77615
            	105.388
          

          
            	2
            	3.94766
            	0.70839
            	0.77307
            	77.2951
          

          
            	3
            	3.94675
            	0.71057
            	0.73190
            	70.3663
          

          
            	...
            	...
            	...
            	...
            	...
          

        

        

        지도 학습을 통해서 좌표별 온도를 예측하는 회귀 모형을 학습하기 위해서 표 1과 표 2의 테이블을 join을 통해서 병합하는 과정을 거친다. 표 3은 병합 후의 데이터 형태를 나타낸다.

        
          Table 3. 
				
          

          
            Integrated data table for regression model
          
          

        

        
          
            
              	Car
              	Item
              	...
              	x
              	y
              	z
              	Temp
            

          
          
            	A
            	housing
            	...
            	3.941
            	0.739
            	0.776
            	105.3
          

          
            	A
            	housing
            	...
            	3.947
            	0.708
            	0.773
            	77.29
          

          
            	...
            	...
            	...
            	...
            	...
            	...
            	...
          

        

        

        자동차 램프의 기능에 따라서 하나의 전구가 점등되는 단일 점등과 두 개 전구가 점등되는 동시 점등의 두 경우가 존재한다. 동시 점등의 경우는 각 전구에 관련된 인자들을 그룹으로 묶어 학습 데이터로 구성하였다. 표 4에서처럼 단일 점등이 되는 기능의 경우에는 전구 하나에 대한 인자만 포함하고 있다면 표 5에서는 동시 점등 되는 부품에서 두 개 전구의 인자를 포함하고 있다.

        
          Table 4. 
				
          

          
            Example of single bulb 
          
          

        

        
          
            
              	Car
              	Item
              	Wattage
              	...
            

          
          
            	A
            	housing
            	28.5
            	...
          

        

        

        
          Table 5. 
				
          

          
            Example of double bulbs
          
          

        

        
          
            
              	Car
              	Item
              	Wattage1
              	Wattage2
              	...
            

          
          
            	A
            	housing
            	28.5
            	26.2
            	...
          

        

        

        이처럼 온도를 예측하기 위한 독립변수의 수가 다르기 때문에 본 연구에서는 단일 점등과 동시 점등을 구분하여 별도의 예측 모델을 구성하였다.

        설계 램프의 형상에서 각각의 위치 좌표에 해당하는 온도를 계산하기 위해서는 열원이 되는 전구 중심으로부터 해당 좌표까지의 상대거리를 사용하는 것이 효과적이다. 따라서 전구 중심의 x, y, z좌표로부터의 유클리드 거리를 계산하고, 거리와 방향을 함께 고려하기 위한 x축 거리, y축 거리, z축 거리를 각각 계산하여 파생변수로 추가하였다. 식 (1)은 각 위치 좌표에서 전구 중심으로부터의 x, y, z 축거리 및 유클리드 거리를 계산하는 수식이다.
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      Ⅳ. 온도 예측 모형
      
        4.1 CV 기반 스태킹 앙상블 알고리즘
        Wolpert는 예측 모형의 성능을 보완하기 위해 하나의 데이터에 대해 1차 예측 모형을 사용한 예측 결과값들을 2차 입력값으로 사용하여 모델 학습을 수행하는 Stacked Generalization 방법을 제안하였다[13]. 앙상블(Ensemble) 과정을 통해 예측값의 편향(Bias)를 효과적으로 감소시킬 수 있다. 본 연구에서는 온도 분포 예측을 위해서 Wolpert에 의해 제안된 CV-based Stacked Generalization을 사용하였다. Stacked Generalization에 k-겹(k-fold) 교차 검증을 적용하여 일반적인 Stacked Generalization에 나타날 수 있는 과적합 문제를 해결하는 방법이다.

        그림 3은 k가 3인 경우(3-fold) 교차 검증을 수행한 Stacked Generalization 방법을 나타낸다. 먼저 학습 데이터를 먼저 A, B, C 3개로 분할한 후, 한 부분(A)을 제외한 나머지 부분으로 예측 모형을 학습하고 A에 대한 예측을 수행한다. 동일한 방법으로 B와 C에 대해 학습 및 예측을 수행하면 3개의 서로 다른 예측 모형과 전체 학습 데이터에 대한 예측값을 얻을 수 있게 된다. 학습 데이터 전체에 대한 예측값을 새로운 메타 학습 데이터로 사용해서 메타 학습기(Meta learner)를 학습하게 된다. 각 부분을 학습한 3개의 다른 예측 모형(학습기)은 이후 실제 예측을 수행하는 단계에서 사용되어 그 평균 값을 메타 학습기에 적용한 후 최종 예측 결과를 얻게 된다.

        
          
          

          Fig. 3. 
				
          

          
            CV-based stacking ensemble algorithm with k=3
          
          

          

        

        본 연구에서는 XGBoost 모형을 1차 예측 모형으로 사용하였으며, 과적합을 방지하기 위해 트리의 최대 깊이(Max depth)를 각각 4, 5, 6, 7, 8, 9로 제한한 6 종류의 XGBoost 모형을 학습하였다. 학습한 6개의 XGBoost 모형을 사용해 6개의 칼럼을 갖는 메타 학습 데이터 및 메타 검증 데이터를 생성한 후, 이를 사용하여 심층 신경망(DNN, Deep Neural Network) 기반의 메타 학습기를 학습하였다.

        사용한 심층 신경망 모델의 경우 은닉층의 수는 5이고, 은닉층에 있는 unit의 수는 각각 160, 80, 40, 20, 10개로 설정하였다. 미니배치의 크기는 20개로 설정하여 학습의 소요 시간과 수렴의 정확성을 개선하였다. 신경망의 활성화 함수로는 Vanishing Gradient 문제를 방지하기 위해 Rectified Linear Unit(ReLU)를 사용하였다[18].

      

      
        4.2 최고 온도 예측 모델
        램프 온도 예측을 현업에 적용하기 위해서 가장 중요한 점은 주어진 점등 조건에서 램프 일부분의 온도가 재질의 내열 임계점을 넘어가는지 정확히 판단하는 것이다. 이를 위해서는 부품에서 고온(섭씨 100도 이상)에 해당하는 좌표들의 온도를 정확하게 예측하는 것이 상대적으로 다른 좌표들에 대한 온도 예측보다 중요하다. 다만 학습을 위해서 주어진 부품의 온도는 대부분 분위기 온도(내열 실험에 사용되는 주변 온도)에 가까운 저온에 치우쳐 분포하고 있다. 따라서 예측 모형은 저온에 해당하는 부분에 최적화되도록 학습이 진행되는 경향을 보였으며 고온 부분의 예측 정확도가 낮아지는 문제점을 드러냈다. 이를 극복하기 위해 본 연구에서는 전구와의 최단거리, 전력, 부품 부피 등 램프 내부의 최고 온도에 영향을 주는 인자들을 변수로 따로 추출하여 램프 부품 내 최고 온도를 예측하는 모형을 따로 학습하였다. 최고 온도 예측 모형으로 예측된 최고 온도 값을 새로운 메타 학습기의 입력 변수로 적용하여 고온 부분의 예측 정확도를 개선하였다. 최고 온도 예측 모형에는 XGBoost를 사용하였다.

      

      
        4.3 최종 예측 모형의 구조
        자동차 램프의 온도 분포를 예측하기 위한 최종 예측 모형의 구조는 그림 4와 같이 구성하였다. CV 기반 Stacking Ensemble을 사용하여 학습한 1차 모형을 적용하여 메타 검증/학습 데이터를 생성하고, 이에 최고 온도 예측 모형을 사용하여 얻은 예측 최고 온도 값을 추가한 후 메타 학습기가 좌표별 온도 값을 계산하게 된다. 계산된 좌표별 온도는 3차원 그래프상에 표현되어 최고온도와 함께 설계자에게 제공되어 내열 해석을 수행할 수 있게 된다.

        
          
          

          Fig. 4. 
				
          

          
            Overall model architecture
          
          

          

        

      

    

    

  
    
      Ⅴ. 실험 결과
      본 연구에서 제안하는 기계 학습 기반 내열 예측 모형의 정확도는 CFD 해석 온도를 기준으로 한다. 실제 설계 모형의 온도 분포를 알기 위해서는 다양한 설계 요소에 대한 시제품을 작성하여 실험을 통해 온도 분포를 측정해야하는데 비용적인 문제로 충분한 학습/검증용 데이터를 작성하기 어렵다. 기계 학습 기반 온도 예측 모형은 설계자들이 CFD 해석을 수행하기 전 사전 검토 목적으로 사용하기 때문에 CFD 해석 결과와의 일관성이 중요하므로 CFD 해석 온도를 기준으로 예측 모형의 정확도를 측정하고 검증하였다.

      램프 온도 예측 모형의 예측 정확도를 측정하기 위해서 전체 위치좌표의 해석 온도와 예측 온도의 오차 비율을 표현하는 평균 오차비(MAPE, Mean Absolute Percentage Error)와 램프 부품별 실제 최고 온도와 예측 최고 온도의 오차 비율을 표현하는 최고 온도 평균 오차비(MTPE, Maximum Temperature Pertantage Error), 두 가지 지표를 사용하였다. MAPE와 MTPE의 계산은 식 (2)와 식 (3)의 산식을 사용하였다. ti는 좌표별 해석온도 ti’은 좌표별 예측 온도를 의미하며, tmax 해석온도 최고값, tmax’은 예측 온도 최고값을 의미한다. n은 전체 온도좌표 수이다.
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      MAPE는 전체 위치 좌표의 해석 온도에서 예측 온도를 뺀 오차를 계산한 다음 해석 온도로 나누어 그 비율을 %로 계산하여 전체 좌표에 대한 평균을 계산한 값이다. 전반적인 온도 분포를 얼마나 정확히 예측하는지를 나타낸다. MTPE는 실제 최고온도에 대한 예측 최고온도의 오차비를 표현한 것으로 최고 온도에 대한 예측의 정확도를 나타낸 것이다. 램프 내열 해석에서는 내열 한계를 넘는 온도 분포를 파악하는 것이 중요한 문제이므로 MTPE를 성능 지표로 추가하였다. 표 6은 예측 모형을 학습하고 검증하는데 사용한 실험 환경을 나타낸 표이다.

      
        Table 6. 
				
        

        
          Experiment setting
        
        

      

      
        
          
            	
            	Specification
          

        
        
          	OS
          	Windows 10 64bit
        

        
          	CPU
          	3.00 GHz 8 Core processor
        

        
          	Memory
          	64GB
        

        
          	Program interface
          	R 3.6.1 version
        

        
          	Modeling package
          	xgboost 1.2.0.1
 h2o 3.32.1.2
        

        
          	Visualization tool
          	plotly 4.9.2.1
shiny 1.5.0
        

      

      

      
        5.1 예측 모형 비교
        그림 5는 예측 모형 별 예측 성능을 비교한 그래프이다. 빨간 막대의 경우 앙상블 기법을 적용하지 않은 단일 깊은 신경망 모형을 적용해 온도를 예측한 경우이고, 초록색은 CV기반 Stacking Ensemble을 적용한 모형 파란색은 CV기반 Stacking Ensemble에 최고 온도 예측 모형을 추가한 모형을 나타낸다. 왼쪽 MAPE는 위치 좌표별로 얼마나 온도를 정확하게 예측하는지 오차비(%)를 나타내고 오른쪽은 단품별로 최고 온도를 얼마나 정확하게 예측하고 있는지 오차비(%)를 표현한 것이다. 두 지표 모두 CV기반 Stacking Ensemble을 적용할 때 크게 개선된 것을 보이며 최고 온도 예측 모형을 적용하였을 때는 최고 온도 예측 오차가 3% 가까이 떨어져 정확도가 크게 개선된 것을 알 수 있다.

        
          
          

          Fig. 5. 
				
          

          
            Performance comparison
          
          

          

        

        램프 설계가 내열 한계를 넘는지 여부를 판단하는 내열 해석 과정에서 최고온도를 보다 정확하게 예측하는 모형이 좀 더 효과적으로 활용될 수 있을 것이다. 이후 5.2절부터는 성능이 가장 좋았던 CV기반 Stacking Ensemble과 최고 온도 예측 모형을 동시에 적용한 모형을 기준으로 예측 정확도에 대해 기술하기로 한다.

      

      
        5.2 성능 평가
        그림 6는 단품별 최고 온도 예측값의 평균 오차 비율(MTPE %)를 나타낸 그래프이다. 붉은 색, 초록 색, 푸른 색 점은 각각 전면 동시점등(Head double), 후면 동시점등(Rear double), 후면 단일 점등(Rear single)을 표현한다. 전면등의 경우 두 개 전구가 동시에 켜지는 동시점등만 존재한다.

        
          
          

          Fig. 6. 
				
          

          
            Percentage error of maximum temperature(%)
          
          

          

        

        오차 비율이 양수인 경우는 실제 해석 온도보다 낮은 온도로 예측한 경우이고, 음수인 경우는 해석 온도보다 높게 예측한 경우이다. 오차 비율의 평균 값은 전면등의 경우 5.98%, 후면 동시 점등은 6.29% 후면 단일 점등은 9.86%의 오차를 나타내었다. 실제 실험과 비교한 CFD 방식의 정확도가 약 95%로 나타나는데, 기계 학습 온도 예측 모형 또한 이에 준하는 정확도를 목표로 하고 있으며 본 연구의 초기 목표 오차비를 10% 이내로 설정하였다.

        동시 점등의 경우 모든 단품이 10% 이내의 오차 비율을 나타냈으나 후면 단일 점등의 일부 단품의 경우 오차값이 +/- 10%를 넘는 경우가 나타났다. 최고 온도의 경우 단품의 기능과 방열홀 유무에 따라 크게 좌우되는 특징이 나타났다.

        표 7은 램프 위치 및 점등 타입에 따른 예측 성능을 평균낸 값이다. MAPE 결과에서 나타나듯 전체 온도 좌표에 대해서 평균 10% 오차 범위 이내로 온도 분포를 예측하는 것으로 나타났다.

        
          Table 7. 
				
          

          
            Overall prediction accuracy
          
          

        

        
          
            
              	
              	Head double
              	Rear double
              	Rear single
            

          
          
            	Average of MAPE(%)
            	7.10
            	10.8
            	9.41
          

          
            	Average of MTPE(%)
            	5.98
            	6.29
            	9.86
          

        

        

        실시간 내열 해석을 수행하기 위해서는 예측 모형의 온도예측에 소요되는 시간이 중요한데 표 8은 램프 타입별로 예측에 소요되는 시간의 평균을 계산한 표이다.

        
          Table 8. 
				
          

          
            Elapsed time for temperature prediction
          
          

        

        
          
            
              	
              	Elapsed time(sec)
              	# of data points for prediction
              	# of input variables
            

          
          
            	Head double
            	44.4
            	108,546
            	41
          

          
            	Rear double
            	28.5
            	98.505
            	41
          

          
            	Rear single
            	21.2
            	54,532
            	24
          

        

        

        단일 점등의 경우가 동시 점등의 경우보다 예측 소요시간이 짧은 것을 알 수 있는데, 전구가 하나만 들어가는 경우 구조체의 크기가 작아 예측 대상이 되는 좌표의 수가 적고, 전구 1개에 관한 인자만 입력 변수로 사용되므로 입력 변수의 수도 적어지기 때문이다. 전체적으로는 1분 이내의 시간 안에 예측이 완료되어 결과가 사용자에게 제공되기 때문에 실시간에 가까운 내열해석이 가능하다.

        현업에서 CFD 해석에 소요되는 시간은 해석 프로그램을 위한 격자 생성(전면등 4일, 후면등 2일), 해석 조건 입력(0.5일), 해석 계산 수행(전면등 2일, 후면등 1일), 해석 결과 보고 및 검토(0.5일)이 소요되어 총 4~7일의 시간이 소요된다. 기계 학습 기반의 온도 예측 시스템의 경우는 해석 프로그램 사용을 위한 격자 생성 등의 복잡한 과정이 생략되며 해석 담당자와의 소통 과정 없이 설계자가 직접 검토를 수행할 수 있다. 이로 인해 설계자는 더욱 다양한 설계 요소들을 적은 리소스로 사전 검토한 후 CFD를 사용하는 정밀한 해석 단계로 진행할 수 있는 이점이 있다.

      

    

    

  
    
      Ⅵ. 사용자 인터페이스
      램프 설계자들이 온도 예측 모형을 활용할 수 있도록 웹 인터페이스를 구현하여, 사용자가 설계 형상 및 인자를 입력하면 해석된 온도 분포를 3차원 그래프로 제공할 수 있도록 구성하였다. 그림 7인 사용자가 램프의 설계 및 형상 정보를 입력하는 화면을 표현한 것이다. 설계자는 분위기 온도, 기능, 전력과 같은 설계 인자를 입력하고 램프 단품 형상을 표현하는 좌표(3d mesh) 파일을 입력하게 된다.

      
        
        

        Fig. 7. 
				
        

        
          User interface design(User input)
        
        

        

      

      그림 8은 입력된 설계 인자에 대한 온도 예측 결과를 나타내는 화면이다. Housing, 반사판, 내부렌즈, 외부 렌즈의 단품별로 온도 분포를 3차원 그래프로 확인할 수 있으며 최고 온도 정보도 함께 제공된다. shiny와 plotly를 사용한 반응형 웹으로 구성하여 마우스 포인트의 움직임에 따라 좌표 별 예측 온도를 확인할 수 있어 위치별 온도 분포 파악이 가능하다.

      
        
        

        Fig. 8. 
				
        

        
          User interface(Result visualization)
        
        

        

      

    

    

  
    
      Ⅶ. 결론 및 향후 과제
      본 연구에서는 기계 학습 기반의 온도 예측 모형을 적용하여 램프 설계자가 실시간으로 내열 해석을 진행할 수 있는 시스템을 개발하였다. CV기반 Stacking Ensemble 기법을 적용하였으며 별도의 최고온도 예측 모형을 추가 적용하여 온도 예측의 정확도를 개선하였다. CFD 기반의 내열 해석과 비교하여 평균 10% 이내 오차의 정확도를 보이며 실시간에 가까운 짧은 시간에 설계 인자 및 형상에 대한 온도 분포를 확인할 수 있다. 설계 단계에서 더욱 빠른 의사결정을 통해 램프 제품 개발 프로세스를 단축할 수 있을 것이라고 기대한다.

      현재 모형 학습에 적용한 데이터는 기존 램프 제품들의 해석 결과를 활용한 것으로 해석 케이스의 수와 일부 변수의 변량이 충분하지 않아 일부 단품들의 경우 예측 오차가 10% 이상 넘어가는 것을 확인할 수 있었다. 예측 모형의 안정성과 정확도 개선을 위해서 더욱 다양한 설계 형상 및 인자에 대한 해석 데이터를 추가/학습하는 것이 필요하다.

      또한, LED 광원이 추가되거나 3개 이상 전구가 동시 점등되는 경우 등 다양한 형태의 램프 설계에 대해서도 대응할 수 있도록 예측 모형 및 시스템을 개량할 필요가 있다.
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