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            Abstract
          
        

        
          다발성 경화증 진단은 매우 어렵고 병리사들의 노고가 많이 든다. 최근에 딥러닝 기술을 이용한 의료 영상 분석 방법의 발전으로 특정 질환 분류 및 진단 효율성과 정확도가 높아지고 있다. 본 논문에서는 트랜스포머를 인코더로 대체한 UNETR 딥러닝 모델을 기반으로 다발성 경화증 병변의 검출 방법을 제안한다. 특히, 의료 분야 특성상 영상 데이터 수가 적기 때문에 모델의 충분한 학습과 과적합을 방지하기 위해 데이터 증강 기법을 적용하였다. 제안하는 방법의 성능은 2008 MICCAI MS Lesion Segmentation Challenge 데이터셋을 사용하여 검증하였고, 그 결과 75.22% DSC와 56.40% mean IoU 정확도를 달성하여, Residual 3D U-Net 기반 방법에 대비하여 각각 4.54%, 3.61% 향상하였다.

        

        
          
            초록
          
        

        
          Diagnosis of multiple sclerosis is difficult and requires a lot of effort by pathologists. Recently, with the development of medical image analysis methods using deep learning, the efficiency and accuracy of specific disease classification and diagnosis are increasing. In this paper, we propose a method for detecting multiple sclerosis lesions based on the UNETR deep learning model that replaces a transformer with encoders. In particular, since the number of image data is small due to the characteristics of the medical field, a data augmentation technique is applied to prevent sufficient training and overfitting of the model. The performance of the proposed method was verified using the 2008 MICCAI MS Lesion Segmentation Challenge dataset and achieved 75.22% DSC and 56.40% mean IoU accuracy, which improved 4.54% and 3.61% respectively compared to the Residual 3D U-Net-based model.
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      Ⅰ. 서 론
      다발성 경화증(MS, Multiple Sclerosis)은 중추신경계에 발생하는 만성 질환으로 환자의 면역체계가 건강한 세포와 조직을 공격하는 자가면역 질환이다[1]. 초기 증상이 대부분 뚜렷하지 않지만, 우울증 및 기억력 장애가 나타날 수 있고, 질환이 진행되면 인지기능 장애가 나타나 전문의에게 정확하게 진단 및 치료를 받는 것이 중요하다[2].

      그러나 임상에서 다발성 경화증 환자의 진단은 매우 어렵고 정확한 진찰과 뇌척수 MRI, 시신경 자극유발 전위검사 등으로 병변(Lesion)이 공간적으로 적어도 2개 이상이 있는지 확인해야 한다[3]. 이 진단 과정에서 병리사들의 인적 및 시간적 노고가 많이 들어서 컴퓨터 비전 분야에서는 의료 영상 분석 기술들이 개발되어 다양한 분석에 도움을 주고 있다.

      기존 의료 영상 분석에서는 SIFT, Harr Wavelet, HOG, LBP 등 고정적 특징 추출 방법이나 각각의 작업 목표나 영상에 특화된 특징 추출하는 방법을 사용했지만, 영상별로 성능 편차가 크거나 복잡하고 내재된 특징을 추출하지 못하는 한계가 있다[4].

      최근에는 딥러닝 기술로 고정적 특징 추출 방법의 성능 한계를 극복하며 의료 영상을 자동 분석해서 특정 질환 분류 및 진단 효율성과 정확도를 높이고 있다. 또한 NLP(Natural Language Processing) 분야에서 사용되는 트랜스포머(Transformer)를 이미지 분류 분야에 맞게 변형하여 CNN(Convolutional Neural Network) 구조 대부분을 대체하는 ViT(Vision Transformer) 연구도 증가하는 추세이다. 그러나 딥러닝 모델 학습에 필요한 영상 데이터와 레이블은 병리사들의 수작업과 개인 정보 문제로 다량 수집하기 어렵다. 이와 같은 데이터 부족은 학습 과정에서 모델의 과적합을 야기하며 이를 방지하기 위해서는 데이터 증강으로 다양한 변이를 만들어 모델을 학습시켜야 한다[5][6].

      본 논문에서는 3D U-Net에서 스킵 연결로 디코더에 트랜스포머 스택으로 구성된 인코더를 연결한 수축 확장 패턴을 적용한 UNETR 모델을 이용하여 3D MRI 뇌 영상에 대해 다발성 경화증 병변의 검출 방법을 제안한다[7]. 제안한 방법은 데이터를 증강한 후에 다양한 실험과 파라미터 설정을 통해 다발성 경화증 병변 검출에 맞게 최적화하였고, 기존 3D U-Net 수축 경로에 잔차 신경망을 추가한 Residual 3D U-Net 모델보다도 성능을 향상시켰다[6].

      본 논문은 다음과 같이 구성되어 있다. 2절에서 ViT 및 트랜스포머 U-Net에 관해 설명한다. 3절은 뇌 3D MRI를 이용한 데이터 증강 기법과 UNETR 기반 다발성 경화증 병변 검출 방법을 제안한다. 4절에서는 실험 결과를 제시하고 5절에서 결론을 짓는다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2.1 Vision 트랜스포머
        ViT는 NLP에서 자주 사용되는 트랜스포머를 비전 분야에 적용한 것이다. Dosovitsky et. al.은 NLP의 트랜스포머 스케일링이 이미지 분류에 적용할 수 있고, 최신 CNN 구조보다 좋은 결과를 보이며 모델 훈련에 필요한 계산량이 적은 것을 보였다[8]. 그러나 ViT는 컨볼루션 계층과 다르게 귀납적 편향이 부족하므로 작은 데이터셋에서 좋은 성능을 내지 못한다.

        Zhou et. al은 트랜스포머 블록이 깊어질수록 ViT에 비효율적이므로 단순히 Multi-Head Self-Attention 모듈을 Re-Attention으로 교체하여 깊은 구조를 갖는 ViT를 개선하였다[9]. 이와 다르게, Zhang et. al은 다중 스케일 이미지에서 계산 및 메모리 복잡성을 관리하고 포괄적 인코딩을 제공하여 ResNet과 같은 기존 CNN과 동일한 네트워크 구조를 가진 모델을 제안하였다[10].

        이미지뿐만 아니라 비디오에 대해서도 트랜스포머를 적용하고 있다. Arnab et. al은 추출된 비디오 클립을 Uniform 프레임 샘플링과 Tublet 임베딩의 두 가지 방법으로 처리하고 위치 임베딩을 통해 트랜스포머 입력 차원에 맞게 재구조화하였다. 특히, 모델에 Regulariser를 추가할수록 점진적으로 성능이 향상되며 ViT와 다르게 작은 데이터셋에서도 좋은 성능을 나타내는 것을 보였다[11]. 기존 비디오 행동 인식에서는 다중-모달 정보를 활용하지 않고, 프레임별 광학 흐름 획득에 시간이 오래 걸려서 계산적 병목 현상을 일으키는 문제점이 있다.

        이를 해결하기 위해 Chen and Ho는 비디오 행동 인식에 트랜스포머를 활용하여 이미지 공간에서 시공간 모달리티 4D 볼륨으로 Self-Attention을 확장하는 모델을 제안하였다[12].

      

      
        2.2 Transformer U-Net for medical image segmentation
        딥러닝 기술의 출현 이후 FCNN(Fully CNN) 모델 및 U자 모양의 인코더-디코더 구조를 갖는 U-Net 모델이 다양한 의료 영상의 의미론적 분할에서 좋은 결과를 보였다[13].

        FCNN 기반 방법은 강력한 표현 학습 성능을 갖고 있지만 장거리 의존을 학습하는데 제한이 있다. 이를 극복하기 위해 Hatamizadeh et. al은 컴퓨터 비전에서 트랜스포머를 백본 인코더로 사용하는 것이 장거리 의존 및 전역 컨텍스트에서 유용한 것을 이용하여 U-Net의 인코더 부분에 트랜스포머를 사용하는 구조를 제안하였고 해당 모델이 의료 영상에 해부학적 관계를 나타내는데 잠재력이 있는 것을 보였다[7]. 또한 트랜스포머로 인한 특징 해상도 손실 부분은 CNN의 고해상도 공간 정보와 트랜스포머에 인코딩된 전역 컨텍스트를 활용하여 보완하였다[14].

        Cao et. al은 CNN 기반 방법들이 컨볼루션에서 과분할 문제가 발생 경향이 있어서 트랜스포머를 컨볼루션 없이 스킵 연결이 있는 U자형 순수 트랜스포머 구조를 제안했다. 이는 Swin Transformer[15]블록 기반으로 구축되며, 2D 의료 영상에서 전역 및 장거리 의미 정보를 더 잘 학습하여 좋은 분할 성능을 보였다[16]. 그러나 현재 의료 영상 대부분이 3D 형태로 제공되고, 2D 기반 방법은 단일 슬라이스 내에서 어텐션 인코딩만 고려하여 3D 볼륨에 의해 제공되는 축 정보를 활용하지 못한다. Yan et. al은 축에 따른 어텐션과 단일 슬라이스 내에 어텐션을 각각 계산해주며, 이 둘을 합쳐 최종 분할맵을 제공하는 방식을 제안하였고, 이는 3D 영상으로 인해 제한되는 GPU 메모리 문제를 해결하였다[17].

      

    

    

  
    
      Ⅲ. UNETR 기반 3D MRI 뇌 영상에서 다발성 경화증 병변 검출 방법
      본 논문에서 제안하는 UNETR 딥러닝 모델에서 다발성 경화증 병변 검출 방법의 전반적인 구조는 그림 1과 같다.

      
        
        

        Fig. 1. 
				
        

        
          Overall structure of the proposed method
        
        

        

      

      학습 및 평가 과정으로 구분할 수 있으며, 각 과정에 데이터 전처리 및 증강 처리, 이미지 패치 후 임베딩 처리와 인코더, 스킵 연결, 디코더 모듈을 포함한다.

      다발성 경화증 병변 검출 과정은 그림 2의 플로우차트와 같이 이루어진다. 의료 분야 특성상 학습 과정에 있어서 다발성 경화증 병변 환자의 MRI 영상 데이터 수가 부족하므로 먼저 입력으로 들어오는 데이터를 증강한다. 각 영상 데이터에 대해서 밝기값 변환 및 공간 변형 순서로 10번의 패치를 반복하여 랜덤하게 증강한다. 증강이 완료된 데이터는 트랜스포머에 입력에 맞게 겹치지 않는 패치 단위로 분리하고 1D 시퀀스로 평탄화 후에 공간 정보를 보존하기 위해 위치 임베딩을 더해준다. 이후 최종적으로 나온 특징맵을 업샘플링하며 스킵 연결을 통해 트랜스포머의 각 계층 구간에서 나온 특징맵과 결합하며 결과를 출력한다.

      
        
        

        Fig. 2. 
				
        

        
          Flow chart of MS lesion detection 
        
        

        

      

      
        3.1 UNETR 아키텍쳐
        제안하는 모델은 그림 3과 같이 UNETR 구조를 이용하였다. UNETR은 전반적으로 트랜스포머 인코더와 CNN 기반 디코더가 스킵 연결을 통해 구성된 U자형 모형의 수축 확장 패턴을 활용한다[7].

        
          
          

          Fig. 3. 
				
          

          
            Architecture of UNETR model
          
          

          

        

        수축 경로에서는 이미지를 겹치지 않는 패치 단위로 구분하고, 각 패치들에 대해 평탄화를 수행한 후에 1D 시퀀스로 만들어 인코더로 입력한다. 그 후에 MSA(Multi-Head Self-Attention)와 MLP(Multi Layer Perceptron)를 포함하는 트랜스포머 블록이 선형 계층 수만큼 수행되고 최종적으로 선형 연산을 통해 특징맵을 추출한다.

        확장 경로로 전환되는 전환 구간에서는 최종적으로 나온 특징맵에 디컨볼루션 계층을 적용하여 해상도를 2배 증가시킨 다음, 이전에 Z9 구간의 결과로 나온 특징맵을 연결한다. 그리고 디코더 구간의 3×3×3 컨볼루션 계층을 수행한 후 다시 디컨볼루션 계층을 통해 업샘플링을 하며 해상도를 2배 증가시킨다. 이 과정을 Z9, Z6, Z3 구간에서도 반복하여 최종적으로 1×1×1 컨볼루션을 수행하여 의미론적 분할 예측 결과를 획득한다.

      

      
        3.2 인코더
        인코더는 트랜스포머를 이미지 분류에 맞게 구조를 변형한 ViT-Base 모델[8]을 사용하였고, 계층 정규화[18], MSA, MLP로 구성된 트랜스포머 블록이 선형 계층 수만큼의 스택 구조를 이루고 있다.

        트랜스포머는 3D 영상을 패치별로 자른 후 1D 시퀀스로 변환시키고 트랜스포머 블록에 입력한다. 또한 패치 과정에서 공간 정보의 손실 방지를 위해 각 패치별로 768 크기의 위치 임베딩을 추가한다. 기존 구조와 다르게 MLP에서 활성화 함수로 ReLU 대신 2계층 GELU를 사용하고 계층 정규화가 MSA와 MLP 이전에 수행되면서 깊은 계층에서도 학습을 잘되도록 한다.

        Vit-Base 모델은 12개의 선형 계층으로 구성되어 트랜스포머 블록이 총 12번 수행되며 각 구간(Z12, Z9, Z6, Z3)에서 20816×22416×20816×768 크기 특징맵을 출력한다. 출력된 특징맵은 스킵 연결을 통해 N개의 2×2×2 디컨볼루션 계층을 수행하여 해상도를 2N배 증가시키고, 최종 출력 구간 Z12를 제외한 나머지 구간들은 인스턴스 정규화 계층[19] 및 ReLU 활성화 함수로 이어진 3×3×3 컨볼루션 계층을 수행하여 임베딩 크기를 연결 공간의 입력 크기에 맞게 각 512, 256, 128, 64 크기의 텐서로 만든다.

      

      
        3.3 디코더
        디코더는 CNN 기반의 컨볼루션 계층 및 디컨볼루션 계층으로 구성되어 있으며 인코더에 스킵 연결을 통해 연결되어 있다.

        컨볼루션 계층 블록은 2가지 커널 크기 종류가 있다. 3×3×3 컨볼루션 계층은 인코딩 컨볼루션 계층과 동일한 형태로 이전 업샘플링 특징맵과 스킵 연결의 특징맵을 결합하여 출력된 특징맵에 대해서 두 번씩 반복 수행하여 임베딩 크기를 다음 결합 공간에 맞는 512, 256, 128, 64 크기의 텐서로 재구성한다. 1×1×1 컨볼루션은 최종적으로 업샘플링된 값과 원본 입력값이 연결된 후 컨볼루션 계층을 수행한 208×224×208×32 크기의 특징맵에 소프트맥스 활성화 함수를 통해 3차원의 복셀별로 의미론적 예측 결과를 출력한다.

        디컨볼루션 계층은 2×2×2 커널 크기로 두 차례의 3×3×3 컨볼루션을 수행한 특징맵에 해상도를 2배씩 증가시키는 업샘플링을 수행하여 스킵 연결에서의 특징맵과 동일한 크기의 텐서로 만든다.

      

      
        3.4 스킵 연결
        스킵 연결은 인코더에서 트랜스포머 블록을 수행하여 구간마다 나온 특징맵에 대해서 2×2×2 디컨볼루션 계층과 잔차 블록을 사용한 3×3×3 컨볼루션 계층을 순차적으로 수행한다. 이후 업샘플링된 특징맵과 결합하여 인코더 구간에서 다운샘플링을 수행하는 동안 손실된 공간 정보를 복구시킨다.

      

      
        3.5 데이터 증강 방법
        의료 분야의 특성상 영상 데이터 수가 적어 모델을 충분히 학습시키지 못하고 과적합이 나타나는 문제가 있다. 이를 해결하기 위해 MRI 영상에 TorchIO가 제공하는 기능을 활용하여 랜덤 패치, 정규화, 다양한 증강 기법을 통한 전처리를 수행하여 모델 학습에 충분한 데이터를 생성하였다.

        증강 과정에서 영상 데이터는 다발성 경화증 병변 영역이 포함되도록 208×224×208 크기의 패치를 생성하고 각 패치마다 증강 기법을 적용하였다. 생성된 패치는 Z 정규화를 적용한 후 밝기 변환과 공간 변형을 순차적으로 수행하였다. 밝기 변환은 모션, 바이어스필드, 노티스를 사용하였고 공간 변형에는 플립, 어파인, 탄성 변형을 사용하였다. 영상 데이터와는 다르게 레이블 데이터에 대해서는 공간 변형만 수행하였다.

      

    

    

  
    
      Ⅳ. 실험 결과 및 분석
      본 실험은 Intel i7-7700, nVidia RTX 3090, 32GB RAM 하드웨어 및 Windows 10 Pro 운영체제 환경에서 진행했으며 데이터로더는 파이토치로 구현하였고, 모델은 MONAI 깃허브[21]를 참고하였다.

      
        4.1 실험 데이터셋
        제안하는 UNETR 모델 기반 다발성 경화증 병변 검출 방법의 성능 평가를 위해, 2008 MICCAI MS Lesion Segmentation Challenge 데이터셋을 사용하였다[20]. 그림 4에 각 채널별 단면 영상을 도시하였다. 데이터셋은 임상에서 병리사가 다발성 경화증 병변 환자에서 검출한 것으로 훈련 5명, 테스트 14명으로 구분되어 있다.

        
          
          

          Fig. 4. 
				
          

          
            Dataset of 2008 MICCAI MS lesion challenge 
          
          

          

        

        각 데이터는 181×217×181 크기의 전처리 상태로 제공되며 MRI 뇌 영상 및 레이블된 마스크 데이터로 FLAIR, MPRAGE, PDW, T2W 4개 채널과 Ground Truth 채널이 포함된다. Ground Truth 채널은 병변 부분인 다발성 경화증 병변과 그 외 나머지 영역의 2가지 레이블로 구성된다.

      

      
        4.2 제안하는 모델 구현 및 실험
        제안하는 모델의 실험을 위해 훈련 데이터셋의 학습 및 검증 데이터 비율을 8 : 2로 사용하였고 테스트는 따로 제공된 데이터셋을 사용하였다. 데이터 증강은 학습 데이터셋에만 적용하였고 검증 데이터셋은 Z 정규화만 적용해 모델을 훈련시켰다.

        학습 과정에서 배치 크기는 1로 설정하였고 UNETR 모델의 파라미터로는 특징 크기는 12로 설정하고 인코더로 트랜스포머 기반 ViT-Base 모델을 사용하기 위해 계층은 12, 은닉 크기는 768, 다층 퍼셉트론 크기는 3072, 어텐션 헤드는 12로 설정하였다. 또한 패치 크기는 16×16×16으로 설정하였으며, 이는 입력되는 이미지 데이터를 해당 크기의 겹치지 않는 패치로 변환한다.

        학습 데이터는 I/O 단일 채널과 Adam 최적화 알고리즘을 사용하였고, 학습률은 10-3, 가중치 감쇠는 10-10로 설정했으며, 손실 함수는 Soft Dice Loss[22]와 Cross-Entropy Loss를 조합한 DiceCELoss를 사용하였다. 학습에 사용한 파라미터는 표 1과 같다.

        
          Table 1. 
				
          

          
            Parameters used for training
          
          

        

        
          
            
              	Model
            

          
          
            	Feature size
            	12
            	Layers
            	12
          

          
            	Hidden size
            	768
            	MLP
            	3072
          

          
            	Attention head
            	12
            	Patch size
            	163
          

          
            	Train
          

          
            	Optimizer
            	Adam
            	Learning rate
            	10-3
          

          
            	Weight decay
            	10-10
            	Batch size
            	1
          

        

        

        Residual 3D U-Net 모델과 성능 비교를 위해 학습 파라미터에서 학습률을 제외한 나머지 파라미터는 동일한 값을 설정하였다. 비교를 위해서 유사도 메트릭으로 DSC(Dice Similarity Coefficient)와 mean IoU(Intersection over Union)를 사용하였고 학습은 200 epoch까지 진행하였다.

      

      
        4.3 실험 결과
        UNETR 모델과 Residual 3D U-Net 모델[6]의 성능 비교를 위해 동일한 학습 및 검증 데이터로 실험을 하였다. 그림 5에 MRI 영상 채널 중 FLAIR 채널의 epoch에 따른 정확도 추세를 도시하였다.

        
          
          

          Fig. 5. 
				
          

          
            Trend at each epoch in FLAIR
          
          

          

        

        Residual 3D U-Net 모델의 훈련 정확도가 UNETR 모델보다 높고 향상되고 있지만 검증 정확도는 일정한 추세를 보였다. 그러나 UNETR 모델은 훈련 정확도가 낮지만, 검증 정확도는 Residual 3D U-Net 모델보다 높고 미세하지만 조금씩 향상하는 추세를 보였다.

        이는 데이터 증강으로 데이터 수를 늘렸으나 Residual 3D U-Net 모델의 학습에는 부족하여 학습을 계속할수록 훈련 데이터셋에 과적합되지만, UNETR 모델은 적은 데이터에서도 안정적이고 과적합되지 않으며 훈련과 검증 데이터셋 모두 학습이 잘되는 것을 알 수 있다.

        그러나 UNETR 모델도 특정 epoch에서 학습률의 보폭 간격 차이로 오버슈팅(Over-shooting)이 발생한 것을 알 수 있다.

        표 2에는 UNETR과 Residual 3D U-Net 모델뿐만 아니라 3D U-Net[23]에 대하여 DSC와 mean IoU 유사도 메트릭을 이용하여 성능을 비교한 결과를 제시하였다. 3D U-Net과 Residual 3D U-Net 모델의 실험에서는 3D U-Net 모델이 리소스를 많이 요구하여 메모리 문제로 데이터 증강 단계에서 하나의 영상에 대해 랜덤으로 144×144×144 크기의 패치로 만들어 실험했고, UNETR 모델에서는 인코더에서 트랜스포머를 통해 패치 단위로 분할하기 때문에 208×224×208 크기의 패치로 만들어 실험했다[6].

        
          Table 2. 
				
          

          
            Model accuracy comparison for each channel
          
          

        

        
          
            
              	Model
              	Channel
              	Similarity metric
            

            
              	DSC
              	mean IoU
            

          
          
            	3D U-Net
            	FLAIR
            	0.6470
            	0.4583
          

          
            	MPRAGE
            	0.4201
            	0.2576
          

          
            	T2W
            	0.5637
            	0.3827
          

          
            	PDW
            	0.4833
            	0.3134
          

          
            	Residual 3D U-Net
            	FLAIR
            	0.7068
            	0.5279
          

          
            	MPRAGE
            	0.5243
            	0.3390
          

          
            	T2W
            	0.5177
            	0.3360
          

          
            	PDW
            	0.4476
            	0.2767
          

          
            	UNETR
            	FLAIR
            	0.7522
            	0.5640
          

          
            	MPRAGE
            	0.5778
            	0.3525
          

          
            	T2W
            	0.5770
            	0.3408
          

          
            	PDW
            	0.5148
            	0.2918
          

        

        

        Residual 3D U-Net 모델이 3D U-Net 모델보다 FLAIR와 MPRAGE 채널에서 DSC와 mean IoU가 향상되었지만 T2W와 PDW 채널은 3D U-Net 모델이 더 높게 나타났다. UNETR 모델의 경우 대체로 네 개의 채널 정확도가 이전 두 모델보다 향상되었지만 T2W와 PDW 채널의 mean IoU가 여전히 3D U-Net 모델보다 낮은 것을 알 수 있다. 실험 결과로 UNETR 모델은 loss가 가장 낮은 지점에서 DSC와 mean IoU 정확도가 각각 75.28%, 56.40%를 달성하였고, Residual 3D U-Net 모델보다 4.54%, 3.61% 향상되었지만, FLAIR 채널을 제외한 나머지 채널에서는 mean IoU가 근소하게 향상되었다.

        세 모델에서 공통적으로 FLAIR 채널이 다른 채널보다 비교적 높은 정확도를 나타낸 것을 알 수 있다. 이를 통해 다발성 경화증 병변 검출을 위한 의미론적 분할에는 세 모델 모두 FLAIR 채널이 적합하며 본 논문에서 제안하는 UNETR 모델이 가장 높은 정확도를 얻을 수 있다는 것을 알 수 있다.

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      다발성 경화증 병변 검출을 위해 컴퓨터를 이용한 의료 영상 분석 방법이 개발되어 진단 과정에 도움을 주고 있다. 최근에는 딥러닝 기술로 기존 고정적 특징 추출 성능의 한계를 극복하며 질환의 분류 및 진단 정확도를 향상하고 있다.

      본 논문에서는 3D U-Net에 트랜스포머 인코더를 적용한 UNETR 딥러닝 모델을 통해 3D MRI 뇌 영상에서 다발성 경화증 병변 검출 방법을 제안하였다. 제안한 모델의 과적합을 방지하기 위해 데이터셋에 밝기값 변환 및 공간 변형의 증강 기법을 적용하였다. 특히, 의미론적 분할의 좋은 성능을 위해 UNERT 모델을 도입해 수축 경로에서 트랜스포머를 인코더로 사용함으로써 컨볼루션에 의존하지 않고 트랜스포머가 이미지 패치들에 사용되도록 하였다.

      또한 3D 영상을 1D 시퀀스로 변환해 장거리 의존 문제를 해결하였고, 기존 3D U-Net 모델보다 요구하는 리소스가 적어서 효율성을 향상하였다. 제안하는 모델의 성능은 2008 MICCAI MS Lesion Segmentation Challenge 데이터셋을 사용하여 검증하였고 FLAIR 채널 기준 DSC와 mean IoU 정확도가 75.22%, 56.40%로 Residual 3D U-Net 대비하여 각각 4.54%, 3.61% 향상하였다. 이를 통하여 제안한 모델이 기존 3D U-Net과 Residual 3D U-Net 모델보다 높은 의미론적 분할 정확도를 달성할 수 있음을 보였다.

      그러나 실험에서 epoch 수가 증가할수록 Residual 3D U-Net 모델은 과적합 경향을 보이고 UNETR 모델은 오버슈팅이 발생한다. 추후 연구에서는 모델 구조 및 데이터 전처리 개선을 통해 정확도를 향상하거나 GPU 메모리 사용량을 줄여 학습에 사용된 파라미터를 높이고, 학습률을 조정하거나 다른 손실 함수를 사용하여 오버슈팅을 줄일 예정이다.
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