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            Abstract
          
        

        
          알츠하이머 질병(AD, Alzhemer’s Disease)은 치매를 일으키는 원인으로 뇌의 구조적 변화로 인해 인지능력이 저하되는 퇴행성 뇌질환이다. 인간에 있어서 치명적인 신경 퇴행성 질환 임에도 불구하고, AD에 대한 유전적 위험인자와 질병 기전은 아직 명확하게 밝혀지지 않고 있다. 따라서, AD 진단 및 예측은 치매 방지를 위한 필수적인 요소가 되고 있으며, 이로 인해, AD 예측을 위한 많은 전산학적 기반 모델들이 제안되고 있다. 본 논문에서는 멀티오믹스 데이터를 기반으로 하여 딥러닝을 활용한 AD 예측 모델을 제안하고자 한다. 유전자 발현 값을 기반으로 AD 특징 벡터를 추출하였고, 그래프 임베딩(Embedding) 기반의 Node2vec 알고리즘을 활용하여 질병 특징 벡터를 계산하였다. 추출된 특징 벡터들을 결합(Concatenate)하여 딥러닝 예측 모델의 입력값으로 사용하여 AD를 효과적으로 예측하였다. 결과적으로, 다양한 실험 결과에서 제안하는 모델의 성능이 우수한 것을 정량적으로 확인할 수 있었다.

        

        
          
            초록
          
        

        
          Alzheimer’s Disease(AD) is a type of common dementia that causes brain cells to die. However, genetic risk factor and disease mechanism of AD is not clearly revealed yet. Therefore, growing number of computational models have been proposed, which can serve as effective tool for the diagnosis and the detection of Alzheimier’s disease (AD). This paper proposes deep learning-based AD prediction model based on multi-omics dataset. We calculated AD feature vector based on gene expression data and disease feature vector based on Node2vec algorithm. Then, we concatenated each vector for the input of the deep learning-based prediction model. As a result, experimental results based on the various evaluation metrics clearly demonstrated the reliable performance of our model.
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      Ⅰ. 서 론
      알츠하이머 질병(AD, Alzheimer’s Disease)은 인간의 치매를 일으키는 질병의 형태로서, 뇌의 구조적 변화로 인해 인지능력 저하와 행동 장애를 일으키는 퇴행성 뇌질환이다[1]-[3]. 이 질환은 세계의 건강, 공중 보건 및 인구 건강 측면에서 중요한 건강 문제로 대두되고 있으며, 이로 인해 AD 메커니즘에 대한 이해와 조기 진단은 유전체학(Genomics)에서 중요한 연구 과제로 남겨져 있다[4][5]. 최근 분야를 막론하고 인공지능 기술이 막강한 성능을 도출함에 따라, 인공지능을 기반으로 AD의 기전을 예측하기 위한 많은 연구가 진행되고 있다[6]-[10]. 이러한 관점에서 기계학습, 딥러닝을 기반으로 한 전산학적 모델들이 신경 영상(Neuroimaging), 유전체학(Genomics), 질병 진단 등 다양한 분야에서 주목할 만한 성과를 도출하고 있다[11]-[14]. AD 진단 및 예측 분야의 경우, 기계학습 기반 예측 모델의 목표는 신경 영상 및 게놈(Genome) 데이터를 효과적으로 활용하여 AD를 진단하는 데이터 기반 알고리즘을 설계하는 것이다. 최근 딥러닝 모델의 한 종류인 합성곱 신경망(CNN, Convolutional Neural Network)을 활용한 다양한 생물학적 연구들이 제안되고 있다. CNN은 이미지 처리, 영상 처리에서 주로 쓰이는 인공 신경망 모델이며, 뇌신경영상(Neuroimage)을 비롯한 여러 자가공명영상(MRI) 데이터를 효과적으로 처리하여 AD를 예측하는데 큰 성능을 보이고 있다[6][7]. 일반적으로 딥러닝 모델은 가공되지 않은(Raw) 데이터를 여러 계층적 표현으로 나타낸다. 이러한 특징으로 인해, 딥러닝은 여러 뇌 신경 영상과 유전체 데이터를 효율적으로 처리하여, AD를 진단하고 예측하는 연구 분야에서 유망한 기술로 손꼽히고 있다. 또한, 최근 컴퓨터 하드웨어와 소프트웨어 기술의 발달로 인해, 딥러닝 모델들의 성능은 더욱 증가하고 있으며, AD를 진단하고 예측하는 연구와 더불어 여러 생물정보학(Bioinforamtics) 문제를 다루는 데 있어서 중요한 핵심 기술로 자리매김을 하고 있다[15]-[18].

      전 세계적으로 AD 환자의 수는 크게 증가하여, 공중 보건에 큰 위협이 되는 요소가 되어 가고 있다. 이에, AD의 요인을 설명할 수 있는 유전적 위험 요소를 밝혀내기 위한 여러 연구가 진행되어왔다. Desikan 외 GWAS(Genome- Wide Association Study) 데이터를 기반으로 AD 관련 단일 염기 다형성(SNP)을 밝혀내는 방법을 제안하였다[19]. 제안되는 모델에서는 AD에 대한 유전적 위험의 개인차를 연령대별로 정량화하였다. 하지만, GWAS를 통해 밝혀진 AD 관련 SNP만을 사용함에따라 예측 성능의 한계점을 보여주었다. Park 외 서로 다른 계층에 존재하는 오믹스 데이터를 통합하여 AD 특이적 유전자 네트워크를 구축하였고, 이를 통해 네트워크를 기반으로 한 오믹스 데이터에서 AD 예측이 가능함을 확인하였다[20]. 또한, AD를 효과적으로 분류하기 위해, 비침습적(Non-invasive) 영상 바이오마커를 제공하는 양성자-자기 공명(Proton-magnetic) 분과 기술이 활용되고 있다. Munteanu 외 다층 퍼셉트론(MLP, Multi-Layer Perceptron)을 사용하여 모델의 예측 성능을 향상한 모델을 제안하였다[21]. 하지만, 해당 논문에서는 유전자 발현량 같은 생물 분자층 간의 상호작용을 고려하지 않았다는 한계점을 지니고 있다.

      본 논문에서는 오믹스(Omics) 데이터를 활용하여 딥러닝 모델 기반 AD 예측 모델을 제안하고자 한다. 기계학습 기반 모델의 성능을 높이는 가장 직관적인 방법은 각 개체를 수치형 데이터로 나타내는 표현 학습(Representation learning)을 적용하는 것이다. 이러한 관점에서, 본 논문에서는 AD의 상태를 표현할 수 있는 환자들의 유전자 발현 값을 벡터값으로 사용하였고, 질병 네트워크를 기반으로 그래프 임베딩(Graph embedding) 기법인 Node2vec 알고리즘을 적용하여 AD 벡터를 효과적으로 추출하였다. 오믹스 데이터로 구분되는 유전자 발현량 값을 사용함에 있어서 가장 큰 이점은 생물학적 메커니즘을 기계학습 모델에 적용할 수 있다는 것이다. 딥러닝 기반 그래프 임베딩 기법으로 추출된 벡터와 유전자 발현량 값을 하나의 벡터로 결합(Concatenate)하여 질병을 예측할 수 있는 딥러닝 예측 모델을 훈련하는 입력값으로 사용하였다.

      본 논문의 구성은 다음과 같다. 1장에서는 AD에 대한 특성을 언급하고 관련 연구들을 소개한다. 2장에서는 딥러닝 기반 AD 예측 모델을 훈련하기 위한 데이터를 소개하고, 모델 아키텍처에 대하여 자세히 기술한다. 3장에서는 예측 모델의 성능을 측정하는 실험 결과에 대하여 설명 및 분석하고, 4장에서는 추후 연구 계획 및 한계점에 대해 언급한다.

    

    

  
    
      Ⅱ. 본 론
      
        2.1 데이터셋
        본 논문에서는 유전자 발현량 값을 활용하여 생물 메커니즘을 기계학습 모델에 반영하였다. 두 개의 전두엽 피질(Prefontal cortex) 유전자 발현 데이터(GSE33000, GSE44770)를 통합하여 모델 훈련을 위한 충분한 데이터 샘플 사이즈를 확보하였다. 표 1과 같이 유전자 발현량 값 데이터는 257명의 정상 환자와 439명의 AD환자로 구성되어 있다. 확보된 유전자 발현 값을 토대로 Z 점수(Z-score)를 적용하여 정규화를 실행하였다.

        
          Table 1. 
				
          

          
            Dataset
          
          

        

        
          
            
              	Dataset
              	Gene expression 
Rosetta/merck human 44k 1.1 microarray
            

          
          
            	GEO ID
            	GSE33000
            	GSE44770
          

          
            	Number of normal samples
            	157
            	100
          

          
            	Number of AD samples
            	310
            	129
          

          
            	Number of feature
            	19,488
            	
          

        

        

      

      
        2.2 질병 네트워크 구축
        생물 정보학에서 질병 메커니즘을 정확하게 파악하기 위해, 많은 네트워크 기법들이 제안되어왔다[15]. 본 논문에서는 AD를 수치형 데이터로 정확하게 표현할 수 있는 그래프 임베딩(Graph embedding) 기법인 Node2vec을 적용하기 위해, 질병 네트워크를 구축하였다. 그래프 임베딩이란 그래프, 네트워크로 표현되는 여러 복합적 관계를 벡터 또는 벡터의 집합으로 변환하는 방법론이다. 네트워크 기반 분석 방법을 통해 우리는 다양한 관계에서 파생되는 여러 문제를 직관적으로 쉽게 파악할 수 있으며, 새로운 관계 또한 효과적으로 예측할 수 있다. 더 나아가서는 네트워크를 벡터공간에 표현하여 더 다양하고, 정확한 문제 해결 방법을 제시할 수 있다. 본 논문에서는 질병 네트워크를 구축하여 AD 벡터를 추출하고자 한다. 질병 네트워크란 각 노드(Node)는 질병으로 표현되고, 노드 사이에 이어진 에지(Edge) 정보는 질병 간의 유사성(Similarity) 정보로 표현된 네트워크이다. 이에 정확한 네트워크를 구축하기 위해서는 노드 사이의 관계를 표현하는 에지 정보, 즉 유사성 정보를 얼마나 효과적으로 계산하는지에 달려있다.

        본 논문에서는 오토인코더를 적용하여 잠재 공간(Latent space)을 학습하고, 이를 가우시안 상호작용 프로필 커널(Gaussain interaction profile kernel)에 적용하여 질병 간의 유사성 정보를 계산하였다. 오토인코더(Auto-encoder)는 딥러닝을 활용한 차원 축소(Dimension reduction) 기법으로서 비지도 학습(Unsupervised learning)을 기반으로 모델을 훈련한다. 이는 입력 데이터값보다 적은 차원으로 축소를 시키고, 이를 다시 원본 데이터로 복원하도록 네트워크를 학습시키는 방법이다. 오토인코더는 크게 두 부분으로 구성되는데, 차원을 축소 시키는 인코더(Encoder) 부분과 이를 다시 원래의 데이터 값으로 복원하는 디코더(Decoder) 부분으로 나누어진다(그림 1).

        
          
          

          Fig. 1. 
				
          

          
            Structure of auto-encoder	
          
          

          

        

        먼저, 원-핫(One-hot) 벡터로 표현된 질병 벡터 x를 인코더를 통해 차원 축소를 진행하였다(식 (1)).
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        여기서 W는 인코더 부분의 가중치 값을 의미하며, s는 비선형(Non-linear)함수로 표현된다. 디코더 부분에서는 다시 디코딩 과정을 통해 저차원으로 표현된 d 벡터를 원래의 차원값으로 복원을 시킨다(식 (2)).

        
          
            
              	
                
                  
                    
                      
                        x
                      
                      
                        '
                      
                    
                    =
                    s
                    
                      
                        
                          
                            W
                          
                          
                            '
                          
                        
                        d
                        +
                        
                          
                            b
                          
                          
                            '
                          
                        
                      
                    
                  
                
              
              	
                (2) 
				
              
            

          

        

        새롭게 복원된 x'를 통해, 오토인코더의 에러값을 줄이는 방향으로 모델을 학습하며, 가중치W,W',b,b' 값들을 수정해나간다(식 (3)).
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        오토인코더로 추출된 벡터를 기반으로 질병 i와 질병 j가 주어졌을 때, d(i), d(j)는 각각의 질병 벡터를 의미한다. 질병 i와 질병 j 간의 가우시안 커널 유사도 GS(d(i), d(j))는 다음 식을 통해 계산하였다(식 (4)).
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        여기서 GS는 가우시안 상호작용 프로필 커널(Gaussain interaction profile kernel)을 뜻하며, rd는 커널의 대역폭(Bandwidth)를 결정하는 하이퍼 파라미터(Hyper-parameter)로서 다음 식을 통해 계산하였다(식 (5)).

        
          
            
              	
                
                  
                    
                      
                        r
                      
                      
                        d
                      
                    
                    =
                    
                      
                        r
                      
                      
                        d
                      
                      
                        '
                      
                    
                    /
                    
                      
                        
                          
                            1
                          
                          
                            
                              
                                n
                              
                              
                                d
                              
                            
                          
                        
                        
                          
                            ∑
                            
                              i
                              =
                              1
                            
                            
                              
                                
                                  n
                                
                                
                                  d
                                
                              
                            
                          
                          
                            ∥
                            I
                            P
                            
                              
                                d
                                
                                  
                                    i
                                  
                                
                                
                                  
                                    ∥
                                  
                                  
                                    2
                                  
                                
                              
                            
                          
                        
                      
                    
                  
                
              
              	
                (5) 
				
              
            

          

        

        파라미터는 질병 당 상호작용의 수로 나누어 정규화를 수행하였다. 이를 통해, 커널 값은 데이터 크기에 영향을 받지 않도록 세팅하였다. rd'는 통상적으로 1로 설정되며, 본 논문에서도 해당 값을 사용하였다.

        가우시안 상호적용 프로필 커널을 통해 질병 사이의 유사성 정보를 효과적으로 계산하였으며, 이를 질병 네트워크 에지(Edge) 정보로 활용하여 질병 네트워크를 구축하였다. 구축된 질병 네트워크를 통해 그래프 임베딩 기법인 Node2vec 알고리즘을 적용하여 각각의 질병 벡터를 효과적으로 추출하였다.

        Node2vec 알고리즘은 그림 2와 같이 DFS(Depth-First-Sampling)와 BFS(Breadth-First-Sampling) 개념을 도입하여 기존 그래프 임베딩에 존재하였던 한계점을 극복한 알고리즘이다[22]. DFS는 랜덤워크(Random)를 수행할 때 시작 노드로 다시 되돌아올 확률을 작게 설정하여, 시작 노드로부터 최대한 멀리 떨어져 있는 노드까지 잘 반영할 수 있도록 학습하는 방법이다. 이에 반해, BFS는 시작 노드로 되돌아올 확률 값을 크게 설정하여, 최대한 지역적인 정보인 서브 그래프 구조를 표현하는 방법이다. Node2vec 알고리즘을 활용하여 질병 네트워크를 기반으로 정확한 질병 벡터를 계산하였다.

        
          
          

          Fig. 2. 
				
          

          
            Network discovery process based on Node2vec algorithm 
          
          

          

        

      

      
        2.3 차원 축소 알고리즘
        본 논문에서는 효과적으로 유전자 발현량 데이터를 처리하기 위해, 주성분 분석(PCA, Principal Component Analysis)을 적용하여 특성(Feature)들의 차원을 축소 시켰다. PCA는 특징 선택(Selection)의 대표적인 방법으로 패턴이 지니는 다수의 특징 중에서 유의미한 소수의 특징을 선별하는 기법이다.

        본 논문에서는 PCA를 적용하여, 고차원의 입력 데이터에서 유의미한 특징을 필터링(Filtering)하고, 이를 저차원으로 투영(Projection)하였다. PCA 기법을 통해 유의미한 특징을 추출함으로써 모델의 예측 성능을 높일 수 있도록 입력 데이터를 정제하였다. 최종적으로 PCA를 통해 정제된 유전자 발현 값 벡터 hg와 Node2vec을 통해 추출된 AD 벡터 hd를 결합(Concatenate)하여 하나의 벡터ht = [hm;hd]로 표현하였고, 이를 딥러닝 기반 AD 예측 모델의 입력 데이터값으로 사용하였다.

      

      
        2.4 딥러닝 기반 AD 예측 모델
        Node2vec 알고리즘을 통해 추출된 AD 벡터와 질병 벡터 정보를 결합하여 ht벡터를 생성하였고, 이를 통해 딥러닝 예측 모델을 효과적으로 훈련하는 입력 데이터값으로 사용하였다(그림3). 딥러닝 기술은 컴퓨터 비전(Computer vision), 자연어 처리(NLP, Natural Language Processing), 생물정보학 등 다양한 분야에서 막강한 성능을 자랑하는 인공지능 모델이다[9][10]. 이에 본 논문에서는 여러 개의 퍼셉트론 뉴런(MLP, Multi-Layer Perceptron)을 여러 층으로 쌓아 올린 다층신경망 구조를 적용하였다(식 (9)). 활성화 함수(Activation function)로는 ReLU를 사용하였으며, 훈련 방법으로는 드롭아웃(Dropout) 기법을 적용하였다.

        
          
          

          Fig. 3. 
				
          

          
            Worflow of proposed prediction model
          
          

          

        

        식 (9)에서 wx, ax, 그리고 bx는 각각 x번째 레이어(Layer)의 가중치 행렬, 퍼셉트론 활성화 함수, 바이어스(Bias) 벡터를 의미하며, yd'는 AD 관련성을 나타내는 예측 변수를 의미한다.
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      Ⅲ. 실험 결과
      
        3.1 비교 실험
        제안하는 예측 모델의 성능을 평가하기 위해 기존 논문과의 비교 실험을 실행하였다[6]. 본 논문에서는 모델의 성능을 정확하게 평가하기 위해, LOOCV(Leave-One-Out Cross-Validation) 검증 방법을 채택하였다. LOOCV는 n개의 데이터 샘플이 존재할 때, n-1개의 데이터 샘플을 무작위적으로 선택하여 이를 훈련데이터로 사용하고, 나머지 한 개의 데이터를 검증데이터로 사용하는 방법이다. 이를 n회 반복하고, 평균을 계산하여 무작위성(Randomness)의 바이어스를 고려하였다. 성능평가 지표로는 AUC(Area Under the receiver operating characteristic Curve)를 채택하였다.

        ROC 커브의 아래 면적을 의미하는 AUC 평가 지표는 일반적으로 분류 및 예측 모델의 성능을 측정할 때, 널리 사용된다. AUC 값이 1에 가까울수록, 분류 모델의 성능은 뛰어나다는 것을 의미하며, 0.5는 모델의 분류 성능은 거의 없다는 것을 뜻한다. 즉, 본 논문에서 제안하는 모델이 AD를 정확히 예측할수록, AUC 값은 1에 가깝게 나오게 된다.

        그림 4에서 확인할 수 있듯이, 본 논문에서 제안하는 예측 모델의 성능이 (AUC=0.832) AUC 측면에서 기존 모델보다 (AUC=0.824) 성능이 더 뛰어난 것을 확인할 수 있었다. 이는 곧 본 논문에서 제안하는 딥러닝 기반 예측 모델이 AD를 예측하는 데 있어서 효과적이라는 것을 증명한다.

        
          
          

          Fig. 4. 
				
          

          
            Comparative experiment performance analysis with existing model
          
          

          

        

      

      
        3.2 Node2vec 알고리즘 성능 평가
        AD 벡터를 정확하게 표현하기 위해, 본 논문에서는 그래프 임베딩 기반 Node2vec을 적용하였다. 정확한 벡터 표현 기법을 통해 추출된 벡터는 예측 모델을 정확하게 훈련하는 데 있어서 중요한 입력 데이터가 된다. 본 실험에서는 Node2vec을 통해 추출한 질병 벡터를 유전자 발현 값과 같이 사용하였을 경우와 유전자 발현 값만 사용하였을 경우로 나누어 비교 실험을 진행하였다.

        그림 5에서 확인할 수 있듯이, 유전자 발현 값으로만 입력 데이터를 사용하였을 때보다(AUC=0.818), Node2vec을 적용하여 추출한 질병 벡터를 입력 값으로 함께 사용하였을 때(AUC=0.832), 예측 모델의 성능이 AUC 측면에서 더 나은 것을 확인할 수 있었다. 이는 곧, 그래프 임베딩 기법인 Node2vec 알고리즘이 네트워크 특성을 반영하여 질병 벡터를 수치형 데이터로 정확하게 표현하였다는 것을 증명한다.

        
          
          

          Fig. 5. 
				
          

          
            Performance evaluation on Node2vec
          
          

          

        

      

    

    

  
    
      Ⅳ. 결론 및 향후 과제
      AD는 인간의 치매를 일으키는 하나의 형태로서, 뇌의 구조적 변화로 인해 인지능력 저하와 행동 장애를 일으키는 퇴행성 뇌질환이다. 인간의 기대 수명이 늘어남에 따라, AD의 조기 진단은 인간의 삶에 있어서 중요한 요소가 되어가고 있으며, 많은 연구를 통해 이를 예측하기 위한 다양한 전산 모델들이 제안되고 있다. 최근 인공지능(AI)의 기술이 급격히 발전함에 따라, 다양한 분야에서 이를 통하여 막강한 성능 향상을 도출하고 있다. 이에 본 논문에서는 대표적인 인공지능 기법인 딥러닝 기술을 활용하여 AD 예측 모델을 제안하였다. 먼저, 효과적으로 딥러닝 모델을 훈련하기 위해 그래프 임베딩 기법을 적용하여 입력 데이터 전처리 과정을 수행하였다. 그래프 임베딩의 가장 일반적인 기본 가정은 각 노드 벡터가 인접한 네트워크의 구조를 보존해야 한다는 것이다. 그래프 임베딩 기법인 Node2vec을 활용하여 질병 네트워크 속성을 반영한 질병 벡터를 추출하였다. 또한, 유전자 발현 값을 기반으로 주성분 분석(PCA, Principal Component Analysis)을 적용하여 특성(Feature)들의 차원을 축소 시켰다. 이를 통해, 고차원의 입력 데이터에서 유의미한 특징을 필터링(Filtering)하고, 유의미한 입력값을 추출하는 과정을 수행하였다. 네트워크 속성을 반영한 질병 벡터와 PCA 기법을 수행한 유전체 벡터를 결합(Concatenate)하여 딥러닝 모델을 훈련하는 입력값으로 사용하였다. 정확한 입력 벡터값을 통해서 모델을 효과적으로 훈련하였으며, 이를 통해 AD를 정확하게 예측할 수 있는 모델의 기반을 만들었다. 결과적으로 다양한 비교 실험을 통해 모델의 성능을 평가하였으며, 이를 통해, 제안된 AD 예측 모델의 우수성을 증빙할 수 있었다. 추후 연구에서는 더 정교한 인공지능 기법을 적용하여 질병 벡터값을 추출하고자 하며, 질병의 특성을 정확하게 반영할 수 있는 인공지능 모델을 제안하고자 한다.
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