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            Abstract
          
        

        
          딥러닝 기반 SAR 표적 식별의 성능을 높이기 위해서는 모델을 충분히 학습시킬 만한 다수의 SAR 영상이 필요하지만, 이러한 SAR 영상을 얻는 과정은 매우 복잡하고 많은 시간과 비용이 소요된다. 이러한 문제를 해결하기 위해 시뮬레이션 SAR 영상을 생성하여 보완하는 연구가 진행되었으나, 시뮬레이션 SAR 영상과 실측 SAR 영상 간의 차이로 인해 학습에 사용된 실측 SAR 영상의 수가 부족할수록 식별 성능이 저하되는 경향을 보인다. 본 논문에서는 이미지 변환 분야에서 높은 성능을 보인 CycleGAN을 이용하여 실측 SAR 영상을 시뮬레이션 SAR 영상과 유사하게 변환하고, 해당 영상을 시뮬레이션 SAR 영상만으로 학습된 모델에 테스트하여 식별 성능을 도출한다. 또한 기존의 SAR 표적 식별 알고리즘들이 SAR 영상의 크기 정보만을 활용한 것과는 달리, 크기와 위상 정보를 모두 활용한 복소수 네트워크 기반의 방법을 제안한다.

        

        
          
            초록
          
        

        
          In order to improve deep learning-based SAR target recognition performance, a large amount of SAR data are required to sufficiently train the model. However, obtaining measured SAR data for training is too complicated and expensive in terms of time and money. In response, a method of generating simulated SAR data can be an alternative, but this approach shows the performance degradation as the measured SAR data used for training is scarce due to the distribution gap. In this paper, the measured SAR images are translated to the simulation-like SAR images using CycleGAN which showed high performance in the field of image-to-image translation. The translated SAR images are used as the inputs of the network trained on simulated SAR images. Furthermore, unlike traditional SAR target recognition algorithms using only amplitude of SAR images, the proposed method is based on a complex-valued network using both amplitude and phase data.
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      Ⅰ. 서 론
      SAR(Synthetic Aperture Radar) 영상은 광학영상과는 달리 주야간 및 기상 상황에 구애받지 않고 원하는 지역으로부터 영상을 획득할 수 있다는 장점으로 인하여 주로 감시정찰 분야에 활용되어왔다. 최근에는 컴퓨터 비전 분야에서 딥러닝(Deep learning) 기반의 알고리즘[1][2]이 괄목할 만한 성능 향상을 보이면서, SAR 표적 식별 분야에서도 관련 연구가 활발히 진행되고 있다[3][4]. 이러한 딥러닝 기반 SAR 표적 식별 알고리즘의 성능 향상을 위해서는 네트워크를 충분히 학습시킬 만한 다수의 실측 SAR 영상이 필요하다. 그러나 실측 SAR 영상을 얻기 위해서는 레이더 장비를 이용하여 자료를 수집하고, 후처리 기법을 통해 영상으로 가공하는 과정을 거쳐야 한다. 이러한 과정은 매우 복잡하고 많은 시간과 비용이 소요된다[5].

      전자파 산란해석 기법을 이용하여 생성된 시뮬레이션 SAR 영상은 이처럼 부족한 실측 SAR 영상을 대체하여 사용될 수 있다. 시뮬레이션 SAR 영상을 얻는 과정은 다음과 같다. 먼저 실제 표적과 유사하게 제작된 CAD(Computer-Aided Design) 모델과 배경 클러터에서 반사되어 얻어진 전자기 신호를 계산한다. 이때 전자기 신호는 광선 추적 기법[6]을 이용하여 얻어지는데, 돔 형태의 가상 공간에서 광선 다발을 CAD 모델을 향해 사출하고, 각각의 광선에 대해 광선 추적을 수행하여 레이더 반사 면적(RCS, Radar Cross Section)을 계산한다. 이렇게 계산된 RCS 정보를 FFT(Fast Fourier Transform) 기반의 SAR 영상 생성 알고리즘[7]으로 처리하여 SAR 영상을 획득한다. 이러한 시뮬레이션 SAR 영상 생성 시스템이 한 번 구축되면, 실측 SAR 영상보다 비교적 간단하게 원하는 고각, 방위각, 해상도의 시뮬레이션 SAR 영상 데이터베이스를 구축할 수 있다. 그러나 CAD 모델의 부정확성, 광선 추적 기법을 이용한 RCS 계산 오차, 실제 배경 클러터와의 복잡도 차이 등의 다양한 이유로 시뮬레이션 데이터와 실제 데이터 간의 차이가 발생하게 된다. 이러한 차이로 인해 시뮬레이션 SAR 영상만으로 학습된 네트워크에 실측 SAR 영상을 식별하였을 때는 낮은 성능을 보인다[8].

      또한, SAR 영상은 크기와 위상을 가지는 복소수 형태의 데이터임에도 불구하고, 기존의 SAR 표적 식별 기법들은 광학영상에 맞게 개발된 딥러닝 기반의 알고리즘들을 사용하기 위해 위상 정보는 제외하고 크기 정보만을 이용하였다. 그러나 SAR 영상의 위상 정보에도 레이더와 물체 사이의 거리 정보가 포함되어 있으므로 이를 활용할 필요가 있다.

      따라서 본 논문에서는 CycleGAN[9]과 복소수 네트워크를 결합하여 복소수 CycleGAN 기반의 방법을 제안한다. 1) CycleGAN은 실측 SAR 영상을 시뮬레이션 SAR 영상과 유사하게 변환하여 두 영상 간의 분포 차이를 줄일 수 있으며, 2) 복소수 네트워크는 기존의 SAR 표적 식별 기법들과는 달리 SAR 영상의 크기와 위상 정보를 모두 사용하여 더욱 다양한 정보를 학습할 수 있다. 실험에서는 SAMPLE 데이터셋[10]의 실측 SAR 영상을 시뮬레이션 SAR 영상과 유사하게 변환하고, 해당 영상을 시뮬레이션 SAR 영상만으로 학습된 복소수 CNN에 테스트하여 식별 성능이 향상됨을 보인다.

      본 논문은 다음과 같이 구성되어 있다. 2장에서는 본 논문에서 사용하는 복소수 CycleGAN 모델의 구조를 상세히 기술하고, 3장에서는 복소수 Cycle GAN 기반의 시뮬레이션 SAR 표적 식별을 수행하는 방법을 자세하게 설명한다. 4장에서는 SAMPLE 데이터셋으로 실험 및 분석을 수행하여 결과를 제시한다. 마지막으로 5장에서 결론 및 향후 과제에 대해 기술한다.

    

    

  
    
      Ⅱ. 복소수 CycleGAN 모델
      2장에서는 복소수 네트워크와 CycleGAN의 간략한 이론을 설명하고, 실측 SAR 영상을 시뮬레이션 SAR 영상과 유사하게 변환하기 위한 복소수 Cycle GAN 모델의 구조를 다룬다.

      
        2.1 복소수 네트워크
        레이더 신호처럼 복소수로 표현 가능한 다양한 데이터가 존재하지만, 기존의 딥러닝 기반 알고리즘들은 오직 크기 정보만을 이용하여 네트워크를 학습하였다. 이러한 문제점을 해결하기 위해 C. Trabelsi 등의 연구[11]에서는 복소수 연산이 가능한 네트워크를 제안하였다.

        
          2.1.1 복소수 표현
          복소수는 기본적으로 실수부 a와 허수부 b가 결합하여 z = a + ib의 형태로 표현된다. 이에 착안하여 복소수 네트워크에서는 각 컨볼루션 계층(Convolutional layer)에서 얻어지는 N차원의 특징맵을 절반으로 나누어, 앞선 N/2차원은 실수부, 남은 N/2차원은 허수부의 특징맵으로 사용한다.

        

        
          2.1.2 복소수 컨볼루션
          입력된 특징맵을 X = Xr + iXi, 컨볼루션에 사용된 필터를 W = Wr + iWi라고 할 때, 두 컨볼루션 곱의 결과 Z = Zr + iZi는 식 (1)과 같이 표현된다.
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          위와 같이 복소수 컨볼루션은 실수부 Zr과 허수부 Zi를 각각 구하는 과정으로 구성된다. 결과적으로는 총 4번의 실수 컨볼루션만을 통해서 복소수 특징맵을 얻을 수 있다.

        

        
          2.1.3 복소수 활성화 함수
          복소수 네트워크의 활성화 함수로는 CReLU(Complex ReLU) 함수를 사용하며, 특징맵 결과의 실수부와 허수부 연산을 따로 수행하므로 식 (2)와 같이 계산한다.
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          2.1.4 복소수 배치 정규화
          복소수 배치 정규화(Batch normalization)는 식 (3)을 통해 입력 x의 분포를 새로운 분포 x~로 정규화한다.
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          이때 E[x]는 평균, V=VrrVriVirVii는 공분산 행렬이다. 정규화된 분포 x~에 학습된 스케일 변수(Scale parameter) γ와 시프트 변수(Shift parameter) β를 이용하여 식 (4)의 결과를 얻는다.
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        2.2 CycleGAN
        생성기(Generator)와 분류기(Discriminator) 간의 적대적 학습을 통해 이미지 생성모델을 학습하는 적대적 생성 네트워크(GAN, Generative Adversarial Network)[12]의 등장 이후, GAN 기반의 생성모델들이 뛰어난 성능을 보여왔다. 초창기 GAN이 노이즈 입력으로부터 이미지를 생성해냈던 것에서 발전하여, 이미지를 입력으로 받아 다른 형태의 새로운 이미지를 생성하는 Pix2Pix[13]의 등장으로 다양한 GAN 기반의 이미지 변환 알고리즘들이 등장하였다.

        이 중 CycleGAN은 두 개의 GAN을 동시에 학습하면서 순환 일관성 손실함수(Cycle consistency loss function)를 통해 입력 영상과 변환된 영상 간의 일관성이 보장되도록 학습하여 이미지 변환 성능을 개선하였다. 이때 사용된 두 GAN의 손실함수는 식 (5), (6)과 같이 표현된다.
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        여기서 G는 도메인 X의 영상을 도메인 Y의 영상과 유사하게 변환하는 생성기이며, F는 반대로 변환하는 생성기이다. DX와 DY는 각 도메인의 영상이 실제 영상인지 생성된 영상인지 판단하는 분류기이다. CycleGAN에서는 위의 두 손실함수와 함께 식 (7)의 순환 일관성 손실함수를 사용한다.
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        이때 ∥ㆍ∥1는 L1-norm을 의미한다. 위의 식 (5), (6), (7)을 결합한 CycleGAN의 최종 손실함수는 식 (8)로 표현된다.
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        2.3 복소수 CycleGAN 구조
        그림 1은 복소수 CycleGAN의 개념도이다. 실측 SAR 영상(도메인 X)은 생성기 G를 통과하여 시뮬레이션 SAR 영상(도메인 Y)과 유사하게 변환된다. 이렇게 변환된 시뮬레이션 SAR 영상은 다시 생성기 F를 통과하여 원래의 실측 SAR 영상과 유사하게 복원된다. 순환 일관성 손실함수(Lcyc)를 통해 두 영상 간의 차이가 작아지도록 학습을 수행한다. 이때 변환된 시뮬레이션 SAR 영상과 실제 시뮬레이션 SAR 영상을 구분하는 분류기 DY를 함께 학습함으로써, 생성기 G가 실제 시뮬레이션 SAR 영상을 최대한 유사하게 생성하도록 학습한다. 생성기 F의 학습 또한 분류기 DX를 사용하여 같은 과정을 통해 진행된다.

        
          
          

          Fig. 1. 
				
          

          
            Framework of complex-valued CycleGAN
          
          

          

        

        복소수 CycleGAN에 사용된 생성기와 분류기의 네트워크 구조는 그림 2와 같이 구성되어 있다. 생성기는 64×64×2 크기의 복소수 SAR 영상을 입력받아, 4개의 복소수 컨볼루션 모듈을 거쳐 4×4×256 크기의 특징맵으로 인코딩(Encoding)한다. 인코딩된 특징맵은 다시 업샘플링(Upsampling)과 복소수 컨볼루션 모듈을 이용한 디코딩(Decoding) 과정을 거쳐 입력과 같은 차원인 64×64×2 크기의 복소수 SAR 영상으로 변환된다. 이때 인코딩 과정에서 나온 특징맵을 ‘skip connection’으로 연결하는 U-Net[14]의 구조를 차용하여 정보 손실을 최소화한다. 분류기 또한 마찬가지로 64×64×2 크기의 복소수 SAR 영상을 입력으로 받는다. 이후 4개의 복소수 컨볼루션 모듈을 거쳐 8×8×2 크기의 특징맵을 얻게 되는데, 이렇게 얻어진 특징맵의 모든 요소값을 평균하여 1에 가까울수록 real, 0에 가까울수록 fake로 판별하도록 학습된다. 이러한 방법은 PatchGAN[13] 구조로, 영상의 고주파 성분에 집중하여 더 선명한 영상을 얻을 수 있다.

        
          
          

          Fig. 2. 
				
          

          
            Structures of generator(up), discriminator(down) of complex-valued CycleGAN
          
          

          

        

      

    

    

  
    
      Ⅲ. 복소수 CycleGAN 기반의 시뮬레이션 SAR 표적 식별 방법
      기존의 딥러닝 기반 시뮬레이션 SAR 표적 식별은 시뮬레이션 SAR 영상만으로 (혹은 일부의 실측 SAR 영상과 함께) 학습된 CNN에 실측 SAR 영상을 입력하여 수행되었다. 그러나 두 영상 간 분포 차이(Distribution gap)로 인해 학습에 실측 SAR 영상이 적게 사용될수록 낮은 식별 성능을 보였다. 이러한 문제를 해결하기 위해 본 논문에서는 그림 3과 같은 방법으로 시뮬레이션 SAR 표적 식별을 수행한다.

      
        
        

        Fig. 3. 
				
        

        
          Proposed method of simulated SAR target recognition based on complex-valued CycleGAN
        
        

        

      

      이때 복소수 CycleGAN은 2장에서 설명한 구조를 사용하였으며, 복소수 CNN은 비교를 위해 [10]에서 사용한 CNN과 같은 모양의 복소수 모델을 구현하여 사용하였다. ①과 ②는 학습 단계이며, ③은 성능 도출을 위한 테스트 단계이다.

      
        	① 실측/시뮬레이션 SAR 영상 간의 변환을 수행하는 복소수 CycleGAN을 학습한다.


        	② 시뮬레이션 SAR 표적 식별을 수행하기 위한 복소수 CNN을 시뮬레이션 SAR 영상만을 사용하여 학습한다.


        	③ 테스트에 사용할 실측 SAR 영상을 ①에서 학습된 복소수 CycleGAN의 생성기 G를 통과시켜 시뮬레이션 SAR 영상과 유사한 영상으로 변환한다. 변환된 시뮬레이션 SAR 영상을 ②에서 학습된 복소수 CNN에 입력하여 시뮬레이션 SAR 표적 식별 결과를 얻는다.


      

    

    

  
    
      Ⅳ. 실험결과 및 분석
      
        4.1 SAMPLE 데이터셋
        SAMPLE 데이터셋은 10개의 클래스에 대한 실측 SAR 영상과 시뮬레이션 SAR 영상 쌍으로 구성되어 있다. 이 중 실측 SAR 영상은 미 공군 연구소(AFRL, Air Force Research Laboratory)에서 공개한 MSTAR 데이터셋[15]을 그대로 사용하며, 시뮬레이션 SAR 영상의 경우에는 MSTAR 영상과 같은 조건(고각 14°~17°, 방위각 10°~80°, 0.3m 해상도)으로 생성되어 쌍으로 존재한다. 그림 4에서는 클래스별 영상 쌍의 모습을 볼 수 있다. 학습/테스트 셋은 MSTAR와 같은 방법으로 구성되어, 고각 14°~16° 영상은 학습, 고각 17° 영상은 테스트에 사용된다.

        
          
          

          Fig. 4. 
				
          

          
            SAR image pairs of SAMPLE dataset
          
          

          

        

        표 1에는 클래스별 학습과 테스트에 쓰인 영상의 개수가 나타나 있는데, 해당 개수는 실측 SAR 영상의 개수를 의미하며, 시뮬레이션 SAR 영상은 쌍으로 같은 수만큼 존재한다.

        
          Table 1. 
				
          

          
            SAMPLE dataset configuration
          
          

        

        
          
            
              	Class
              	Train
              	Test
              	Total
            

          
          
            	2S1
            	116
            	58
            	174
          

          
            	BMP2
            	55
            	52
            	107
          

          
            	BTR70
            	43
            	49
            	92
          

          
            	M1
            	78
            	51
            	129
          

          
            	M2
            	75
            	53
            	128
          

          
            	M35
            	76
            	53
            	129
          

          
            	M548
            	75
            	53
            	128
          

          
            	M60
            	116
            	60
            	176
          

          
            	T72
            	56
            	52
            	108
          

          
            	ZSU23
            	116
            	58
            	174
          

          
            	Totals
            	806
            	539
            	1345
          

        

        

        시뮬레이션 SAR 영상 생성 기술의 발전으로 실측 SAR 영상과의 차이가 크게 줄었지만, 두 데이터 사이의 간극은 여전히 존재한다. 실제로 그림 4의 시뮬레이션 SAR 영상에서는 실측 SAR 영상에는 없는 그림자 잔상(화살표)이 존재하는 것을 볼 수 있다.

        또한, 그림 5에서는 지나치게 밝은 산란점으로인해 부엽(sidelobe)이 크게 발생하거나, 표적의 전체적인 구조가 극명하게 다른 예시를 확인할 수 있다. 이러한 두 영상 간의 차이를 그림 6에서도 나타내고 있다. 왼쪽은 SAMPLE 데이터셋의 모든 영상을 평균하여 분포시킨 히스토그램이며, 오른쪽은 분산을 분포시킨 결과이다. 평균의 경우에는 전체적으로 시뮬레이션 SAR 영상이 실측 SAR 영상과 비교해 값이 작은 것을 볼 수 있는데, 이는 시뮬레이션 SAR 영상의 배경 클러터가 상대적으로 더 어두워서 나타나는 현상이다[16]. 분산의 경우에도 두 영상 간의 차이가 존재하는 것을 볼 수 있다. 이러한 분포 차이로 인해 성공적인 시뮬레이션 SAR 표적 식별을 위해서는 클래스별 표적의 특성을 학습함과 동시에, 두 데이터 간의 차이를 효과적으로 줄이는 과정이 필수적이다.

        
          
          

          Fig. 5. 
				
          

          
            Examples of difference between measured and simulated SAR images
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Histograms of SAMPLE dataset means and variances
          
          

          

        

      

      
        4.2 복소수 CNN을 이용한 시뮬레이션 SAR 표적 식별 실험
        시뮬레이션 SAR 표적 식별에 위상 정보의 유무가 미치는 영향을 확인하기 위해 실수 CNN과 복소수 CNN의 실험결과를 비교하였다. 정확한 비교를 위해 실수 CNN은 [10]에서 사용한 모델을 그대로 사용하였으며, 복소수 CNN은 같은 크기의 모델로 구현하여 사용하였다. 개발환경은 TensorFlow 기반의 Keras이며, 배치(Batch)의 크기는 16으로 설정하였다. 학습률(Learning rate)은 0.001로 고정하였고, 총 에폭(Epoch)은 60이다. 네트워크 학습에는 고각 14°~16°의 시뮬레이션 SAR 영상만을 사용하였으며, 고각 17°의 실측 SAR 영상으로 테스트하였다. 이때 학습 영상의 15%는 검증(Validation)용 영상으로 사용되었다.

        그림 7에서는 실수 CNN과 복소수 CNN을 사용했을 때의 시뮬레이션 SAR 표적 식별 결과를 확인할 수 있다. 실수 CNN은 37.11%의 식별 성능을 보였으며, 복소수 CNN은 그보다 높은 43.41%의 식별 성능을 보였다.

        
          
          

          Fig. 7. 
				
          

          
            Simulated SAR target recognition results of real and complex-valued CNN
          
          

          

        

      

      
        4.3 복소수 CycleGAN 기반의 시뮬레이션 SAR 표적 식별 실험
        복소수 CNN을 통해 시뮬레이션 SAR 표적 식별 성능을 개선하였지만, 시뮬레이션 SAR 영상과 실측 SAR 영상 사이의 근본적인 차이를 줄이지는 못하였다. 이러한 문제는 CycleGAN을 이용한 이미지 변환을 통해 해결하였다. 이때 CycleGAN의 학습 데이터와 테스트 데이터를 분리하기 위해 5개 클래스(M35, M548, M60, T72, ZSU23)는 CycleGAN을 학습하는 데 사용하였으며, 나머지 5개 클래스(2S1, BMP2, BTR70, M1, M2)는 테스트에 사용하였다.

        즉, CycleGAN은 5개 클래스(M35, M548, M60, T72, ZSU23)의 실측/시뮬레이션 SAR 영상 쌍을 이용하여 학습하였고, CNN은 나머지 5개 클래스(2S1, BMP2, BTR70, M1, M2)의 시뮬레이션 SAR 영상을 이용하여 학습하였다. 이후 5개 클래스(2S1, BMP2, BTR70, M1, M2)의 실측 SAR 영상을 CycleGAN에 입력하여 시뮬레이션 SAR 영상과 유사하게 변환하고, 변환된 영상을 CNN에 입력하여 식별 성능을 얻는다. CycleGAN 역시 TensorFlow 기반의 Keras 환경에서 개발되었으며, Keras에서 제공하는 기본 CycleGAN 프레임워크를 기반으로 구현되었다. 총 에폭은 200이며, 배치의 크기는 1로 설정하였고, 학습률은 100에폭 동안은 0.0002를 유지하고 이후 100에폭 동안은 0으로 감소하도록 설정하였다. 또한 식 (8)의 λ는 10으로 설정하였다.

        표 2는 다양한 방법에 대한 시뮬레이션 SAR 표적 식별 결과이다. 실수 CNN만을 사용하였을 때는 31.18%의 정확도를 보였으며, 복소수 CNN만을 사용하였을 때는 36.12%의 정확도를 보였는데, 이러한 결과는 4.2절에서 10개 표적에 대해 실험한 결과와 비교해 상대적으로 낮은 성능이다.

        
          Table 2. 
				
          

          
            Comparison of simulated SAR target recognition results
          
          

        

        
          
            
              	Method
              	Accuracy
            

          
          
            	Real-valued CNN
            	31.18%
          

          
            	Complex-valued CNN
            	36.12%
          

          
            	Real-valued CycleGAN + Real-valued CNN
            	36.50%
          

          
            	Complex-valued CycleGAN + Complex-valued CNN
            	42.59%
          

        

        

        이는 그림 7에서 확인할 수 있듯이, 4.3절의 테스트에 사용된 앞선 5개 클래스(2S1, BMP2, BTR70, M1, M2)가 나머지 클래스보다 상대적으로 낮은 성능을 보이기 때문에 나타난 결과이다. 반면에 실수 CycleGAN으로 변환된 SAR 영상을 실수 CNN으로 식별하였을 때는 성능이 36.50%로 증가하였다. 또한 복소수 CycleGAN과 복소수 CNN의 조합을 사용하였을 때는 가장 높은 42.59%의 식별 성능을 보였다. 결과적으로 복소수 네트워크를 통해 SAR 영상의 크기 정보와 위상 정보를 함께 활용하고, CycleGAN을 통해 실측 SAR 영상과 시뮬레이션 SAR 영상 간의 차이를 줄임으로써 높은 식별 성능을 얻을 수 있었다.

      

      
        4.4 복소수 CycleGAN을 이용한 SAR 영상 변환 결과
        그림 8에서는 복소수 CycleGAN을 통해 변환된 시뮬레이션 SAR 영상의 결과를 비교하여 보여준다. 첫 번째 행은 실측 SAR 영상이며, 두 번째 행은 같은 조건으로 생성된 시뮬레이션 SAR 영상이다. 마지막 행은 복소수 CycleGAN을 통해 변환된 시뮬레이션 SAR 영상이다. 전체적으로 변환된 시뮬레이션SAR 영상이 실측 SAR 영상과 비교해 배경 클러터가 어두운 것을 확인할 수 있다. 이는 실제로 시뮬레이션 SAR 영상의 배경 클러터가 실측 SAR 영상에 비해 어두운 것을 학습하여 나온 결과로 볼 수 있다. 하지만 표적의 구조적인 차이는 큰 변화가 없고, 산란점의 위치만 조금씩 바뀌거나 뭉개지는 결과가 나타났다. 이는 표적의 클래스, 고각, 방위각 등이 변함에 따라 생성기가 변환해야 하는 표적 영역이 달라지기 때문에, 모든 경우에 알맞은 SAR 영상으로 변환하기보다는 평균에 가까운 변환을 보여주므로 나타나는 현상으로 보인다.

        
          
          

          Fig. 8. 
				
          

          
            Results of translated SAR images
          
          

          

        

        그림 9는 서로 다른 세 종류의 영상들이 2차원 공간상에서 어떻게 분포하는지 t-SNE[17]를 이용해 보여주고 있다. t-SNE는 원본 데이터를 가장 잘 표현할 수 있도록 데이터의 차원을 줄이는 방법으로, 높은 차원의 복잡한 데이터를 2차원으로 축소해 시각화할 수 있다.

        
          
          

          Fig. 9. 
				
          

          
            t-SNE distribution of SAR images
          
          

          

        

        즉, 그림 9의 x, y축은 세 종류의 영상들을 가장 잘 구분 지어 표현할 수 있는 두 벡터이다. 결과에서 볼 수 있듯이 기존의 실측 SAR 영상과 시뮬레이션 SAR 영상 간에는 상당한 차이가 존재하였다. 그에 비해 복소수 CycleGAN을 통해 변환된 시뮬레이션 SAR 영상(실측 SAR 영상을 시뮬레이션 SAR 영상과 유사하게 변환)은 실측 SAR 영상보다 실제 시뮬레이션 SAR 영상과 가깝게 분포하는 것을 볼 수 있다. 결과적으로 복소수 Cycle GAN이 실측 SAR 영상과 시뮬레이션 SAR 영상 사이에 존재하는 분포 차이를 효과적으로 줄였음을 확인할 수 있다.

        앞선 그림 8, 9의 결과에서는 SAR 영상들의 크기 정보를 비교하여 보여주었다. 그러나 본 논문에서 제안하는 복소수 CycleGAN은 크기 정보와 함께 위상 정보도 활용하기 때문에 위상 정보의 변화를 확인할 수 있다. 표 3은 테스트에 사용된 5개 클래스 영상에 대한 위상 정보의 유클리드 거리(Euclidean distance) 변화를 나타내고 있다. 두 번째 열은 실측 SAR 영상과 시뮬레이션 SAR 영상 간의 위상 정보 차이를 거리로 표현한 것이며, 세 번째 열은 변환된 시뮬레이션 SAR 영상과 실제 시뮬레이션 SAR 영상 간의 위상 정보 차이를 나타낸다. 결과에서 볼 수 있듯이 위상 정보에서도 변환된 시뮬레이션 SAR 영상이 실제 시뮬레이션 SAR 영상과 더 가까워졌음을 확인하였다.

        
          Table 3. 
				
          

          
            Phase difference between simulated SAR images
          
          

        

        
          
            
              	Class
              	Measured images
              	Translated images
            

          
          
            	2S1
            	164.14
            	163.04
          

          
            	BMP2
            	164.05
            	161.42
          

          
            	BTR70
            	164.61
            	159.40
          

          
            	M1
            	163.95
            	160.97
          

          
            	M2
            	164.29
            	161.10
          

        

        

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      시뮬레이션 기법을 통해 SAR 영상을 생성하여 부족한 실측 SAR 영상을 보완한 딥러닝 기반 SAR 표적 식별 알고리즘들이 등장하였으나, 두 영상 간의 차이로 인해 시뮬레이션 SAR 영상만으로 학습된 네트워크는 낮은 식별 성능을 보였다. 이러한 문제점을 극복하고자 본 논문에서는 복소수 네트워크와 CycleGAN 기반의 이미지 변환 방법을 결합하여 시뮬레이션 SAR 표적 식별을 수행하였다. 실험을 통해 SAMPLE 데이터셋에서 시뮬레이션 SAR 표적 식별 성능이 개선됨을 확인하였다. 또한 복소수 CycleGAN을 통해 변환된 시뮬레이션 SAR 영상이 실제 시뮬레이션 SAR 영상과 크기와 위상 모두 유사함을 확인하였으며, t-SNE 분포를 통해 특징 공간에서의 차이 또한 줄어드는 것을 확인하였다. 이러한 본 논문의 결과를 보다 개선하기 위한 향후 과제는 다음과 같다.

      
        	① 복소수 CycleGAN을 통해 시뮬레이션 SAR 표적 식별 성능을 개선하였지만, 여전히 MSTAR 데이터셋과 같은 실측 SAR 영상만으로 학습한 결과와는 큰 성능 차이를 보인다. SAR 영상 전처리, 최신 네트워크 구조 적용 등의 방법을 통해 성능 개선을 고려할 수 있다.


        	② 복소수 CycleGAN을 이용해 변환된 시뮬레이션 SAR 영상에서 배경 클러터가 어두워지거나 산란점이 변하는 모습은 있었지만, 표적의 구조는 큰 변화가 없었다. 이는 앞서도 언급하였듯이, 학습 과정에서 배운 다양한 경우의 수를 평균적으로 반영하여 영상 변환을 수행하기 때문에 나타나는 현상으로 보인다. 이는 CycleGAN 학습에 클래스, 고각, 방위각 등의 정보를 활용하는 방법을 통해 개선할 여지가 있다.


        	③ 본 논문에서는 CycleGAN의 학습과 CNN의 학습을 같은 SAMPLE 데이터셋 내에서 클래스를 나누어 수행하였으나, 서로 다른 플랫폼으로부터 얻어진 데이터셋에 적용하여 범위를 더욱 확장할 수 있다.
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