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            Abstract
          
        

        
          본 연구는 딥러닝 기본모델인 DNN, LSTM, BiLSTM, 1D-CNN 등으로, 예측의 성능을 향상하기 위해, 중간층을 병렬로 병합하는 구조를 제안하였다. 제안모델 1은 동일한 기본모델을 병렬 병합한 구조이고, 제안모델 2는 서로 다른 모델의 병렬 병합한 구조이다. 각 모델의 평가는 RMSE와 MAE로 10회 실험에 대한 평균값이다. 제안모델 1에서 가장 좋은 예측률을 보인 BiLSTM2의 RMSE는 0.064이다. 제안모델 2의 RMSE는 DC(DNN-CNN), LC(BiLSTM-CNN), DLC(DNN-BiLSTM-CNN) 등 모든 모델이 0.054였다. 이처럼 제안모델 2가 12.8%의 성능 향상을 보였다. 제안모델 2가 서로 다른 모델의 장점을 유지하면서 많은 파라메터로, 예측률을 향상할 수 있게 하는 모델임을 확인할 수 있었다.

        

        
          
            초록
          
        

        
          In this study, using deep learning basic models DNN, LSTM, BiLSTM, and 1D-CNN, to improve prediction performance, we proposed a structure in which hidden layers are merged in parallel. Proposed model 1 is a parallel merging structure of the same basic model, and Proposed model 2 is a parallel merging structure of different models. The evaluation of each model is the average value for 10 experiments with RMSE and MAE. The RMSE of BiLSTM2, which showed the best prediction rate in Proposed Model 1, is 0.064. The RMSE of Proposed Model 2 was 0.054 for all models including DC (DNN-CNN), LC (BiLSTM-CNN), and DLC (DNN-BiLSTM-CNN). As such, Proposed Model 2 showed a performance improvement of 12.8%. It was confirmed that Proposed Model 2 is a model that can improve the prediction rate by using many parameters while maintaining the advantages of different models.
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      Ⅰ. 서 론
      딥러닝(Deep learning)은 예측, 분류, 의사결정, 분석, 추론 등 다양한 분야에서 인간의 능력을 능가하는 수준으로 진화하고 있으며, 실세계에 사용할 수 있도록 다양한 모델을 끊임없이 연구 개발하고 있다. 딥러닝은 사람의 두뇌 구조를 모방하여 만든 인공신경망(ANN, Artificial Neural Network)을 기초로 하고 있다. ANN은 입력 데이터의 특성에 따라, 은닉층 수가 많아지거나, 은닉층의 노드 수가 많으면, 활성화 함수와 과적합에 의해 성능이 저하되는 문제점이 있다.

      딥러닝은 DNN(Deep Neural Network), LSTM(Long Short Term Memory), CNN(Convolution Neural Network)을 기본으로, 입력 데이터의 특징에 따라 예측 모델을 적용한다[1]-[6]. DNN은 ANN의 깊은 중간층 문제를 해결하여, 중간층을 늘려서 학습결과를 향상하는 딥러닝 기법이다. LSTM은 반복적이고 순차적인 시계열 데이터학습에 특화된 모델이며, 내부에 순환구조가 들어있다는 특징이 있다. DNN과 LSTM은 데이터에서 지식을 추출하는 학습이라면, CNN은 데이터에서 특징을 추출하여, 패턴을 파악하는 구조이다. CNN은 텍스트 데이터에서 특징을 추출하는 1D CNN과 영상 데이터에서 특징을 추출하는 2D CNN이 있다.

      본 연구는 신경망의 중간층 깊이를 줄이고, 중간층을 병렬로 구성하여, 중간층 깊이에 의한 예측률이 저하되는 문제점을 최소화하는 방법을 제안한다. 제안모델은 Inception 모델에서 여러개의 네트워크를 병렬로 연결하여, 성능을 향상하는 방법을 응용하였다[7]-[8]. 본 연구는 기본모델, 제안모델 1, 제안모델 2 등 3가지 모델로 실험하였다. 기본모델은 DNN, LSTM, BiLSTM(Bidirectional LSTM), 1D CNN 등이며, 제안모델 1은 기본모델을 병렬로 하여, 학습 파라메터 수를 늘린 구조이다. 제안모델 2는 기본모델과 제안모델 1에서 가장 성능이 우수한 모델로, 서로 다른 모델을 병렬로 연결하여, 학습 파라메터 수를 늘린 구조이다. 제안모델은 모델을 병렬로 구축하기 위해 케라스(Keras)의 함수형 API를 사용하였다,

      본 논문은 2장에서 딥러닝 모델과 병렬모델에 관해서 서술하였다. 3장에서 제안모델과 실험방법을 서술하였으며, 4장에서 실험결과 및 성능평가를 하였다. 최종적으로 5장에서 결론 및 향후 과제에 대해서 나타냈다.

    

    

  
    
      Ⅱ. 인공신경망과 딥러닝
      
        2.1 딥러닝 모델
        DNN은 입력층, 중간층, 출력층으로 나뉘며, 입력 데이터가 입력층에 입력되며, 3층 이상의 중간층으로 구성되고, 예측된 결과값이 출력층에 출력된다. 또한, 예측된 결과값은 실제값과 오차를 구하고,	역전파(Back-propagation) 알고리즘을 이용해 오차를 줄이는 학습을 하여 예측값이 실제값에 접근한다.

        LSTM은 DNN을 병렬로 타임스탬프(Time stamp)만큼 연결한 모델이다. 각 타임스탬프는 DNN과 동일하게 입력층, 중간층, 출력층으로 구분된다. 중간층은 노드의 결과값을 출력층으로 보내면서, 동시에 다음 타임스탬프의 중간층 입력으로 보내는 특징을 갖고 있다. LSTM은 이전에서 학습한 결과를 다음 학습에 이용하기 때문에, 시계열 데이터에 대한 예측에 효과적이다. BiLSTM은 두 개의 LSTM으로 구성된 모델로서, 하나는 입력을 순방향으로, 다른 하나는 역방향으로 진행하면서 학습한다. BiLSTM은 시계열 데이터에서 양방향으로 처리하기 때문에, 사용할 수 있는 정보의 양을 효과적으로 증가시켜, 예측을 개선할 수 있다.

        CNN은 영상 분야에 탁월한 성능을 보이는 신경망으로 합성곱층(Convolution layer)과 풀링층(Pooling layer)으로 구성된다. CNN의 대표적인 모델은 LeNet, AlexNet, VGG-16, ResNet, Inception 등이 있다[9]-[14].

        ResNet 모델은 깊은 중간층에 의해, 경사가 소실되거나 증가하는 문제를 해결하기 위하여, 일부 층을 뛰어넘는 shortcut 개념을 이용하였다. Inception 모델은 입력 특성맵을 다양한 커널과 필터 그리고 풀링의 조합으로 출력 특성맵을 생성하는 구조이다. 그림 1에 Inception 모델에 대해서 나타냈다.

        
          
          

          Fig. 1. 
				
          

          
            Inception model
          
          

          

        

        그림 1에서 28×28×192의 입력 특성맵에서 1×1, 3×3, 5×5 커널과 다양한 필터의 조합에 의해 128×28×256의 출력 특성맵을 생성하는 모델을 보여준다. Inception은 문제점인 계산 비용을 줄이기 위해, 1×1의 합성곱 연산을 사용하여, 10배 정도의 연산량을 줄일 수 있다.

        1D CNN은 자연어 처리에 많이 사용하며, 단어의 임베딩 벡터를 입력으로 하여, 합성곱층 그리고 풀링층으로 구성된다. 임베딩 벡터는 단어의 종류와 의미 그리고 각 단어 간 유사성이 내포된 벡터로서, 벡터 구성은 단어 수와 각 단어에 대한 벡터로 구성된다. 1D 합성곱에서 커널 너비는 임베딩 벡터의 차원과 동일하게 설정되기 때문에, 커널의 높이가 커널의 크기라고 간주한다. 따라서 커널이 2D 합성곱 연산과는 달리 높이 방향으로만 스트라이드(Stride) 한다.

      

      
        2.2 기본모델과 병렬모델
        기본모델은 한 가지 모델로만 구축된 모델이다. 즉, DNN, LSTM, BiLSTM, 1D-CNN으로만 구축하였다. 표 1과 2에 기본모델에 대해서 나타냈다.

        
          Table 1. 
				
          

          
            DNN, LSTM, BiLSTM basic model
          
          

        

        
          
            
              	Model
              	Input layer
              	Hidden
              	Out1 layer
              	Con.
              	Out layer
            

            
              	Layer
              	Node
            

          
          
            	DNN1
            	(10,)
            	4
            	128
            	
            	
            	1
          

          
            	LSTM1
            	(24,10)
            	2
            	128
            	
            	
            	1
          

          
            	BiLSTM1
            	(24,10)
            	2
            	128
            	
            	
            	1
          

        

        

        
          Table 2. 
				
          

          
            CNN basic model
          
          

        

        
          
            
              	Model
              	Input layer
              	Convolution 
              	Pooling
              	Dense
              	Output layer
            

            
              	kernel
              	Filter
            

          
          
            	CNN1
            	(10,1)
            	10
            	128
            	128
            	8
            	1
          

          
            	CNN2
            	(10,1)
            	8, 9, 10
            	128
            	384
            	8
            	1
          

        

        

        모든 기본모델은 기상요소인 10개의 입력으로 하였으며, 출력은 1개의 예측값이다.

        DNN1은 4개의 중간층으로 각 레이어에 128개의 노드로 구성하였다. LSTM과 BiLSTM은 중간층을 2층으로 각 층의 노드수는 128개로 하였다.

        CNN1은 높이가 10이며, 너비가 1인 커널에 대해서, 128개의 필터를 사용하였으며, 풀링층을 거쳐 128개의 스칼라 값이 8개의 노드에 전 결합하고, 최종적으로 1개의 출력층에 전 결합하였다. CNN2는 높이가 8, 9, 10이며, 너비가 1인 커널을 128개의 필터를 이용하며, 풀링층을 거쳐 384개의 스칼라 값이 8개의 노드에 전 결합하고, 최종적으로 1개의 출력층에 전결 합하였다. 그림 2에 CNN2 구조에 대해서 나타냈다.

        
          
          

          Fig. 2. 
				
          

          
            CNN2 structure
          
          

          

        

        병렬모델은 동일한 모델 또는 서로 다른 모델을 병렬로 층을 구축하는 방법이다. 기본모델은 순차적으로 중간층을 구성하면 되지만, 병렬모델은 각 기본모델로 중간층을 구성하고, 모델의 결과를 연결해야 한다. 그림 3에 기본모델과 병렬모델에 대해서 나타냈다.

        
          
          

          Fig. 3. 
				
          

          
            Basic and parallel models
          
          

          

        

        기본모델은 기본적으로 중간층을 깊게 하는 경우, ReLU나 시그모이드 활성화 함수에 의해 학습률이 저하된다. 병렬모델은 이러한 단점을 줄이기 위해 중간층을 줄이고 학습을 위한 노드 수를 늘림으로써 더욱 높은 학습효과를 얻을 수 있다.

        본 연구에서 기본모델과 병렬모델은 케라스의 함수형 API를 이용하여 구축하였다.

      

    

    

  
    
      Ⅲ. 제안 예측모델
      본 연구는 단기 일사량 예측을 위해, 인공신경망 모델을 병렬로 하여, 성능이 향상된 예측 모델을 제안한다. 일사량 데이터는 서울 기상청의 2017년 1월 1일부터 2019년 12월 31일까지의 시간당 기상정보를 사용하였다. 입력 데이터는 현재시간의 기온, 강수량, 습도, 증기압, 현지기압, 해면기압, 일조량, 적설량, 전운량, 일사량 등 10개의 기상요소이며, 실제 데이터는 다음 시간의 일사량이다. 본 연구에서 사용한 전체 샘플 수는 26280개이다. 실험에 사용한 데이터는 다소 적은 데이터양으로 기본모델로 중간층을 깊게 할 경우, 과적합에 의해 예측률이 감소할 수 있다. 따라서 제안모델은 중간층의 깊이를 낮추고 영상처리 모델인 Inception 모델에서 다수의 커널을 병렬로 연결 개념에 착안하여, 모델의 성능을 향상하는 방법을 제안하였다. 본 연구의 제안모델은 모두 병렬모델이며, 제안모델 1과 제안모델 2로 구성된다.

      
        3.1 제안모델 1
        제안모델 1은 기본모델의 중간층을 출이고, 병렬로 연결하여 구축하였다. 즉, DNN, LSTM, BILSTM을 병렬로 연결하여, 결과를 전 결합(Fully Connect)하여 1개의 출력층으로 구성하였다. 표 3에 제안모델 1에 대해서 나타냈다.

        
          Table 3. 
				
          

          
            Proposal model 1
          
          

        

        
          
            
              	Model
              	Input
									layer
              	Hidden
              	Out1
									layer
              	Con.
              	Out
									layer
            

            
              	Layer
              	Node
            

          
          
            	DNN2
            	(10,)
            	2
            	128
            	4
            	8
            	1
          

          
            	(10,)
            	2
            	128
            	4
          

          
            	DNN3
            	(10,)
            	2
            	128
            	4
            	12
            	1
          

          
            	(10,)
            	2
            	128
            	4
          

          
            	(10,)
            	128
            	128
            	4
          

          
            	LSTM2
            	(24,10)
            	1
            	128
            	4
            	8
            	1
          

          
            	(24,10)
            	1
            	128
            	4
          

          
            	LSTM3
            	(24,10)
            	1
            	128
            	4
            	12
            	1
          

          
            	(24,10)
            	1
            	128
            	4
          

          
            	(24,10)
            	1
            	128
            	4
          

          
            	BiLSTM2
            	(24,10)
            	2
            	128
            	4
            	8
            	1
          

          
            	(24,10)
            	2
            	128
            	4
          

          
            	BiLSTM3
            	(24,10)
            	2
            	128
            	4
            	12
            	1
          

          
            	(24,10)
            	2
            	128
            	4
          

          
            	(24,10)
            	2
            	128
            	4
          

        

        

        DNN2는 2개의 중간층으로 각 층에 128개의 노드로 구성된 2개의 DNN을 병렬로 구성하였다. 각 DNN은 4개의 출력으로 구성되어 있으며, 출력을 모두 연결하여, 8개로 구성된 노드를 1개의 출력층과 전 결합하였다. DNN3는 DNN2에 병렬로 DNN을 하나 더 추가한 것이다. DNN2와 DNN3은 중간층을 하나 더 추가하여 3층으로 구성된 모델이다. 그림 4에 DNN3의 구조에 대해서 나타냈다.

        
          
          

          Fig. 4. 
				
          

          
            DNN3 model
          
          

          

        

        그림 4에서 DNN3은 동일한 10개의 기상요소가 입력으로 하여 각 모델에서 4개의 출력으로 하였으며, 총 12개의 출력을 연결하여 하나의 출력값으로 구성함을 나타냈다.

        LSTM2는 2개의 LSTM을 병렬로 구성하였다. 각 LSTM은 중간층을 1층, 노드수는 128개로 하였으며, 4개의 출력으로 구성되어 있으며, LSTM의 출력을 모두 연결하여 8개로 구성된 노드를 1개의 출력층과 전 결합하였다. LSTM3은 LSTM2에 병렬로 LSTM을 하나 더 추가한 것이다. 그림 5에 LSTM3 구조에 대해서 나타냈다.

        
          
          

          Fig. 5. 
				
          

          
            LSTM3 model
          
          

          

        

        그림에서 LSTM3은 동일한 10개의 기상요소가 입력으로 하여 각 모델에서 4개의 출력으로 하였으며, 총 12개의 출력을 연결하여 하나의 출력값으로 구성함을 나타내었다. BiLSTM은 은닉층의 타임스탬프를 양방향 LSTM으로 수정한 것으로, 시계열 데이터 예측성능을 비교 평가하기 위한 것이다.

      

      
        3.2 제안모델 2
        제안모델 2는 기본모델과 제안모델 1에서 오차율이 낮은 모델을 선택하여, 서로 다른 모델을 병렬로 연결하였다. 제안모델 1에서 좋은 오차율을 보인 모델은 DNN2와 BiLSTM2 그리고 기본모델의 CNN2이다. 제안모델 2는 다음과 같이 4개의 모델로 구성되어 있다.

        
          	1. DL 모델 : 제안모델 1에서 가장 오차율이 좋은 DNN2와 BiLSTM2을 병렬로 연결한 것이다.


          	2. DC 모델 : 제안모델 1에서 가장 오차율이 좋은 DNN2와 기본모델의 CNN2를 병렬로 연결한 것이다.


          	3. LC 모델 : 제안모델 1에서 가장 오차율이 좋은 BiLSTM2와 기본모델의 CNN2를 병렬로 연결한 것이다. DC와 LC의 출력은 DL과 동일하다.


          	4. DLC 모델 : 제안모델 1에서 가장 오차율이 좋은 DNN2와 BiLSTM2 그리고 기본모델의 CNN2를 병렬로 연결한 것이다.


        

        표 4에 제안모델 2에 대해서 나타냈다.

        
          Table 4. 
				
          

          
            Proposal model 2
          
          

        

        
          
            
              	Model
              	Network
              	Out1
              	Con.
              	Out2
              	Out
            

          
          
            	DL
            	DNN2
            	8
            	16
            	8
            	1
          

          
            	BiLSTM2
            	8
          

          
            	DC
            	DNN2
            	8
            	16
            	8
            	1
          

          
            	CNN2
            	8
          

          
            	LC
            	BiLSTM2
            	8
            	16
            	8
            	1
          

          
            	CNN2
            	8
          

          
            	DLC
            	DNN2
            	8
            	24
            	8
            	1
          

          
            	BiLSTM2
            	8
          

          
            	CNN2
            	8
          

        

        

        DL. DC, LC 모델은 각 모델의 출력은 8개이며, 총 16개의 스칼라 값이 출력되며, 8개의 노드에 전 결합 하였으며, 이를 1개의 출력층에 전 결합하였다. DLC 모델은 각 모델의 출력은 8개이며, 총 24개의 스칼라 값이 출력되며, 8개의 노드에 전결 합하였으며, 이를 1개의 출력층에 전 결합하였다. 그림 6에 DLC 모델에 대해서 나타냈다.

        
          
          

          Fig. 6. 
				
          

          
            DLC model
          
          

          

        

      

    

    

  
    
      Ⅳ. 실험 및 성능평가
      본 실험은 윈도우 10 환경에서 Anaconda, Python 3.6, Tensorflow 2.6.0, Keras 2.6.0을 사용하였다, 모든 모델의 학습 알고리즘은 SGD(Stochastic Gradient Descent)를 사용하였으며, 학습률은 0.001, 배치 크기는 10으로 하여, 100번 반복 학습하였다. 모든 모델의 활성화 함수는 ReLU를 사용하였다.

      
        4.1 실험 데이터
        제안모델은 모델마다 입력 데이터의 형태가 다르기 때문에, 입력 데이터의 매칭이 필요하다. LSTM	데이터 구축 시 24번째 샘플까지 타임스탬프에 입력되는 데이터이며, 25번째 샘플의 일사량이 실제 데이터이다. 따라서 DNN과 CNN의 23개 데이터를 삭제해야만 LSTM의 실제 데이터와 일치하기 때문이다. 표 5와 그림 7에 입출력 데이터 형식에 대해서 나타냈다. 실제 데이터는 실험에서 사용한 샘플 수이고, 입력 데이터는 입력층에 입력되는 샘플이며, 출력 데이터는 출력층에 입력되는 실제 값으로, 파이선의 슬라이싱 형태로 나타낸 것이다. 총 샘플 수는 26280으로서, DNN과 CNN의 입력 샘플 수는 26257개이고, LSTM의 입력 샘플 수는 26280개이다. 또한, 실제 데이터의 샘플 수는 26257개이다.

        
          Table 5. 
				
          

          
            I/O Data format
          
          

        

        
          
            
              	Model 
              	Real data
              	Input data
              	Output data
            

          
          
            	DNN
            	(26280, 10)
            	[23 : 26278] [ : ]
            	[24 : 26279] [ : -1]
          

          
            	LSTM
            	(26280, 10)
            	[0 : 26278] [ : ]
            	[24 : 26279] [ : -1]
          

          
            	CNN
            	(26280, 10)
            	[23 : 26278] [ : ]
            	[24 : 26279] [ : -1]
          

        

        

        
          
          

          Fig. 7. 
				
          

          
            I/O data format
          
          

          

        

        실험의 학습 데이터는 21864이고, 테스트 데이터는 4393개이다. 기상요소는 데이터의 크기가 모두 다르기 때문에, 데이터의 범위를 일치시켜야 한다. 또한, 딥러닝은 입출력 데이터의 크기가 작아야 학습이 효과적이기 때문에, 기상요소를 0과 1 사이로 정규화하였다. 모델의 성능을 평가는 RMSE(Root Mean Square Error)와 MAE(Mean Absolute Error)를 사용하였다.
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        식 (1)에서 max(d)와 min(d)는 각 열 데이터에서 가장 큰 값과 가장 작은 값이며, di는 각 셀의 데이터이다. 또한, 식 (2)와 (3)에서 x는 실제값이고 x’은 예측값을 의미한다.

      

      
        4.2 실험결과
        실험결과는 소수점 이하 3자리까지 나타내었다. 학습시간은 BiLSTM3이 가장 길었으며, 학습 파라메터 수는 BiLSTM1이 가장 많았다. 학습시간과 파라메터 수는 정비례 관계하지 않았으며, 모델의 구조에 관계가 작용하였다. 즉 DNN1은 다소 많은 학습 파라메터를 가졌으나, 오히려 학습시간은 제일 짧았다. 대부분 LSTM이 타임스탬프의 길이 때문에, 학습시간이 길었다.

        실험결과, DNN2의 RMSE는 0.075, BiLSTM2의 RMSE는 0.064, CNN2의 RMSE는 0.076으로 제안모델 1에서 가장 좋았다. 제안모델 2는 제안모델 1에서 가장 좋은 RMSE를 가진 DNN2, BiLSTM2, CNN2 등 서로 다른 모델을 병렬로 연결하여 실험하였다. 표 6에 전체 실험결과를 나타냈다.

        
          Table 6. 
				
          

          
            Experiment results of basic model
          
          

        

        
          
            
              	Model
              	Err. rate
              	1
              	2
              	3
              	4
              	5
              	6
              	7
              	8
              	9
              	10
              	Avg.
            

          
          
            	DNN1
            	RMSE
            	0.076
            	0.075
            	0.076
            	0.075
            	0.075
            	0.077
            	0.075
            	0.075
            	0.076
            	0.075
            	0.076 
          

          
            	MAE
            	0.048
            	0.048
            	0.048
            	0.048
            	0.047
            	0.048
            	0.043
            	0.047
            	0.048
            	0.046 
            	0.047 
          

          
            	DNN2
            	RMSE
            	0.075
            	0.075
            	0.075
            	0.075
            	0.074
            	0.074
            	0.075
            	0.075
            	0.075
            	0.075
            	0.075 
          

          
            	MAE
            	0.048
            	0.047
            	0.045
            	0.047
            	0.047
            	0.045
            	0.046
            	0.047
            	0.047
            	0.047 
            	0.047 
          

          
            	DNN3
            	RMSE
            	0.074
            	0.075
            	0.075
            	0.075
            	0.074
            	0.075
            	0.075
            	0.075
            	0.074
            	0.074
            	0.075 
          

          
            	MAE
            	0.046
            	0.046
            	0.046
            	0.048
            	0.046
            	0.048
            	0.048
            	0.048
            	0.046
            	0.045 
            	0.047 
          

          
            	LSTM1
            	RMSE
            	0.087
            	0.087
            	0.088
            	0.088
            	0.086
            	0.087
            	0.088
            	0.087
            	0.085
            	0.087
            	0.087 
          

          
            	MAE
            	0.062
            	0.061
            	0.064
            	0.062
            	0.061
            	0.061
            	0.063
            	0.060
            	0.059
            	0.062 
            	0.062 
          

          
            	LSTM2
            	RMSE
            	0.065
            	0.065
            	0.067
            	0.062
            	0.064
            	0.065
            	0.065
            	0.063
            	0.063
            	0.066
            	0.065 
          

          
            	MAE
            	0.036
            	0.037
            	0.038
            	0.037
            	0.038
            	0.036
            	0.037
            	0.038
            	0.037
            	0.038 
            	0.037 
          

          
            	LSTM3
            	RMSE
            	0.066
            	0.063
            	0.066
            	0.064
            	0.066
            	0.065
            	0.064
            	0.066
            	0.062
            	0.065
            	0.065 
          

          
            	MAE
            	0.040
            	0.035
            	0.039
            	0.042
            	0.038
            	0.038
            	0.041
            	0.041
            	0.035
            	0.038 
            	0.039 
          

          
            	BiLSTM1
            	RMSE
            	0.080
            	0.08
            	0.082
            	0.082
            	0.079
            	0.081
            	0.081
            	0.08
            	0.082
            	0.082
            	0.081 
          

          
            	MAE
            	0.056
            	0.057
            	0.059
            	0.059
            	0.056
            	0.057
            	0.058
            	0.058
            	0.058
            	0.058 
            	0.058 
          

          
            	BiLSTM2
            	RMSE
            	0.065
            	0.064
            	0.065
            	0.064
            	0.064
            	0.065
            	0.062
            	0.066
            	0.063
            	0.065
            	0.064 
          

          
            	MAE
            	0.038
            	0.040
            	0.035
            	0.036
            	0.037
            	0.035
            	0.033
            	0.039
            	0.038
            	0.035 
            	0.037 
          

          
            	BiLSTM3
            	RMSE
            	0.063
            	0.064
            	0.063
            	0.066
            	0.063
            	0.064
            	0.065
            	0.064
            	0.064
            	0.064
            	0.064 
          

          
            	MAE
            	0.033
            	0.037
            	0.034
            	0.041
            	0.035
            	0.035
            	0.036 
            	0.036
            	0.036
            	0.038 
            	0.036 
          

          
            	CNN1
            	RMSE
            	0.078
            	0.077
            	0.078
            	0.077
            	0.077
            	0.078
            	0.078
            	0.078
            	0.079
            	0.077
            	0.078 
          

          
            	MAE
            	0.051
            	0.050
            	0.048
            	0.050
            	0.048
            	0.049
            	0.049
            	0.050
            	0.050
            	0.049 
            	0.049 
          

          
            	CNN2
            	RMSE
            	0.075
            	0.076
            	0.076
            	0.076
            	0.076
            	0.076
            	0.076
            	0.075
            	0.075
            	0.076
            	0.076 
          

          
            	MAE
            	0.046
            	0.047
            	0.048
            	0.047
            	0.048
            	0.050
            	0.047
            	0.047
            	0.045
            	0.047 
            	0.047 
          

          
            	DL
            	RMSE
            	0.033
            	0.057
            	0.056
            	0.056
            	0.057
            	0.057
            	0.056
            	0.059
            	0.057
            	0.056
            	0.054 
          

          
            	MAE
            	0.056
            	0.030
            	0.033
            	0.031
            	0.033
            	0.033
            	0.032
            	0.036
            	0.030
            	0.032 
            	0.035 
          

          
            	DC
            	RMSE
            	0.074
            	0.074
            	0.075
            	0.074
            	0.075
            	0.075
            	0.073
            	0.074
            	0.074
            	0.074
            	0.074 
          

          
            	MAE
            	0.045
            	0.044 
            	0.047
            	0.047
            	0.048
            	0.048
            	0.043
            	0.04
            	0.047
            	0.044 
            	0.045 
          

          
            	LC
            	RMSE
            	0.033
            	0.055
            	0.056
            	0.056
            	0.057
            	0.057
            	0.055
            	0.058
            	0.057
            	0.057
            	0.054 
          

          
            	MAE
            	0.058
            	0.029
            	0.030
            	0.030
            	0.031
            	0.031
            	0.028
            	0.036
            	0.033
            	0.032 
            	0.034 
          

          
            	DLC
            	RMSE
            	0.029
            	0.057
            	0.058
            	0.057
            	0.056
            	0.059
            	0.058
            	0.055
            	0.055
            	0.056
            	0.054 
          

          
            	MAE
            	0.055
            	0.033
            	0.034
            	0.032
            	0.031
            	0.037
            	0.034
            	0.027
            	0.030
            	0.032 
            	0.035 
          

        

        

        그림 8과 9에 실험결과 RMSE와 MAE 그래프를 보였다.

        
          
          

          Fig. 8. 
				
          

          
            RMSE comparison
          
          

          

        

        
          
          

          Fig. 9. 
				
          

          
            MAE comparison
          
          

          

        

        실험결과, 기본적으로 오차율이 높은 DNN과 CNN을 병렬로 연결한 DC를 제외하고는 제안모델 2의 성능이 우수했음을 알 수 있다.

        제안모델 2에서 DL은 RMSE가 0.054, LC는 0.054 그리고 DLC는 0.054 등으로 동일모델에서 가장 좋은 BiLSTM2보다 성능이 좋았다. 그림 8과 9에서 제안모델 2의 DL, LC, DLC 모델의 성능이 우수함을 알 수 있다. 실험결과 기본모델보다 제안모델 2가 12.8%의 성능 향상을 얻을 수 있었다.

        그림 10과 11에 기본모델에서 가장 성능이 안 좋은 LSTM1과 가장 성능이 좋은 제안모델 2인 DLC에 대한 오차 그래프와 10일간 실제값과 예측값 그래프를 나타냈다.

        
          
          

          Fig. 10. 
				
          

          
            Error graph for LSTM1 and DLC
          
          

          

        

        
          
          

          Fig. 11. 
				
          

          
            10-day actual and forecast value graph
          
          

          

        

        그림 10을 통해 제안모델인 DLC가 안정적으로 학습함을 알 수 있다. 또한, 그림 11을 통해 제안모델이 우수한 예측을 함을 알 수 있다. 실험결과 다음과 같은 결과를 얻을 수 있었다.

        
          	1. 학습시간과 파라메터 수는 정비례 관계하지 않았으며, 모델의 구조에 영향을 받았다.


          	2. 기본모델 중 LSTM은 예상처럼 시계열 데이터인 기상 데이터에 대해서 좋은 예측률을 보였다.


          	3. 병렬모델인 제안모델 1은 학습 파라메터가 증가함에도 과적합이 없이 비슷하거나 좀 더 우수한 모델로서 증명되었다.


          	4. 제안모델 2는 많은 파라메터로 학습하였음에도 과적합 없이 기본모델과 제안모델 1보다 좋은 결과를 얻었다.


          	5. 기본적으로 예측률이 낮은 DNN과 다른 모델들과의 연결인 제안모델 2에서 DNN과 병렬로 연결했음에도, DC 모델을 제외하고는 기본모델과 제안모델 1보다 우수한 예측결과를 보였다.


        

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      본 연구는 예측 모델의 성능을 향상하기 위해, 낮은 중간층의 다른 기본모델을 병렬로 병합하는 구조를 제안하였다. 제안모델은 깊은 은닉층에 의한 기울기 감소로 모델의 성능을 저하하는 문제점을 제거하고, 더욱 많은 학습 파라메터로 학습하여, 모델의 성능을 향상하기 위함이다.

      실험결과, 제안모델 2가 향상된 예측률과 안정된 학습결과를 보였다. 이것은 제안모델 2가 서로 다른 모델의 장점을 유지하면서 많은 파라메터로, 예측률을 향상할 수 있게 하는 모델임을 알 수 있었다. 딥러닝은 지도학습이기 때문에, 데이터의 질이 중요하지만, 동일한 데이터에서 더욱 우수한 딥러닝 모델의 구축이 중요함을 알 수 있다. 향후, 제안모델을 응용하여, 다양한 데이터에 대해서 보다 안정적이고 향상된 예측 딥러닝 모델에 관한 지속적인 연구를 진행할 예정이다.
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