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            Abstract
          
        

        
          MOX(Metal OXide) 가스센서는 고감도, 저가, 긴수명 등 여러 장점에도 불구하고 반응 값의 드리프트로 인해 여전히 안전 방재 영역에서 산업화에 어려움을 가지고 있다. 본 논문에서는 4 종류의 적포도주들의 시료에 대해서 MOX 가스센서의 시료 측정 전의 센서의 상태를 측정하고 그 결과를 시료 측정 후의 데이터에 통합하여 SVM(Support Vector Machine)과 CNN(Convolution Neural Network) 분류 모델의 입력으로 사용하였다. MOX 가스센서의 시료 측정 전의 센서의 상태를 측정하여 분류 모델의 입력 데이터에 포함한 SVM 모델의 경우는 4 종류의 포도주를 100% 정확하게 분류 하였으나 그 데이터를 배제한 경우는 4 종류의 포도주를 2 종류로만 분류 하였다. CNN 모델의 경우는 그 데이터를 포함한 경우에는 4 종류의 포도주를 100% 정확하게 분류하였으나 그 데이터를 배제한 경우에는 1 종류로만 분류하였다.

        

        
          
            초록
          
        

        
          In spite of a lot of merits of MOX (metal oxide) gas sensor such as high sensitivity, low cost, and long lifetime, it is not popular for MOX gas sensor to be used in fields of safty and security areas due to a lack of stability such as drift. This paper dramatically improves the classification ability for the four kinds of red wines which are prepared here using SVM and CNN classification models based on data before and after sample measurements. In the case of the SVM model, which the data of the state of the sensor before measuring the sample is included in,, 4 kinds of red wine are classified with 100% accuracy, but In the case of the exclusion of the data, the tested wines are classified only with 2 kinds. In the case of the CNN model, which the data of the state of the sensor before measuring the sample is included in,, 4 kinds of red wine are classified with 100% accuracy, but In the case of the exclusion of the data, the wines are classified only one kind.
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      Ⅰ. 서 론
      적포도주는 그 안에 포함된 폴리페롤의 일종인 레스베라트롤, 에피세틴, 카데틴, 프로안토시니딘과 같은 항산화물질로 인해 적정량을 섭취하였을 때 치매 예방, 혈당조절 및 심혈관 기관 강화에 도움이 된다고 일반적으로 알려져 있다[1]. 일반적으로 적포도주는 포도 재배 및 수확, 분쇄, 주스 분리, 발효, 정화, 정제, 여과, 원심분리, 냉장, 이온 교환, 가열, 숙성 및 병입을 통해 생산된다[2]. 각 공정에서 적포도주의 품질을 지속적으로 모니터링하고 제어하는 것은 각 생산의 품질을 유지하는 데 매우 중요하다. 프랑스는 적포도주 산지로 잘 알려져 있으며 많은 포도주 양조장이 있다. 와인에는 다양한 농도 범위의 수백 가지 화합물이 있으며 품질은 일반적으로 맛, 향 및 색을 평가하는 잘 훈련된 전문가 패널에 의해 평가된다. 그러나 분석 패널의 활동은 비용과 시간이 많이 소요된다. 한편, 전자코는 지난 수십 년 동안 환경감시, 질병진단, 식품산업 등 여러 분야에서 개발되어 사용되고 있다. 최근에는 와인 품질 관리에도 사용되어지고 있다[3].

      1968년에 Taguchi가 SnO2 기반의 MOX(Metal OXide) 가스센서를 상용화한 이후로 현재까지 MOX 가스 센서는 여러 장점 (고감도, 저가, 긴 수명, 주변 회로의 간결성 등)으로 인해 광범위하게 사용되고 있으나 안전 방재 영역에서 필수적인 선택성과 안정성 문제는 많은 연구에도 불구하고 여전히 충분하게 해결되지 않고 있었다. 그러나 1982년에 Persaud와 Dodd[4]가 처음으로 센서 어레이와 패턴인식 기술을 이용하여 인간의 후각을 모방할 수 있다는 개념을 소개한 이후로 1994년에 Gardner와 Bartlett[5]에 의해 전자 코는 냄새를 감지하는 완전한 선택성을 가지지 않는 센서 어레이와 단일 혹은 복합적인 냄새를 분별할 수 있는 패턴인식 시스템을 가지는 어떤 장치로 정의된 후에 MOX 가스센서는 전자코의 주요 센서로 채택되었고 MOX 가스센서의 낮은 선택성은 MOX 가스센서 어레이를 이용한 패턴 인식 기술을 이용하여 획기적으로 개선되어지고 있다. 그렇지만 MOX 가스센서의 안정성의 문제(MOX 가스센서의 Drift[6][7])는 여전히 중대한 문제로 남아 있다.	MOX 가스센서의 Drift 문제의 개선을 위하여 과거에는 주로 MOX 가스센서의 샘플 측정 전의 데이터를 기준값으로 이용하는 보정 방법을 주로 사용하였으나 최근에는 그 문제의 획기적인 개선을 위하여 기계 학습과 패턴 인식 기술[8]을 이용한 MOX 가스센서의 Drift 보정 연구가 수행되어지고 있다.

      기계 학습에는 문제 접근 방법에 따라 여러 알고리즘이 있다. 그 중 패턴 인식 기술에 많이 사용되는 것으로는 서포트 백터 머신(SVM, Support Vector Machine)과 신경회로망(Neural network)을 들 수 있다. SVM은 서포트 백터를 사용하여 초평면(Hyperplane)으로 데이터 간의 경계를 나누어 분류하는 방법이다. 신경회로망은 인간의 뉴런에서 영감을 얻은 학습 알고리즘으로서 패턴 분류를 포함한 다양한 방면에 응용되고 있다[9][10]. 패턴 분류에 사용되는 신경회로망 모델은 일반적으로 다층 퍼셉트론(Multilayer perceptron)과 컨볼루션 신경망(CNN, Convolution Neural Network)을 들 수 있다.

      본 논문에서는 프랑스의 4개 지역에서 생산된 적포도주의 분류를 위해 패턴 분류 문제에 많이 사용되는 모델인 SVM와 CNN을 사용하였다. 분류를 위해서 샘플 측정 전후의 MOX 가스센서의 데이터를 사용하여 SVM, CNN 기반의 적포도주 분류 모델을 구축하였고, 실험을 통해 각 모델의 적포도주 분류성능을 검증하였다.

    

    

  
    
      Ⅱ. 실험 및 데이타 분석 방법
      
        2.1 사용된 MOX 가스센서와 적포도주 샘플들
        적포도주를 분류하기 위하여 사용된 MOX 가스센서는 SGX Sensortech 사의 MICS5914 센서를 사용하였다. 분류를 위한 4종류의 적포도주는 모두 13.5%의 알코올 함유량을 가지며 그림 1에서 표시된 것과 같이 프랑스의 보르도(BOR, Bordeaux),	포제레(FAU, Faugeres), 듀하스(DUR, Duras), 그리고 렁게독(LAN, Languedoc)에서 생산된 적포도주를 샘플로 사용하였다. 포도주는 생산지에 따라서 재배 환경이 다르고 포도주를 만드는 와이너리에 따라서 그 맛과 향에 차이를 가지고 있다.

        
          
          

          Fig. 1. 
				
          

          
            Cultivation site of red wine used in the experiment
          
          

          

        

        각각의 포도주는 50mL씩 샘플로 25℃의 실내 온도에 시료병을 두고 시료병을 밀폐시킨 후 상부 공간(Headspace)에 형성된 기체 샘플을 20mL씩 주사기를 이용하여 채취하여 20cm3의 부피를 가지는 테프론으로 만들어진 센서 챔버에 주입하였다.

      

      
        2.2 MOX 가스센서의 구동 및 획득된 데이터
        그림 2는 본 실험에서 구성된 MICS5914 센서의 구동 회로를 나타낸다. 일반적으로 MOX 가스센서는 대상 가스의 감지를 위하여 센서를 일정 온도로 가열하여야 한다. 그로인해 MICS5914도	내부의 히팅 부분과 센싱 부분으로 구분되어져 있다. 그림 2에 보여지는 것과 같이 히팅 부분에는 공급 전압을 0V에서 2.3V까지 16단계로 각각 40ms 동안 공급하여 각각의 단계에서 MICS5914의 센싱 부분에 직렬로 연결된 10kΩ 저항 양단의 전압을 시료에 대한 측정 데이터로 획득한다. 이 경우 1회 측정 시 총 16개의 데이터를 하나의 시료에 대한 패턴으로 획득할 수 있다.
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          Fig. 2. 
				
          

          
            Circuit of the sensor
          
          

          

        

        표 1은 이 과정에서 각각의 단계에서 공급된 전력과 단계별 시간을 나타낸다.

        
          Table 1. 
				
          

          
            Power and supply time supplied to the sensor
          
          

        

        
          
            
              	Step
              	Supply power (mW)
              	Supply time (msec)
              	Data
            

          
          
            	1
            	0
            	40
            	d1
          

          
            	2
            	0.9
            	40
            	d2
          

          
            	3
            	3.3
            	40
            	d3
          

          
            	4
            	5.8
            	40
            	d4
          

          
            	5
            	11.8
            	40
            	d5
          

          
            	6
            	14.9
            	40
            	d6
          

          
            	7
            	17.9
            	40
            	d7
          

          
            	8
            	21.0
            	40
            	d8
          

          
            	9
            	51.7
            	40
            	d9
          

          
            	10
            	52.9
            	40
            	d10
          

          
            	11
            	54.5
            	40
            	d11
          

          
            	12
            	56.2
            	40
            	d12
          

          
            	13
            	60.9
            	40
            	d13
          

          
            	14
            	61.7
            	40
            	d14
          

          
            	15
            	62.3
            	40
            	d15
          

          
            	16
            	64.3
            	40
            	d16
          

        

        

        일반적으로 짧은 시간 안에 MOX 가스센서를 다른 동작 온도에서 작동시키는 Temperature modulation 방법[11]은 하나의 센서를 사용하면서 마치 센서 어레이를 사용하는 것과 같이 데이터 패턴을 얻을 수 있는 효과적인 방법으로 널리 알려져 있으며 그 Temperature modulation의 최적화는 trial & error에 의해서 되곤 한다.

      

    

    

  
    
      Ⅲ. 제안된 적포도주 분류 알고리즘
      본 논문에서 제안한 적포도주 분류 알고리즘은 그림 3과 같다. 제안한 알고리즘은 MOX 가스 센서에서 측정 전 데이터와 측정 후 데이터를 획득하는 데이터 수집 단계, 그리고 적포도주의 재배지를 분류하는 패턴 분류 단계로 구성되어 있다.

      
        
        

        Fig. 3. 
				
        

        
          Structure of the red wine classification algorithm
        
        

        

      

      먼저 MOX 가스 센서에서 획득한 샘플 측정 데이터와 샘플 측정 전의 데이터를 기계학습 모델에 입력한다. 기계학습 모델로 SVM과 CNN을 사용한다. 값이 입력된 후 모델은 BOR, FAU, DUR, LAN의 네 가지 패턴으로 분류한다.

      
        3.1 SVM
        SVM은 기계 학습 알고리즘 중 하나이며, 주로 분류와 회귀 분석을 위해 사용한다. SVM은 훈련 데이터 세트를 비선형 매핑(Mapping)을 통해 고차원으로 변환한다. 이 새로운 차원에서 초평면과 가장 인접한 서포트 백터들과의 마진(Margin)을 최대로 하는 최대-마진 초평면(Maximum-margin hyperplan)을 찾아서 분류를 수행한다. SVM 구조는 그림 4와 같이 나타낸다.

        
          
          

          Fig. 4. 
				
          

          
            Structure of support vector machine
          
          

          

        

        하지만 선형으로 분리할 수 없는 문제에 대해서는 커널(Kernel) 사용하여 최대-마진 초평면이 원래의 입력공간보다는 훨씬 더 큰 차원을 가지는 비선형 매핑을 통해 비선형 분류를 수행할 수 있다[12].

        일반적으로 임의의 데이터 x가 주어질 때, 커널 SVM의 결정 함수(Decision function)는 식 (1)과 같다[13].
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        여기서 αi는 라그랑제 승수이고, xi와 yi는 각각 입력과 출력 데이터이다. b는 바이어스이며, K()는 커널 함수이다. 본 논문에서는 RBF 커널을 사용하였다. RBF 커널은 식 (2)와 같다.
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        여기서 σ는 사용자가 지정한 상수이다.

      

      
        3.2 CNN
        CNN은 고양이의 시신경을 모방한 구조이다. CNN은 기존의 패턴 분류 모델과는 달리 데이터의 특징(Feature)를 추출하여 데이터의 특징의 패턴을 파악하여 분류하는 알고리즘이다. CNN은 복수의 컨볼루션 레이어(Convolution layer)와 풀링 레이어(Pooling layer)로 구성된다[14][15]. CNN의 구조는 그림 5와 같이 나타낸다.

        
          
          

          Fig. 5. 
				
          

          
            Structure of convolutional neural network model
          
          

          

        

        컨볼루션 레이어는 커널을 사용하여 입력된 데이터와 합성곱 연산이 수행된다. 커널의 크기는 사용자가 설정할 수 있으며 합성곱 연산이 수행된 결과는 특징맵(Feature map)으로 출력된다. 컨볼루션 레이어의 출력은 식 (3)과 같이 나타낸다[16].
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        여기서 Wil는 l번째 컨볼루션 레이어의 i번째의 커널의 가중치를 나타낸다. yl-1는 이전 레이어의 출력을 나타내며, h는 활성화 함수를 나타낸다.

        풀링 레이어는 출력된 특징맵의 차원을 줄인다. 이 과정에서 특징맵의 크기를 줄여 계산량을 줄이고 필요한 특징만을 추출한다. 풀링에는 여러 가지 방법이 있지만, 본 논문에서는 맥스 풀링(Max pooling) 방법을 사용한다.

        CNN의 학습으로 Adam을 사용하였다. Adam은 가중치 업데이트시 기울기가 급격하게 변하는 것을 방지하는 모멘텀 기법과 파라미터 갱신 정도를 조절하는 RMSprop을 혼합한 방식이다[17]. Adam은 식 (4)에서 (8)로 나타낸다.
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        여기서 mt는 모멘텀, υt는 적응항, β1과 β2는 각각 모멘텀과 적응항의 감쇄율이며, ∇θf(θ)는 네트워크의 기울기이다. η는 학습률이며, ϵ는 분모가 0이 되지 않게 하는 작은 값이며 본 논문에서는 10-8으로 설정하였다.

      

    

    

  
    
      Ⅳ. 실험 및 결과
      본 연구에서는 SVM 모델과 CNN 모델을 구현하기 위해 파이썬 3.7버전과 케라스(Keras)와 사이킷런(Sklearn) 라이브러리를 사용하였다. SVM 모델은 RBF(Radial Basis Fuction)커널을 사용하였고 trial & error를 통해 C와 γ가 각각 10과 0.01일 때 가장 우수한 성능을 보여 이 설정값을 사용하였다. CNN 모델은 16개 또는 32개의 입력을 받는 입력층과	두 개의 컨볼루션 레이어와 두 개의 풀링 레이어과 합성곱 결과를 평탄화(Flatten)하기 위한 FC 레이어(Fully connected layer)로 구성하였다. 각각의 컨볼루션 레이어와 FC 레이어는 활성화 함수로 ReLU를 사용하였고[18] 학습 알고리즘은 Adam을 사용하였다. 그리고 최종 출력층에는 Softmax를 사용하여[19] 분류하도록 설계하였다. CNN의 구성은 표 2와 같다.

      
        Table 2. 
				
        

        
          Structure of proposed CNN model
        
        

      

      
        
          
            	Layer
            	Size of Kernel
            	Number of Kernel
            	Activation
          

        
        
          	Input
          	
          	16 / 32
          	
        

        
          	Convolutional 1
          	5
          	64
          	ReLU
        

        
          	Max-pooling 1
          	2
          	-
          	-
        

        
          	Convolutional 2
          	5
          	32
          	ReLU
        

        
          	Max-pooling 2
          	2
          	-
          	-
        

        
          	Flatten
          	-
          	-
          	-
        

        
          	Fully-connected
          	-
          	64
          	ReLU
        

        
          	Output
          	-
          	4
          	Softmax
        

      

      

      
        1) 샘플에 대한 센서값만 사용한 결과
        먼저 적포도주의 패턴을 학습하기 위해 MOX 가스 센서에서 획득한 데이터를 기반으로 학습을 진행하였다. 1개의 패턴은 16개의 샘플로 구성되어 있다. 프랑스의 4개 지역에서 생산되는 적포도주의 종류마다 15개의 패턴을 사용하였으며, 10개의 패턴은 학습으로 5개의 패턴은 테스트로 사용하였다. 분류를 위한 적포도주는 BOR, FAU, DUR, 그리고 LAN을 사용하였다.

        실험 및 분류결과는 혼동행렬(Confusion matrix)를 사용하여 모델을 평가하였다. 즉 표 3에서 표 6까지에서 세로는 분류모델에 의한 분류결과를 의미하며	가로는 실제 포도주를 의미한다. 한 예를 설명하면, 표 3의 경우에 BOR 포도주는 분류기에 의해 2개의 패턴은 BOR로 분류되었고, 나머지 3개의 패턴은 FAU로 분류되었음을 나타낸다. 나머지 LAN, DUR 및 FAU의 경우도 같은 방법으로 분류결과를 작성하였다.

        
          Table 3. 
				
          

          
            Red wine classfication results of SVM model using only sensor data
          
          

        

        
          
            
              	
              	BOR
              	LAN
              	DUR
              	FAU
            

          
          
            	BOR
            	2
            	0
            	0
            	3
          

          
            	LAN
            	2
            	0
            	0
            	3
          

          
            	DUR
            	2
            	0
            	0
            	3
          

          
            	FAU
            	2
            	0
            	0
            	3
          

        

        

        표 3은 SVM을 사용하여 패턴 분류를 진행한 결과이다. 실험 결과를 보면 각 지역 포도주에 대한	데이터가 크게 차이가 나지 않아서 4가지 포주에 대한 패턴이 BOR와 FAU로만 분류됨을 알 수 있었다.

        표 4는 CNN을 사용하여 패턴 분류를 진행한 결과이다. CNN도 데이터의 패턴이 서로 비슷하여 FAU 패턴으로만 분류하였음을 확인할 수 있었다. 즉, 표 3과 표 4의 분류결과들로부터 각 포주주의 샘플에 대한 센서값만을 사용한 경우에는 SVM과 CNN을 분류기로 사용한 모든 경우에 대해 각 포도주를 정확하게 분류하지 못함을 알 수 있었다.

        
          Table 4. 
				
          

          
            Red wine classfication results of SVM model using only sensor data
          
          

        

        
          
            
              	
              	BOR
              	LAN
              	DUR
              	FAU
            

          
          
            	BOR
            	0
            	0
            	0
            	5
          

          
            	LAN
            	0
            	0
            	0
            	5
          

          
            	DUR
            	0
            	0
            	0
            	5
          

          
            	FAU
            	0
            	0
            	0
            	5
          

        

        

      

      
        2) 샘플 측정전 센서 기준값 패턴과 샘플에 대한 센서값 패턴을 함께 사용한 결과
        샘플에 대한 센서값만을 사용한 결과 분류가 전혀 되지 않음을 확인할 수 있었다. 이에 데이터 패턴의 차이를 주고자 샘플 측정전 센서 기준값 패턴과 샘플에 대한 센서값 패턴을 합쳐서 학습을 진행하였다. 합친 데이터의 패턴은 1개의 패턴에 32개의 샘플로 구성되어 있으며, 학습 및 테스트에 사용한 패턴 개수는 1)의 실험과 같다.

        표 5와 표 6의 결과들로부터 샘플 측정전 센서 기준값 패턴과 샘플에 대한 센서값 패턴을 함께 고려하여 분류하는 경우에는 SVM 모델과 CNN 모델을 각각 사용한 모든 경우에 대해서 4가지 적포도주를 정확하게 분류하였음을 확인할 수 있었다.

        
          Table 5. 
				
          

          
            Red wine classfication results of SVM model using sensor data before and after their injection
          
          

        

        
          
            
              	
              	BOR
              	LAN
              	DUR
              	FAU
            

          
          
            	BOR
            	5
            	0
            	0
            	0
          

          
            	LAN
            	0
            	5
            	0
            	0
          

          
            	DUR
            	0
            	0
            	5
            	0
          

          
            	FAU
            	0
            	0
            	0
            	5
          

        

        

        
          Table 6. 
				
          

          
            Red wine classfication results of CNN model using sensor data before and after their injection
          
          

        

        
          
            
              	
              	BOR
              	LAN
              	DUR
              	FAU
            

          
          
            	BOR
            	5
            	0
            	0
            	0
          

          
            	LAN
            	0
            	5
            	0
            	0
          

          
            	DUR
            	0
            	0
            	5
            	0
          

          
            	FAU
            	0
            	0
            	0
            	5
          

        

        

      

    

    

  
    
      Ⅴ. 결 론
      본 논문에서는 MOX 가스센서의 시료 주입 전후패턴들 이용한 기계학습 기반의 적포도주 분류 알고리즘을 제안하였다. 4종류의 적포도주의 패턴 분류를 위해 종류마다 15개의 패턴 중 10개는 학습 5개는 테스트로 사용하여 학습에는 40개의 패턴을 사용하였고 테스트는 20개의 패턴을 사용하여 실험을 진행하였다.

      제안한 모델의 성능 평가를 위해 두 가지 실험을 진행하였다. 첫 번째 실험은 샘플에 대한 센서값만 사용한 경우이며, 두 번째는 샘플 측정전 센서 기준값 패턴과 샘플에 대한 센서값 패턴을 함께 사용한 경우이다. 실험 결과 첫 번째 실험 결과는 데이터 간의 패턴이 비슷하여 SVM 모델과 CNN 모델 전부 데이터를 분류하지 못하였다. 두 번째 실험 결과는 SVM 모델과 CNN 모델 전부 정확하게 모든 패턴을 분류하였으며 100%의 정확도를 보여주었다.

      추후 연구과제로는 적포도주의 종류를 더 확장하고 각각의 포도주의 제조 과정중 숙성의 정도를 실시간 모니터링하고 분류하여 적절한 품질의 포도주를 제조할수 있게 하는	전자코 기술에 본 논문의 실험적 결과를 적용하는 것이다.
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