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            Abstract
          
        

        
          레미콘의 슬럼프 품질관리는 현재 샘플링으로 검사되어 전량검사보다 정확도가 떨어지며 현재의 방법으로는 시간도 오래 걸린다. 본 논문에서는 슬럼프 콘을 이용한 현재의 방식 대신 카메라를 통해 획득한 비디오 영상을 기반으로 콘크리트 슬럼프의 질기를 파악하는 방법을 기술하였다. 이 방법은 LBP(Local Binaray Pattern), GLCM(Gray-Level Co-occurrence Matrix)의 기본적인 영상처리와 Optical Flow를 사용하여 영상에서의 속력을 계산한 뒤 LSTM(Long Short-Term Memory Recurrent Neural Network)을 활용하여 구현하였으며 비디오 데이터를 통해 슬럼프 질기를 분석하였다.

        

        
          
            초록
          
        

        
          The quality management of the slump of ready-mixed concrete is currently inspected by sampling, which is less accurate than the full-scale inspection, and it takes longer to use the current method. In this paper, instead of the current method using a slump cone, a method of grasping the toughness of a concrete slump based on video images acquired through a camera was described. This method was implemented using basic image processing and Optical Flow of Local Binaray Pattern (LBP) and Gray-Level Co-occurrence Matrix (GLCM), and then a long short-term memory current neural network (LSTM) was used to analyze the slump.
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      Ⅰ. 서 론
      콘크리트의 품질을 일정하게 유지하기 위해 슬럼프의 반죽 질기 정도 분석은 필수 항목이다. 콘크리트는 화학 혼화제, 물, 굵은 골재, 잔골재, 시멘트를 혼합하여 만들어지며 이들의 비율을 통해 콘크리트 슬럼프의 점도가 결정된다.

      슬럼프는 본래 슬럼프 콘을 통해 분석된다. 이러한 슬럼프 콘을 통해 만들어진 영상을 분석하여 레미콘의 품질관리를 하는 연구로는 김수연 등 2명의 논문[1]과 딥러닝 및 스테레오 비전 기법을 기반으로 슬럼프 콘을 통해 슬럼프를 시험한 다음 이를 위에서 찍어 3가지 슬럼프로 분류한 논문[2]이 있다. 하지만 이는 콘크리트의 슬럼프 시험 방법을 한국 국가표준인 KS F 2402[3]에 나온 슬럼프 단위측정 방법으로 매번 모든 레미콘의 슬럼프를 측정하는 데에는 무리가 있다. 또한 매번 슬럼프 단위측정 방법으로 슬럼프를 측정하게 되면 시험자마다 다른 결과 값이 나올 수 있다.

      또한, 레미콘은 가만히 두면 굳는다는 특수한 성질 때문에 다른 액체처럼 센서를 사용하여 측정하기가 쉽지 않다. 따라서 우리는 실시간으로 레미콘의 슬럼프를 측정하고 액체에 직접 닫지 않는 센서를 사용하여 보다 객관적인 슬럼프 측정 방법이 필요하다.

      콘크리트의 재활용을 위해 물과 시멘트, 거친 골재, 화산재 대체 비율 등으로 딥러닝을 통해 압축강도를 예측하는 논문[4]과 슬럼프 재료의 혼합 비율을 통해 고성능 콘크리트의 슬럼프를 예측하는 논문[5]도 있다. 그리고 콘크리트를 배합하는 영상을 통해 CNN과 LSTM(Long Short-Term Memory)으로 분석하여 슬럼프를 측정한 논문[6][7]이 있다.

      기존에 슬럼프 콘을 통해 슬럼프를 측정하는 방식을 실시간 측정하는 방향으로 연구를 하고자 하여 LBP와 GLCM(Gray-Level Co-occurrence Matrix), Optical Flow의 영상처리를 통해 슬럼프를 분류하고자 하였다.

      본 논문은 레미콘을 배합하는 영상으로 목측을 통해 슬럼프를 판단할 수 있으므로 영상을 통해서도 콘크리트의 질기에 대한 특징점 검출이 가능하다고 판단하여 레미콘을 배합하는 영상을 통해 슬럼프의 질기 정도 분석을 하려고 한다. 어두운 레미콘 배합기계 내부를 촬영하기 위해 적외선 카메라를 사용하였고, 이를 통해 얻은 영상으로 콘크리트 슬럼프의 점도를 파악할 수 있는 알고리즘을 고안하였다.

      콘크리트의 표면을 보고 LBP, GLCM의 영상처리 알고리즘으로 질감을 분석한 이전 논문[8]의 방법과 영상에서의 물체의 속도를 구하는 Optical Flow의 방법으로 패치 대응에 대한 역 검색, 여러 크기의 패치 집계를 통한 밀도 높은 변위 필드 생성, 변이 정교화의 3가지 특징으로 계산 속도를 더 빠르게 한 DIS(Dense Inverse Search) Optical Flow[9]의 방법으로 속력 및 속도를 분석하여 KS F 4009[10]규격으로 명시된 80, 120, 150, 180, 210의 콘크리트의 슬럼프 규격을 검출하였다. 몇 몇의 실험은 슬럼프 품질의 선형적인 특징이 두드러지는 일부의 데이터만으로 실험을 진행하였다.

    

    

  
    
      Ⅱ. 연구 내용
      
        2.1 데이터
        연구로 쓰인 데이터는 콘크리트 재료들을 혼합한 뒤 콘크리트 믹서 내부의 믹싱과정을 30FPS로 촬영한 5초 동영상으로서 총 150프레임이다. 영상의 Gain은 47dB로 하였고 노출 값은 1/60초로 하였다.

        레미콘의 한국 규격을 명시한 KS F 4009의 80, 120, 150, 180, 210의 슬럼프를 기준으로 하고 80, 100, 120, 130, 140, 150, 160, 170, 180, 200, 210의 슬럼프를 슬럼프 단위 측정 방법(KS F 2402)을 이용하여 콘크리트 슬럼프 데이터를 라벨링 하였다. 80, 120, 150, 180, 210 단위별 각 48개의 데이터를 학습으로 사용하였다. 하나의 값만을 찍어도 정확도가 높지 않도록 데이터의 개수를 맞추었다. 이 동영상은 그림 1에 나와 있는 예시와 같다.

        
          
          

          Fig. 1. 
				
          

          
            Slump video capture image
          
          

          

        

        영상의 전처리는 따로 하지 않았고 다만 카메라에서 Gain을 47dB를 주어 영상을 밝게 하였다. 딥러닝 학습에 쓰인 데이터는 그림 1과 같고 표 1과 같이 분류하여 학습시켰다.

        
          Table 1. 
				
          

          
            Classification of experimental data
          
          

        

        
          
            
              	Train
              	Validation
              	Test
              	Total
            

          
          
            	396
            	66
            	66
            	528
          

        

        

      

      
        2.2 이론적 배경
        
          2.2.1 슬럼프 KS 규격
          3번에 걸쳐 슬럼프 콘에 슬럼프를 넣은 후 슬럼프 봉을 통해 다져준다. 이후 슬럼프 콘을 위로 올려 남아있는 레미콘의 무너진 정도를 기존의 슬럼프 콘의 높이인 300mm와 비교하여 슬럼프를 구한다. KS F 2402[3]에 따라 슬럼프를 80, 120, 150, 180, 210으로 분류하였다. KS F 2402에 나와있듯이 오차범위는 ±25mm이다. 이에 대한 자세한 내용은 KS F 2402에 서술되어 있다.

        

        
          2.2.2 Optical Flow
          DIS Optical Flow[9]는 영상의 특징점의 밝기 값은 변화하지 않고 그 주변 픽셀의 밝기 값도 변화하지 않는다고 가정한 후에 이를 테일러 급수를 통해 전개하여 영상의 전체적인 속도를 계산하는 방식이다. 하지만 계산한 영역에서의 전체적인 속도만을 구할 수 있으므로 영상을 여러 조각으로 자른 뒤 계산하여 영상의 속도들을 계산하는 방식이다.

        

        
          2.2.3 LSTM
          그림 2에 보이는 기존의 RNN(Recurrent Neural Network)[11]의 이전 은닉 상태를 다음의 메모리 셀에 입력 값으로 넣는 것과는 달리 그림 3의 가운데 셀의 맨 위에 있는 Cell State를 통해 이전에 받은 정보를 그대로 내보내는 구조를 통해 예전에 받은 정보를 좀 더 오래 기억할 수 있다. 자세한 내용은 LSTM[12]의 논문에 나와 있다.

          
            
            

            Fig. 2. 
				
            

            
              RNN structure
            
            

            

          

          
            
            

            Fig. 3. 
				
            

            
              LSTM structure
            
            

            

          

        

      

      
        2.3 슬럼프 판별 방법
        기본적인 질감 및 패턴을 판별할 수 있는 영상처리방법과 영상처리를 기반으로 속력, 속도, 차영상 등의 특징을 검출하여 딥러닝으로 학습시키는 방법을 사용하였다. LBP[13]와 GLCM[14]은 Kim Seong-kyu등 4명이 연구한 논문[8]의 내용으로 간략하게 설명하겠다.

        
          2.3.1 LBP
          블레이드에서 영상의 특정지점 [500:800, 200:500]을 각 프레임별로 추출하여 LBP 히스토그램을 만들었다. 원의 반경은 6로 하였고 원형 대칭 인접 설정 점의 수는 128로 하였다. 이때, 60슬럼프의 데이터와 210슬럼프의 데이터를 비교한 결과로 특징점 검출이 어렵다고 판단되었다. 또한 히스토그램에서의 분산을 측정해 보았지만 딱히 차이점은 없었다. 이에 대한 내용은 그림 4와 그림 5에 나와 있다.

          
            
            

            Fig. 4. 
				
            

            
              LBP histogram of 60 slump
            
            

            

          

          
            
            

            Fig. 5. 
				
            

            
              LBP histogram of 210 slump
            
            

            

          

        

        
          2.3.2 GLCM
          블레이드의 영향이 없을 때 슬럼프에 따라서 속도가 가장 많이 영향 받는 영상의 특정지점 [x축 : 500~800, y축 : 200~500]을 각 프레임별로 추출하여 GLCM을 만든 후 여러 가지의 특징을 뽑을 수 있다. 여기서는 식 (1) ~ (4)의 4가지 특징을 뽑아 콘크리트의 점도를 계산하였다.
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          b) Dissimilarity
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          c) Energy
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          d) Homogeneity
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          이들의 특징을 뽑아 표 2에 정리해 비교하였다.

          
            Table 2. 
				
            

            
              Results of GLCM characteristics analysis
            
            

          

          
            
              
                	
                	Each slump
              

            
            
              	
              	60
              	70
              	80
              	100
              	120
              	130
              	140
              	150
              	160
              	170
              	180
              	190
              	200
              	210
            

            
              	Contrast1 
min
              	142
              	187
              	306
              	302
              	279
              	248
              	317
              	262
              	292
              	212
              	300
              	257
              	309
              	260
            

            
              	Contrast2 
min
              	224
              	321
              	436
              	389
              	358
              	357
              	426
              	385
              	384
              	315
              	415
              	349
              	423
              	381
            

            
              	Dissimility1
min
              	9.25
              	10.9
              	13.58
              	13.21
              	12.45
              	12.27
              	13.84
              	12.72
              	13.19
              	11.18
              	12.78
              	12.36
              	13.51
              	12.2
            

            
              	Contrast1
median
              	262
              	
                757
              
              	461
              	457
              	461
              	544
              	544
              	
                450
              
              	534
              	659
              	734
              	
                571
              
              	819
              	776
            

            
              	Contrast2
median
              	410
              	
                864
              
              	592
              	584
              	571
              	655
              	682
              	
                565
              
              	649
              	768
              	895
              	
                713
              
              	957
              	898
            

            
              	Contrast1
three-quarter
              	384
              	947
              	645
              	627
              	579
              	659
              	697
              	
                631
              
              	778
              	821
              	930
              	
                751
              
              	1075
              	997
            

            
              	Contrast2
three-quarter
              	570
              	1120
              	826
              	782
              	688
              	798
              	849
              	
                739
              
              	934
              	946
              	1125
              	
                874
              
              	1151
              	1127
            

          

          

          그림 6과 그림 7은 GLCM에서 뽑아낸 각각의 특징들의 최소값, 평균값, 평균값에서 중앙값을 뺀 값, 최대값, 표준편차, 중앙값, 1/4값, 3/4값들을 추출하여 계산한 결과이다. 각각 하나의 영상을 가지고 비교하였을 때 선형성을 가지는 특징이 있지만 영상의 초점이 맞을 때와 약간 흐릿할 때가 있기 때문에 피라미드 이미지를 적용하였으나 단순히 영상에서의 질감을 가지고 슬럼프를 나누는 것은 한계가 있어 보인다.

          
            
            

            Fig. 6. 
				
            

            
              60 slump‘s GLCM characteristics analysis
            
            

            

          

          
            
            

            Fig. 7. 
				
            

            
              210 slump‘s GLCM characteristics analysis
            
            

            

          

        

        
          2.3.3 속력 합산 신경망
          슬럼프의 점도가 높으면 콘크리트의 속력이 느렸고 점도가 낮으면 속력이 높은 점을 이용해 영상에서 콘크리트의 속력을 검출하여 학습시켰다. 그림 8은 Optical Flow를 통해 얻은 속력을 나타낸 것이다.

          
            
            

            Fig. 8. 
				
            

            
              Velocity detection through optical flow
            
            

            

          

          먼저, 영상의 ROI를 설정하였고 여기에 DIS Optical Flow방법을 적용하여 콘크리트 표면의 속력을 얻어 이를 일정한 영역으로 분할 뒤 각 속력을 얻어내 이를 누적시켜 값을 얻은 속력 히스토그램을 학습시켰다.

          데이터 구조와 딥러닝 네트워크 구조는 그림 9에 나타내었다.

          
            
            

            Fig. 9. 
				
            

            
              Data and deep learning structure of combined speed neural vetwork
            
            

            

          

          이를 80과 210의 2개의 클래스를 60프레임으로 학습시켜 분류하였을 때는 91%의 확률로 분류를 하였다. 하지만 실제로 3클래스와 5클래스로 분류하였을 때는 정확도가 떨어지므로 속력 합산 신경망은 적합하지 못하다고 할 수 있다.

        

        
          2.3.4 속력-시간 동기화 신경망
          속력 합산 신경망과 같이 영상의 ROI를 설정하였고 여기에 Optical Flow방법을 적용하여 매 프레임마다 속력을 구하였고 속력 히스토그램을 일렬로 나열한 데이터를 학습시켰다. 이 신경망에 쓰인 데이터 구조는 그림 10과 같다.

          
            
            

            Fig. 10. 
				
            

            
              Data and deep learning structure of synchronized speed-time neural network
            
            

            

          

          이를 80, 150, 210의 3개의 클래스로 분류하였을 때는 86%의 확률로 분류하였고, 80, 120, 150, 180, 210의 5개의 클래스로 분류하였을 때는 81%의 정확도로 분류하였다.

        

        
          2.3.5 차영상 신경망
          믹서 날이 동일한 시점을 지나도록 설계하였으므로 믹서 날에 붙은 콘크리트나 물결의 파형과 흐름을 통해 학습할 수 있다. 이를 위해 차영상을 만들어 이를 학습할 수 있다. 또한 차영상을 사용함으로써 조명의 영향을 덜 받게 된다. 차영상 신경망에 사용한 데이터는 그림 11의 예시로 나타내었다.

          
            
            

            Fig. 11. 
				
            

            
              Subtract image neural network data and deep learning structure
            
            

            

          

          ROI를 설정하여 영상의 일부분을 취득하였고 60 프레임만을 학습데이터로 사용하였다. 결과적으로 80, 150, 210의 3클래스를 분류하였을 때 62%의 확률로 분류를 하여 이는 적합하지 않다고 볼 수 있다.

        

        
          2.3.6 속도-시간 동기화 신경망
          슬럼프의 속력과 방향을 학습한 신경망이다. 속력은 이전과 같이 일정한 영역(ROI)에서의 각 속력을 구했고 방향은 30도씩, 45도씩, 60도씩 분할하여 이 값을 각 프레임 마다 학습하였다. 이 값들을 일렬의 시계열 데이터로 얻어와 학습시켰다. 학습시킨 데이터의 구조는 그림 12와 같다.

          
            
            

            Fig. 12. 
				
            

            
              Data and deep learning structure of synchronized velocity-time neural network
            
            

            

          

          이는 80, 150, 210의 3가지 클래스를 82%의 분류 정확도로 분류하였다.

        

      

    

    

  
    
      Ⅲ. 실험 및 결과
      LBP의 경우 이미지의 히스토그램이 거의 비슷하게 나왔다. 이는 너무 고전적인 알고리즘을 사용했기 때문이고 또한 이미지의 특징점이 크게 다르지 않았기 때문으로 보인다. 이는 GLCM을 사용한 알고리즘에서도 나타난다. 하지만 GLCM에서는 각각 하나의 영상을 가지고 비교하였을 때 선형성을 가지는 특징이 발견되기도 하였다. 하지만 몇몇의 데이터들은 선형적인 특징이 발견되지 않았다. 이는 영상의 초점이 맞을 때와 약간 흐릿할 때가 있기 때문이었다. 이는 피라미드 이미지를 적용해도 마찬가지였다. 따라서 단순히 영상에서의 질감을 판단하는 알고리즘을 가지고 슬럼프를 나누는 것은 한계가 있어 보인다.

      Liu Yang 외 3명의 논문[6]에는 약 25개씩의 6개 그룹으로 학습하였고 TestData를 24개의 데이터밖에 쓰지 못하여 충분히 많은 데이터로 학습이 되었는지 또는 TestData의 개수가 적다고 생각된다.

      Ahongcong Ding and Xuehui An의 논문[7]에는 31개의 데이터로 학습 및 Test를 하여 데이터가 충분하지 않다고 생각된다. 하지만 본 논문에서는 48개의 11개 클래스로 총 396개의 데이터를 학습시키고 66개를 Validataion set으로 사용하였고 66개를 Testset으로 사용하여 더 신뢰성이 있다.

      속력 합산 신경망으로 학습을 하였을 때는 2개의 클래스를 60프레임 학습시켰을 때 91%의 정확도를 보였다. 또한, 속력-시간 동기화 신경망으로 학습을 하였을 때는 80, 150, 210의 3개의 클래스로 학습시켰을 때는 86%의 정확도로 분류를 하였고 80, 120, 150, 180, 210의 5개의 클래스로 학습을 시켰을 때는 81%의 정확도로 분류하였다. 차영상 신경망은 3가지 클래스를 62%의 확률로 분류하였다. 속도-시간 동기화 신경망은 82%의 분류 정확도로 분류하였다. 이를 표 3으로 정리하였다.

      
        Table 3. 
				
        

        
          Accuracy of each method
        
        

      

      
        
          
            	Method
            	Accuracy
          

        
        
          	Combined speed neural network (2 Class)
          	91%
        

        
          	Synchronized speed-time neural network (3 Class)
          	86%
        

        
          	Synchronized speed-time neural network (5 Class)
          	81%
        

        
          	Subtract image neural network (3 Class)
          	62%
        

        
          	Synchronized velocity-time neural network (3 Class)
          	82%
        

      

      

      Kim Seong-kyu 외 4명 논문의 방식인 영상처리만으로 슬럼프를 판별하는 방식보다는 영상의 초점이 잘 맞지 않아도 분류를 잘 해내었다.

      속력 합산 신경망은 영상에서의 모든 프레임에서 추출된 속력 히스토그램을 계산한 것으로 클래스를 분류하기에는 적합하지 않은 것으로 보이나 속력-시간 동기화 신경망과 속도-시간 동기화 신경망은 슬럼프에서의 특정 구간의 선형성이 눈에 띄었지만 잘 학습되지 않았다. 차영상 신경망은 높은 슬럼프에서는 레미콘이 물의 성질을 갖기 때문에 실제 슬럼프의 값과 전혀 다른 튀는 값을 추론한 사례가 많이 보인다.

      기존의 슬럼프 콘으로 슬럼프 품질을 샘플링 검사하는 방식보다는 본 논문의 적외선 카메라를 통한 전량 검사를 통해 슬럼프 품질을 측정하는 방식이 실시간성을 보장해준다.

      본 논문에 나온 분류방식으로 학습을 시켜보았지만 학습이 더 이상 진행되지 않는 수준의 정확도에 머물렀다. 속력-시간 동기화 신경망의 경우 3가지 클래스로 86%의 정확도로 분류할 수 있었고 속력-시간 동기화 신경망의 경우 5가지 클래스를 81%의 정확도로 분류하였다.

    

    

  
    
      Ⅳ. 결 론
      본 논문은 레미콘이 믹싱되는 과정을 영상으로 획득하여 슬럼프를 분석하는 방법이 제안되었다. 영상만으로 슬럼프를 예측하기 위한 방법들로 LBP와 GLCM의 영상처리를 사용하였고 또한 OpticalFlow를 사용하여 얻어낸 특징데이터를 딥러닝 모델에 넣어 학습시키기도 하였다.

      사용된 데이터 수집방식은 고정된 카메라를 통해 일정한 촬영 각도 및 구도를 유지하여 촬영하였다. 또한, 본 논문의 모델은 다른 유형의 믹서에서도 동일한 방식으로 데이터를 수집하여 학습시킨다면 비슷한 결과가 나올 것으로 예상된다.

      본 논문의 알고리즘으로는 KS규격에 나온 5가지 클래스로 분류하여 현장에서 이를 활용하여 실시간 슬럼프 품질 검사에 사용하여 스마트팩토리의 중간 2단계에 해당하는 실시간 모니터링이 가능하게 된다. 성능이 80%대에서 머물렀는데 이는 슬럼프를 분류하기 위해 적합한 특징 추출이 잘못되었을 수 있으며 이를 회귀 방식으로 학습을 시키거나 다른 방식으로 연구를 하여야 할 것으로 보인다. 이는 추후 연구를 통해 연구할 예정이다.
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