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            Abstract
          
        

        
          해안 쓰레기는 해양 생태계와 사람 건강에 많은 문제를 발생시키기 때문에 빠른 수거를 위한 정확한 분포 파악이 요구된다. 기존 연구에서 육안 검사의 문제점을 해결하기 위해 드론과 영상처리 기법을 이용한 시스템들이 개발되었지만, 여전히 낮은 인식률, 높은 비용 등의 문제점을 지닌다. 따라서 이 논문에서는 앞서 언급한 문제점을 해결하기 위해 드론을 이용하여 해안 쓰레기를 수집하고, 해안 쓰레기 분류를 위한 클라우드 이미지 분류 모델 간의 비교 평가를 수행한다. 비교 평가를 위해 단일 객체 실험 및 다중 객체 실험을 진행하였다. 실험 결과에서, Custom Vision 모델이 정확도, 재현율 및 AP(Average Precision) 등 모든 기준에서 가장 우수한 성능을 보였다.

        

        
          
            초록
          
        

        
          Coastal waste causes many problems with the marine ecosystem and human health, and thus accurate distribution for rapid collection is required. In previous studies, the systems using drones and image processing techniques have been developed for resolving the visual inspection, but they still have problems such as low recognition rate and high cost. Therefore, to solve the aforementioned problems, this paper uses drones to collect coastal waste and conducts the comparative evaluations between cloud image classification models for coastal waste classification. The single object experiments and multi-object experiments have been conducted the comparative evaluation. In the experimental results, the Custom Vision model showed the best performance in all criteria of accuracy, recall, and AP.
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      Ⅰ. 서 론
      해양 쓰레기는 인간이 인공적으로 만든 물질이 해양환경에 있는 것을 의미한다[1]. 해양 쓰레기로 인한 해양 생태계 피해 및 환경 문제가 전 세계적으로 증가하고 있다. 또한, 어업 생산량이 줄어들거나 선박사고가 발생하고 관광지의 오염으로 인한 해안 주민들의 경제 활동에 피해를 준다. 특히, 해양 쓰레기 내의 미세플라스틱은 해산물을 통해 인체 내에 유입이 된다는 문제점을 지닌다.

      해양 쓰레기의 종류는 3가지로 분류할 수 있다. 바다를 표류하는 쓰레기는 ‘부유 쓰레기’, 해저에 가라앉는 쓰레기는 ‘침적 쓰레기’, 해안가에 표착된 쓰레기는 ‘해안 쓰레기’라고 한다. 이 중, 해안 쓰레기는 육상이나 강으로부터 쓰레기 유입이 쉽게 일어나고 인간의 활동으로 인해 쓰레기가 많이 발생한다. 따라서 해안 쓰레기를 수거하기 위해 분포 파악의 정확한 방법이 필요하다.

      해안 쓰레기 파악을 위해 많은 연구가 진행되고 있으며, 국내에서는 해양수산부에서 진행하는 해안 쓰레기 모니터링 사업[2]이 진행되고 있다. 이 사업은 사람이 육안 검사를 실시하여 정기 조사한다. 그러나 해안 쓰레기를 조사할 때 많은 인력이 필요하고 사람이 접근할 수 없는 지형 환경은 조사할 수 없는 문제점을 지닌다.

      앞서 언급한 문제점을 해결하기 위해 드론을 사용하여 다양한 연구가 진행 중이다[3]-[6]. 드론을 활용하여 해안 쓰레기 이미지를 수집하고 다양한 영상처리 기법과 딥러닝을 사용하여 해안 쓰레기를 분류한다. 드론을 활용하여 해안 쓰레기 수집할 때 많은 인력이 필요하지 않고 다양한 지형에서도 수집할 수 있는 장점이 있다. 그러나 여전히 해안 쓰레기 분류에서 낮은 인식률을 보이고, 드론으로부터 수집되는 대용량 해안 쓰레기 사진들을 저장하는 스토리지와 이러한 사진들을 실시간으로 분류할 수 있는 딥러닝 서버 등의 높은 인프라 구축 비용이 요구된다. 이러한 문제는 클라우드 이미지 분류 모델을 사용함으로 해결할 수 있다. 클라우드 이미지 분류 모델은 자체적인 인프라를 구축할 필요 없으므로 비용 절감이 된다.

      또한, 식물 질병 감지, 질환 감지 등 다양한 분야에서 클라우드 이미지 분류 모델이 상용화되고 다른 영상처리 기법보다 높은 인식률을 보여주고 있다[7]-[14]. 특히, [7]은 드론을 이용해 일반 쓰레기 이미지를 수집하고 클라우드 이미지 분류 모델을 사용하여 드론의 고도 및 속도가 영상 획득에 미치는 영향을 분석하였다. 또한, [8]은 이 연구의 사전연구로서 클라우드 이미지 분류 모델을 사용하여 캔, 플라스틱병, 비닐봉지에 대한 단일 객체 성능 평가를 진행한다. 그러나 해안 쓰레기를 식별할 때 다양한 종류의 쓰레기 식별이 필요하고, 실제 해안 쓰레기는 단일 객체 실험뿐만 아니라 다중 객체 실험이 필요하다.

      따라서 이 논문에서는 [8]을 확장하여 클라우드 이미지 분류 모델을 구축하고, 단일 객체와 멀티 객체 실험을 진행하여 비교 평가를 수행한다. 클라우드 이미지 분류 모델의 구축을 위해 쓰레기 이미지를 수집하고, 수집한 이미지들을 사용하여 이미지 분류 모델을 구축한다. 이미지 분류 모델은 Microsoft의 Custom Vision, Google의 AutoML Vision, AWS(Amazon Web Services)의 Amazon Rekognition을 사용한다. 클라우드 이미지 분류 모델의 비교 평가를 위해 드론을 이용해 [7]에 사용한 고도 및 속도를 고려하여 실제 해안 쓰레기 이미지를 수집한다. 실험은 5가지 종류의 이미지를 단일 객체와 다중 객체 실험을 통해 클라우드 이미지 분류 모델을 비교 평가한다.

      이 논문의 구성은 다음과 같다. 제2장에서는 관련 연구를 소개 및 분석한다. 제3장에서는 제안 시스템의 프로세스와 구현 결과를 기술하며, 제4장에서는 실험 및 평가를 기술한다. 마지막으로, 제5장에서는 결론 및 향후 연구를 서술한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2.1 해양 쓰레기 분류 연구
        드론을 이용하여 해양 쓰레기 분류 연구가 진행되어 왔다[3]-[6]. [3]은 드론으로 해안 쓰레기를 촬영하고 배경 차감 기법, 문턱치 기법, 모폴로지 기법을 사용해서 이미지에서 물체를 추출한다. 이미지에서 배경을 상쇄해서 물체 인식만 하기 때문에 정확한 종류 식별에 어려움이 있다.

        [4]는 드론과 딥러닝을 이용하여 해안 쓰레기를 실시간으로 모니터링할 수 있는 시스템을 제안한다. Mask R-CNN(Mask Region-based Convolutional Neural Network)과 SegNet 알고리즘을 적용하여 객체를 식별하고 탐지할 수 있다. 그러나 이 연구에서는 일정한 높이에서 촬영한 이미지이기 때문에 어구, 쓰레기 무더기 등과 같은 크기가 큰 해안 쓰레기를 대상으로 실험을 진행하여 크기가 작은 캔, 비닐봉지는 식별할 수 없다. 또한, 시스템 구축을 위한 높은 비용의 인프라가 필요하다.

        [5]는 무인항공기를 이용하여 해양 쓰레기 이미지를 수집하고 CNN 기반의 분류 모델을 제안한다. 하지만, 이 연구는 이미지에서 초목, 바다, 모래가 아닌 물체를 쓰레기로 인식한다. 이 과정에서 분류 모델은 물체 인식은 가능하지만, 쓰레기의 종류 식별은 사람이 직접 해야 한다는 문제점을 지닌다.

        [6]은 Python의 Keras을 이용하여 3층 인공신경망을 사용하여 머신 러닝을 수행한다. 이 연구에서 사용된 영상처리 방법은 해변의 HSV 값을 훈련해서 쓰레기가 해변 색상과 유사한 색상을 갖는 경우에 제한될 수 있다. 또한, 크기가 큰 플라스틱 쓰레기 검출은 용이하지만, 비닐봉지와 같은 얇은 물체는 감지할 수 없다는 문제점을 보인다.

      

      
        2.2 클라우드 이미지 분류 모델 응용 연구
        물체 식별을 위해 클라우드 이미지 분류 모델 구축에 관련된 다양한 연구들이 진행되어 왔다.

        Custom Vision은 Microsoft의 머신 러닝 알고리즘을 이용하는 이미지 분류 서비스이다. 사용자가 이미지를 고유의 레이블로 지정하면 이를 감지하고 지정 모델을 학습할 수 있다[15]. [9]는 모바일 기기로 이미지를 촬영하면 손톱의 색이나 모양을 인식해 어떤 손톱 질환인지 예측하는 시스템이다. 12가지의 손톱 질환을 세밀하게 분류하고 높은 정확도를 보인다. [10]은 Raspberry Pi 3에 Custom Vision을 사용해서 백미 부패를 감지하는 시스템이다. 이 연구는 백미 부패 감지의 정확도가 85%이다. 또한, 클라우드 서비스를 사용해서 대규모의 장비 구축을 하지 않아 편리성이 뛰어나다.

        AutoML Vision은 Google의 머신러닝 모델 클라우드 서비스이다. 사용자가 라벨링을 한 이미지로 모델을 구축하고 성능 평가를 자체적으로 진행하고 라벨링이 안된 이미지가 포함된 세트는 수동라벨링을 진행하여 학습을 도와준다[16]. [11]은 사과의 부패 상태나 저품질 사과를 분류하는 시스템이다. 기존 시스템보다 좋은 품질의 사과를 분리하는 시간이 단축된다. 또한, 일관성이 있는 분류가 가능해 경제성이 있다. [12]는 침윤성 유관암을 식별하는 시스템이다. 이 시스템은 이전 연구보다 암을 진단하는 성능이 뛰어나고 인프라와 배포가 유연하다는 장점을 보인다.

        AWS의 Amazon Rekognition은 딥러닝 기술을 이용하여 이미지를 분류할 수 있는 모델이다. Custom Labels를 사용하여 사용자가 요구하는 객체의 이미지를 라벨링 하여 학습을 진행한다. 이미지는 물론 비디오에서도 객체 및 장면을 인식한다[17]. [13]은 드론으로 촬영한 이미지로 산불 인식을 하는 연구이다. 실시간으로 상황을 수집하고 산불 인식을 진행하여 빠른 산불 인식을 통해 신속한 진화 작업과 구조를 수행할 수 있다. [14]는 카셰어링의 문제점인 면허증 도용과 사용자 식별 문제를 해결하기 위해 사용자 확인 시스템을 제안한다. 이 시스템은 사용자별로 사진 저장 및 관리가 용이해 정확성이 높고, 빠른 인식이 가능하다는 장점을 보인다.

      

    

    

  
    
      Ⅲ. 제안 시스템 및 구현
      
        3.1 제안 프로세스
        그림 1은 이 논문에서 제안하는 클라우드 이미지 분류 모델 비교 평가 프로세스를 보인다. 첫 번째 단계는 클라우드 이미지 분류 모델의 학습을 위한 일반적인 쓰레기 이미지를 웹 크롤링과 쓰레기 이미지 수집 및 저장 모듈을 사용해서 수집한다. 이후, 클라우드 이미지 분류 모델을 구축한다. 이미지 분류 모델은 Microsoft의 Custom Vision, Google의 AutoML Vision, AWS의 Amazon Rekognition을 사용한다. 다음 단계는 이미지 분류 모델의 평가를 위하여 드론을 이용한 실제 해안 쓰레기를 촬영한다.

        
          
          

          Fig. 1. 
				
          

          
            Process of comparative evaluation for cloud image classification model
          
          

          

        

        해안 쓰레기 이미지 수집 시 더 정확한 이미지 식별 환경을 설정하기 위하여 고도와 속도별로 이미지를 수집한다. 실험은 단일 쓰레기 객체와 다중 쓰레기 객체를 구분하여 각각 진행한다. 마지막으로 실험 결과를 바탕으로 3가지의 이미지 분류 모델을 비교 평가하여 해안 쓰레기 식별에 가장 성능이 우수한 모델을 찾는다.

      

      
        3.2 구현 환경
        구현 환경은 표 1과 같다. 학습 이미지를 저장하고 클라우드 이미지 분류 모델을 구축하기 위해 서버 운영체제는 Windows 10 Pro를 사용하며, 데이터베이스는 MariaDB 10.3.8를 사용한다. 학습 이미지 수집과 GCC 앱의 모바일 운영체제는 Android 4.1을 사용한다. 드론의 모델명은 DJI Phantom 4 Pro V2.0이고, 카메라는 드론에 달린 1“CMOS를 사용한다.

        
          Table 1. 
				
          

          
            Environment for implementation
          
          

        

        
          
            
              	Device
              	Feature
              	Specification
            

          
          
            	Server
            	OS
            	Windows 10 Pro
          

          
            	CPU
            	Intel(R) Core(TM) i5-8400 CPU @ 2.80GHz
          

          
            	RAM
            	16.00GB
          

          
            	Database
            	MariaDB 10.3.8
          

          
            	Mobile
            	OS
            	Android 4.1
          

          
            	Drone
            	Model name
            	DJI Phantom 4 Pro V2.0
          

          
            	Camera
            	1“CMOS
          

        

        

      

      
        3.3 학습 이미지 수집 및 모델 학습
        클라우드 이미지 분류 모델을 구축하기 위해서 쓰레기 이미지를 수집한다. 쓰레기 이미지 수집 방법은 두 가지로 웹 크롤링과 자체적으로 개발한 모바일 앱을 사용한다. 웹 크롤링을 통해 일부 학습 이미지를 수집한다. 그러나 모델을 학습하기 위해 많은 양의 실제 이미지 수집이 필요하고, 사람들이 수집에 참여하여 다수의 이미지를 서버에 저장하는 방법이 필요하다. 또한, 수집된 이미지의 상세 정보를 체계적으로 관리할 필요가 있다. 따라서 자체적으로 모바일 앱을 사용해 쓰레기 이미지를 수집하고 데이터 모델을 생성하여 관리한다.

        그림 2는 학습 이미지 데이터베이스이다. 데이터베이스에는 위치 정보, 쓰레기 종류, 이미지 경로, 날짜, 위도, 경도, 고도, 속도가 저장된다. 데이터베이스에 정보를 저장하기 위해 그림 3을 이용한다.

        
          
          

          Fig. 2. 
				
          

          
            Learning image database
          
          

          

        

        
          
          

          Fig. 3. 
				
          

          
            Collection of trained image 
          
          

          

        

        그림 3은 학습 이미지를 수집하기 위한 모바일 앱 화면을 보여준다. 사용자가 쓰레기 종류를 선택하고 위치 정보인 경도와 위도도 전송이 되지만, 상세 주소를 작성한다. 사진을 촬영하거나 선택해서 서버에 전송한다. 서버에 지정된 폴더 내에 이미지가 저장된다.

        그림 4는 일부 학습 이미지이다. 학습 이미지는 2020년 국가 해안 쓰레기 모니터링 보고서[2]의 통계자료를 바탕으로 해안 쓰레기의 종류들을 선정하였으며, 해안 쓰레기의 대부분을 차지하고 있는 플라스틱류의 플라스틱병과 비닐봉지, 목재류의 나무젓가락, 종이류의 종이컵, 금속류의 캔과 같이 총 5가지를 선정하였다. 수집 이미지의 양은 종류별 500개씩 총 2,500개이며, 각 이미지에 라벨링을 진행하였다. 그 후, 클라우드 이미지 분류 모델인 Custom Vision, AutoML Vision, Amazon Rekognition을 학습하였다.

        
          
          

          Fig. 4. 
				
          

          
            Trained image
          
          

          

        

      

      
        3.4 실험 이미지 수집
        구축된 클라우드 이미지 분류 모델을 비교 평가하기 위하여 실험 이미지의 수집이 요구된다. 실험 이미지 수집을 위해 드론 GCS(Ground Control System)앱을 제작한다. 그림 5는 GCS 앱의 화면을 보인다. GCS 앱은 드론의 자율주행을 하기 위해 만든 앱이다. 앱 화면에서 고도와 속도를 지정하고 자율주행 경로를 지정한다. 비행이 시작되면 1초에 한 장씩 경로를 따라 이미지 촬영을 진행한다.

        
          
          

          Fig. 5. 
				
          

          
            Drone GCS 
          
          

          

        

        해안 쓰레기 이미지 수집을 위한 장소는 선유도해수욕장과 변산해수욕장으로 진행하였다. 실험을 위하여 드론 원스톱 민원서비스를 통하여 항공사진 촬영을 허가받았다. 쓰레기 이미지의 수집 방법은 [7]에서의 실험 요인인 고도, 속도를 사용하여 고도와 속도별로 이미지를 수집하고, 단일 객체와 다중 객체를 구분하여 각각 촬영하였다.

        단일 객체 실험 이미지를 수집하기 위해 고도는 3m에서 10m까지, 속도는 2m/s에서 4m/s까지로 총 24가지의 종류를 비행하였다. 고도와 속도를 달리하여 10장씩 쓰레기 이미지를 수집하여 총 1,200장의 이미지를 수집하였다. 다중 객체 실험 이미지는 고도 3m에서 5m까지, 속도는 2m/s에서 4m/s까지로 총 9가지의 종류를 고도와 속도를 다르게 비행하여 총 450장의 실험 이미지를 수집하였다.

      

    

    

  
    
      Ⅳ. 실험 및 평가
      
        4.1 실험 방법
        논문에서는 단일 객체 실험과 다중 객체 실험을 구분하여 진행한다. 실험 항목은 플라스틱병, 비닐봉지, 나무젓가락, 종이컵, 캔으로 총 5가지 항목을 선정하였다. 클라우드 이미지 분류 모델은 Custom Vision, AutoML Vision, Amazon Rekognition을 사용한다.

        첫 번째 실험은 단일 객체 실험으로 한 장의 이미지에 쓰레기가 한 개 있을 때 정확도를 실험한다. 그림 6은 단일 객체 실험 이미지이다. 고도 3m부터 10m까지 8가지, 속도 2m/s부터 4m/s까지 3가지, 실험 항목 5가지로 총 120가지를 10번씩 반복해서 고도별 속도별 평균 정확도를 계산한다.

        
          
          

          Fig. 6. 
				
          

          
            Experimental image with single object
          
          

          

        

        두 번째 실험은 다중 객체 실험으로 한 장의 이미지에 여러 개의 쓰레기가 있을 때 정확도를 실험한다. 그림 7은 다중 객체 실험 이미지이다. 고도 3m부터 5m까지 3가지, 속도 2m/s부터 4m/s까지 3가지, 실험 항목 5가지로 총 45가지를 10번씩 반복해서 고도별 속도별 평균 정확도를 계산한다.

        
          
          

          Fig. 7. 
				
          

          
            Experimental image with multi-objects 
          
          

          

        

      

      
        4.2 단일 객체 실험 결과
        그림 8은 Custom Vision을 이용한 단일 객체 실험 결과이다. 실험 항목인 비닐봉지, 플라스틱병, 캔, 나무젓가락, 종이컵 총 5가지의 항목에서 모두 낮은 고도인 3m에서 높은 정확도를 보였고 4m~10m로 1m씩 올라갈 때마다 정확도가 낮아지는 것을 알 수 있다. 또한, 속도도 제일 낮은 2m/s에서 높은 정확도를 보였고 그다음으로 3m/s, 4m/s 순으로 정확도가 높았다.

        
          
          

          Fig. 8. 
				
          

          
            Result of single object experiment for Custom Vision
          
          

          

        

        그림 9는 AutoML Vision을 이용한 단일 객체 실험 결과이다. 5가지 항목에서 모두 고도 3m, 속도 2m/s에서 높은 정확도를 보였다.

        
          
          

          Fig. 9. 
				
          

          
            Result of single object experiment for AutoML Vision 
          
          

          

        

        그림 10은 Amazon Rekognition을 이용한 단일 객체 실험 결과이다. 고도 3m, 속도 2m/s에서 높은 정확도를 보였다.

        
          
          

          Fig. 10. 
				
          

          
            Result of single object experiment for Amazon Rekognition
          
          

          

        

        3가지 클라우드 이미지 분류 모델에서 기존 연구[7]과 다르게 모두 고도 3m, 속도 2m/s가 제일 높은 정확도를 보였다. 나무젓가락에 대한 정확도가 3가지 모델에서 낮은 정확도를 보였는데 그 이유는 나무젓가락이 해안가와 비슷한 색상을 가지고 있어서 오인식하는 경우가 발생했다. 또한, 종이컵의 인식률은 3가지 모델에서 다 높았다. 그 이유는 종이컵은 해안가 색상과 대비되는 흰색 아니면 고채도 색상을 가지고 있기 때문에 높은 정확도를 보였다.

        표 2는 단일 객체 실험 비교 평가 결과를 보여준다. 제일 높은 정확도를 보인 고도 3m, 속도 2m/s일 때의 정확도와 이미지 분류 모델의 성능 평가를 위해 재현율과 AP(Average Precision)를 비교한다. AP는 물체 검출 알고리즘의 성능지표로 정밀도와 재현율을 사용하여 값을 구한다. AP의 값이 클수록 물체 검출 알고리즘이 우수하다. 쓰레기 종류 5가지의 정확도, 재현율, AP를 평균을 계산하여 비교하였다. Custom Vision이 다른 두 모델보다 3가지의 비교 평가에서 우수한 성능을 보였다.

        
          Table 2. 
				
          

          
            Evaluation result of single object images
          
          

        

        
          
            
              	Cloud service
              	Trash
              	Accuracy
(%)
              	Recall
(%)
              	AP
(%)
            

          
          
            	Custom vision
            	Plastic bag
            	89.6
            	96.3
            	97.5
          

          
            	Plastic bottle
            	83.73
            	98.2
            	98.2
          

          
            	Can
            	86.61
            	97
            	96.4
          

          
            	Wooden chopsticks
            	66.14
            	97.7
            	97.4
          

          
            	Paper cup
            	98.1
            	98
            	99.1
          

          
            	Average
            	84.83
            	97.44
            	97.72
          

          
            	AutoML vision
            	Plastic bag
            	87.7
            	92
            	94.1
          

          
            	Plastic bottle
            	81.43
            	97.2
            	92.1
          

          
            	Can
            	85.21
            	95.7
            	92.4
          

          
            	Wooden chopsticks
            	64.34
            	92.1
            	91.8
          

          
            	Paper cup
            	86.4
            	97.5
            	94.2
          

          
            	Average
            	81.01
            	94.9
            	92.92
          

          
            	Amazon
rekognition
            	Plastic bag
            	88.7
            	95.2
            	96.7
          

          
            	Plastic bottle
            	81.23
            	98
            	96.7
          

          
            	Can
            	86.31
            	97.1
            	95.7
          

          
            	Wooden chopsticks
            	61.04
            	96.2
            	92.3
          

          
            	Paper cup
            	97.8
            	97.8
            	98.7
          

          
            	Average
            	83.01
            	96.86
            	95.7
          

        

        

        또한, 표 3은 실행 시간을 보여준다. 실행 시간은 이미지 한 장을 실험했을 때 물체 검출까지의 시간을 측정한 값으로 Custom Vision이 가장 빠른 결과를 보였다.

        
          Table 3. 
				
          

          
            Execution time with single object image
          
          

        

        
          
            
              	Cloud service
              	Custom vision
              	AutoML vision
              	Amazon
rekognition
            

          
          
            	Time (s)
            	3.58
            	4.23
            	7.32
          

        

        

      

      
        4.3 다중 객체 실험 결과
        그림 11은 Custom Vision을 이용한 다중 객체 실험 결과이다. 실험 항목인 비닐봉지, 플라스틱병, 캔, 나무젓가락, 종이컵 총 5가지의 항목에서 모두 낮은 고도인 3m에서 높은 정확도를 보였고 4m, 5m 순으로 정확도가 높았다. 또한, 속도도 제일 낮은 2m/s에서 높은 정확도를 보였고 그다음으로 3m/s, 4m/s 순으로 정확도가 높았다.

        
          
          

          Fig. 11. 
				
          

          
            Result of multi-object experiment for Custom Vision
          
          

          

        

        그림 12는 AutoML Vision을 이용한 다중 객체 실험 결과이다. 5가지 항목에서 모두 고도 3m, 속도 2m/s에서 높은 정확도를 보였다.

        
          
          

          Fig. 12. 
				
          

          
            Result of multi-object experiment for AutoML Vision
          
          

          

        

        그림 13은 Amazon Rekognition을 이용한 다중 객체 실험 결과이다. 이 실험 결과도 고도 3m, 속도 2m/s의 결과가 제일 높은 정확도를 보였다.

        
          
          

          Fig. 13. 
				
          

          
            Result of multi-object experiment for Amazon Rekognition
          
          

          

        

        표 4는 다중 객체 실험 비교 평가를 보여준다. 정확도와 이미지 분류 모델의 성능 평가를 위해 재현율과 AP를 비교한다. 단일 객체 실험 결과와 동일하게 Custom Vision의 정확도, 재현율, 그리고 AP가 쓰레기 종류 5가지에서 모두 높은 결과를 보인다. 또한, 표 5에서 실행 시간을 비교했을 때 Custom Vision이 가장 빠른 실행 시간을 보였다. 따라서, 단일 객체 실험과 다중 객체 실험 모두 Custom Vision 모델이 우수하다.

        
          Table 4. 
				
          

          
            Evaluation result of multi-object images
          
          

        

        
          
            
              	Cloud service
              	Trash
              	Accuracy
(%)
              	Recall
(%)
              	AP
(%)
            

          
          
            	Custom vision
            	Plastic bag
            	81.3
            	94.2
            	83.6
          

          
            	Plastic bottle
            	75.43
            	94.1
            	92.4
          

          
            	Can
            	78.31
            	93
            	82.1
          

          
            	Wooden chopsticks
            	57.84
            	91.2
            	78.1
          

          
            	Paper cup
            	89.8
            	97.5
            	91.4
          

          
            	Average
            	76.53
            	94
            	85.52
          

          
            	AutoML vision
            	Plastic bag
            	79
            	86
            	82.1
          

          
            	Plastic bottle
            	72.23
            	91.5
            	85.1
          

          
            	Can
            	76.51
            	92.1
            	81.5
          

          
            	Wooden chopsticks
            	55.64
            	91.2
            	72.4
          

          
            	Paper cup
            	77.7
            	87.5
            	80
          

          
            	Average
            	72.31
            	89.66
            	80.82
          

          
            	Amazon
rekognition
            	Plastic bag
            	80.5
            	89
            	84.5
          

          
            	Plastic bottle
            	73.03
            	92.4
            	86.5
          

          
            	Can
            	82.11
            	93.5
            	80.5
          

          
            	Wooden chopsticks
            	52.84
            	89.7
            	75.4
          

          
            	Paper cup
            	89.6
            	92.1
            	90.2
          

          
            	Average
            	75.61
            	91.34
            	83.42
          

        

        

        
          Table 5. 
				
          

          
            Execution time with multi-objects image
          
          

        

        
          
            
              	Cloud service
              	Custom vision
              	AutoML vision
              	Amazon
rekognition
            

          
          
            	Time (s)
            	3.98
            	4.26
            	7.35
          

        

        

      

    

    

  
    
      Ⅴ. 결 론
      이 논문은 드론을 이용하여 해안 쓰레기 식별을 위한 클라우드 이미지 분류 모델을 비교 평가를 수행한다. 드론으로 수집한 이미지를 분류하기 위해 클라우드 이미지 분류 모델을 사용하고 비교 평가하였다. 학습 이미지를 수집 및 저장하는 모듈을 구현하여 클라우드 이미지 분류 모델인 Custom Vision, Amazon Rekognition, AutoML Vision을 구축하였다. 또한, 드론을 이용해 해안 쓰레기를 수집하여 단일 객체 실험과 다중 객체 실험을 진행하고 비교 평가를 하였다. 그 결과 Custom Vision이 단일 객체와 다중 객체 실험 모두에서 정확도, 재현율, AP가 높고, 실행 시간이 가장 짧아 우수한 성능을 보였다.

      향후 연구에서는 Custom Vision을 활용하여 해안 쓰레기를 모니터링할 수 있는 시스템을 제작하여 실험 결과를 바탕으로 시각화를 진행할 예정이다.
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