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          이미지 처리 분야에서 딥러닝이 적용된 다양한 연구 개발이 이루어지고 있다. 이미지의 특징을 직접적으로 추출해야하는 기존의 기술을 딥러닝 기술을 적용함으로써 이미지 공간 정보 학습을 통해 한계점을 극복하였다. 하지만 이미지 생성 및 전송 과정에서 노이즈가 포함될 수밖에 없다. 그로 인해 딥러닝 모델들의 성능이 학습 시 사용되는 입력 이미지에 포함되는 노이즈에 의해 저하될 수 있다. 본 논문에서는 Autoencoder의 압축 기능으로 저해상도에서의 큰 특징을 추출하고 이전 값을 참조하는 skip connections을 통해 더 많은 특징을 추출하는 U-Net 기반 One-LANet(One-Layer Attention Network)의 조합으로 성능 개선된 이미지 디노이징 모델 U-OLANet(U-Net based One-Layer Attention Network)을 제안한다. 제안하는 방법은 Set12에서 PSNR=30.48 / SSIM=0.9306, BSD68에서 PSNR=29.29 / SSIM=0.9030으로 기존의 모델보다 좋은 성능을 보여준다.

        

        
          
            초록
          
        

        
          Various research and development with deep learning is taking place in the field of image processing. We overcome the limitations through image spatial information learning by applying deep learning technique, to existing techniques that require direct extraction of features of images. However, noise can only be included in the process of image creation and transmission. As a result, the performance of deep learning models can be degraded by the noise contained in the input image used in learning. In this paper, we propose a performance-enhanced image denoising model U-OLANet(U-Net based One-Layer Attention Network) with a combination of U-Net-based One-LANet(One Layer Attention Network) that extracts large features at low resolution and extracts more features via skip connections referencing prior values. The proposed method outperforms existing models with PSNR=30.48 / SSIM=0.9306 on Set12 and PSNR=29.29 / SSIM=0.9030 on BSD68.
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      Ⅰ. 서 론
      최근 수많은 분야에서 딥러닝이 적용되어 이미지, 음성, 자연어 처리 등 다양한 연구 및 개발을 통해 성능 개선이 이루어지고 있다. 그리고 이미지 처리 기술에 대한 급격한 발전으로 이미지 분류, 물체 인식 등 이미지 처리 전반적인 분야에서 활발한 연구가 진행되고 있으며, 딥러닝이 적용되어 성능이 개선된 기법들이 많이 발표되고 있다. 기존의 알고리즘들은 이미지의 특징을 직접적으로 추출해야하며, 특징에 따라 성능에 영향을 많이 주며 한계가 존재한다. 하지만 이미지 처리 분야에 가장 흔히 사용되는 딥러닝 기술은 인공신경망의 한 부류이며, 이미지 공간 정보를 그대로 이용하여 학습 가능하다. 기존의 이미지 처리 방식에 비해 전처리 과정이 적다는 장점을 가지고 있으며, 이미지의 특징을 자동 추출이 가능하다.

      CNN(Convolutional Neural Network)의 기본적인 구성은 합성곱 계층, 풀링 계층과 완전 연결 계층 등으로 구성되어있다. 입력 데이터가 각 필터를 거치면서 합성곱을 계산하며, 결과를 이용하여 이미지 특징을 추출한다. CNN 기반으로 활용한 대표적인 딥러닝 기술은 AlexNet, VGGNet, GoogLeNet, ResNet 등 수많은 딥러닝 모델들이 발표되었고[1], 눈에 띄는 성과를 보이고 있다. 이러한 모델들의 성능은 학습 시 사용되는 입력 이미지에 포함되어있는 여러 노이즈에 의해 저하될 수 있다. 그리고 이미지 생성 및 전송 과정에서 노이즈가 포함될 수밖에 없다. 입력 데이터에 의해 학습하는 딥러닝 모델은 학습 시에 노이즈도 포함하여 계산하기 때문에 입력 데이터가 노이즈에 의해 열화가 발생하면 성능 저하가 발생한다. 그래서 실제 사용되는 환경에서 평가 시 노이즈 제거는 필수 요소이다[2].

      이미지 디노이징 기술은 이미지의 디테일을 복원시켜 이미지를 입력으로 사용하는 여러 분야에서 필수적이라고 볼 수 있다. 현재 이미지 디노이징 기술 또한 성능 향상을 위해 딥러닝 기술을 적용한 연구가 활발히 진행되고 있다[3].

      노이즈가 포함된 이미지에서 최대한 원본 이미지와 같게 하는 것이 이미지 디노이징의 목표이며, 딥러닝이 적용된 대표적인 이미지 디노이징 기술은 DnCNN(Denoising CNN)[4]으로 학습을 위해 그림 1과 같이 원본 이미지에 가우시안 노이즈를 포함하여 가우시안 노이즈 이미지를 만들고 노이즈를 예측하도록 학습이 진행된다. 예측값을 가우시안 노이즈 이미지에서 차를 취하면 원본에 가까운 선명한 이미지를 만든다. 딥러닝 기술이 적용된 일반적인 디노이징 기술들은 이러한 방식으로 학습 및 노이즈 제거를 수행한다. 하지만 이미지 디노이징의 성능 개선을 위해서는 단순히 심층 신경망의 깊이만 증가시킨다면 연산량이 너무 많아지고 오히려 성능 저하나 성능 포화 상태에 도달하게 되는 어려움을 겪는다.

      
        
        

        Fig. 1. 
				
        

        
          Image processing for image denoising, (a) Original image, (b) Gaussian noise image
        
        

        

      

      본 논문에서는 단순히 신경망의 깊이를 증가하지 않고 2가지의 신경망 모델을 병렬로 구성하여 모델의 폭을 넓혔다. 각 모델의 입출력단에 단순한 어텐션 기능만 수행하는 단층 어텐션 모듈을 추가하여 더 많은 이미지 특징 추출하며 성능 포화 상태를 개선하였고 기존의 연구한 모델인 One-LANet[5]에서 Autoencoder의 압축 기능과 skip connections을 통해 성능 개선을 이루었다.

    

    

  
    
      Ⅱ. 관련 이론
      
        2.1 DnCNN
        딥러닝 기술을 적용한 대표적인 노이즈 제거 모델로 feed-forward CNN을 통해 노이즈 이미지와 노이즈를 분리한다. 그림 2와 같이 노이즈 제거된 이미지를 바로 예측하지 않고 관찰된 노이즈에서 원본 이미지를 차이를 통해 노이즈 분포를 먼저 예측한다. 학습 시 추가되는 노이즈는 AWGN(Additive White Gaussian Noise)이다.

        
          
          

          Fig. 2. 
				
          

          
            DnCNN model structure[4]
          
          

          

        

        기존의 딥러닝 구조는 성능 개선을 위해 신경망의 층을 증가시킨다. 하지만 깊게 구성한다고 무조건 성능 개선이 이루어지지 않으며, 한계가 존재한다. ResNet(Residual Neural Network)은 Residual Block을 통해 기존의 신경망과 다른 구조를 보여준다. 입력값과 출력값을 단순히 매핑하는 것이 아닌 그림 3과 같이 skip connections를 통해 해결책을 제시했다[6]. 그래서 DnCNN에서 Residual Leaning과 BN(Batch Normalization)을 결합하여 학습 속도를 증가시켜 노이즈 제거 성능을 높였다.

        
          
          

          Fig. 3. 
				
          

          
            Shortcut connection structure of ResNet[6]
          
          

          

        

      

      
        2.2 Attention Module
        어텐션 모듈은 그림 4와 같이 크게 두 가지로 나눌 수 있다. 하나는 채널 어텐션으로 GAP(Global Average Pooling)을 통해 공간적인 정보를 제거하여 채널의 정보만 남은 특징을 결과로 추출한다. 다른 하나는 공간적 어텐션으로 채널 정보를 삭제하고 공간적 중요도만 가지는 특징맵을 생성한다. 이를 통해 초해상도, 열화 이미지 복원 등 이미지 관련 분야에서 우수한 성능을 보여준다. 본 논문에서 이미지 디노이징 성능 향상에 도움이 되는 기초 모듈이며, 단순화를 통해 적용하였다[7][8].

        
          
          

          Fig. 4. 
				
          

          
            Default configuration for attention module[8]
          
          

          

        

      

      
        2.3 U-Net
        U-Net을 말하기 전에 Autoencoder에 대한 정보가 필요하다. 기본적으로 입출력 관계가 Borttlemeck 구조로 되어있어 여러 제약을 통해 그림 5와 같이 원본으로 복원하도록 학습할 수 있다.

        
          
          

          Fig. 5. 
				
          

          
            Autoencoder model structure[9]
          
          

          

        

        크게 인코더, 디코더 두 가지로 구성되어 있다. 인코더는 인지 네트워크로 입력을 압축하는 역할을 하며, 디코더는 생성 네트워크로 압축된 데이터를 복원하는 역할을 한다. 입력 데이터를 고차원에서 저차원으로 축소하는 방법과 여러 제약 조건을 입력 데이터에 추가하여 학습한다면 제약 조건에 따른 다양한 모델 생성이 가능하다[9].

        이러한 장점을 이용하여 U-Net은 ResNet과 Autoencoder의 개념을 조합한 그림 6과 같이 U자 형태의 구조를 가지며, 크게 세 부분으로 나눌 수 있다. 첫 번째는 전진적으로 넓은 범위에서 이미지 픽셀에 대한 의미 정보를 추출하는 수축 경로이고, 두 번째는 의미 정보를 픽셀 위치 정보와 매칭시켜 각 픽셀의 객체를 구분하는 확장 경로이며, 마지막은 수축 경로에서 확장 경로로 변화되는 전환 구간이다. 이러한 구조로 기존의 문제점인 겹치는 패치의 불필요한 중복성을 제거하여 성능 개선이 이루어졌다[10].

        
          
          

          Fig. 6. 
				
          

          
            U-Net model structure[10]
          
          

          

        

      

    

    

  
    
      Ⅲ. 제안하는 방법
      딥러닝 모델은 신경망의 깊이에 따라 성능이 달라진다. 하지만 깊이만 증가하면 성능 포화 상태에 도달하거나 오히려 성능이 저하될 수 있다. 본 논문에서는 단순히 신경망의 깊이를 증가시키지 않고 Autoencoder의 압축 기능과 이전 값을 참조하여 더 많은 특징을 추출할 수 있는 ResNet의 skip connections을 사용하여 U-Net의 구조 기반 One-LANet의 조합을 통한 이미지 디노이징 모델 U-OLANet을 제안한다.

      우선, 기존의 One-LANet는 그림 7과 같이 DnCNN과 Convolution Layer의 확장형인 Dilataed Layer가 추가된 모델이 병렬로 구성되어 있으며, 네트워크의 확장성을 부여되어 있다.

      
        
        

        Fig. 7. 
				
        

        
          One-LANet model structure
        
        

        

      

      그리고 Residual Learning를 통해 기울기 손실에 대비하고 이전 특징과의 참고함으로써 성능 개선을 이루었다.

      One-LANet 구조는 크게보면 직렬 형태로 구성되어있는 것으로 볼 수 있다. 여기서 깊이만 증가된다고 성능 개선을 이루지 못하기 때문에 구조적 변화가 필요하다. 기존의 U-Net은 Autoencoder와 ResNet의 핵심 기술인 shortcut이 적용되어 있다. 이것을 기반으로 기존의 U-Net은 다운 샘플링을 네 번 수행하였지만 제안하는 방법은 저해상도에서의 공간적 특징 손실을 막기 위해 두 번만 수행하였다.

      첫 입력 부분과 마지막 출력 부분의 연결 부위에 기존의 One-LANet을 연결하고 다운 샘플링된 부분에서의 연결 부위는 입출력 관계를 그림 8과 같은 단층 어텐션 모듈을 추가하여 단순히 이전값을 전달하는 것이 아닌 어텐션 모듈의 기능을 수행하면서 연산량을 늘이지 않고 다양한 특징을 전달한다.

      
        
        

        Fig. 8. 
				
        

        
          One-Layer attention module structure
        
        

        

      

      모델의 구조가 더 확장되었지만 깊이가 아닌 폭으로 증가되었고 다운 샘플링은 통한 연결이기 때문에 기존 모델과의 연산량 차이가 적어 학습 속도의 감소는 작다.

      그림 9를 보면 원본 이미지에 가우시안 노이즈를 추가하여 제안하는 모델의 입력으로 들어간다. 처음은 One-LANet에 적용하고 다운 샘플링 과정을 한번 거쳐 사이즈가 반으로 줄어든 입력 이미지를 skip connections을 통해 출력과 연결하고 그 사이에 어텐션 모듈을 적용하였다. 다운 샘플링 과정을 두 번 거친 이미지를 다운 샘플링을 한번 거친 부분과 동일하게 수행하고 사이즈가 작아진 이미지들의 결과를 원본 이미지와 같은 사이즈로 업샘플링을 하여 최종단에 합쳐 출력하는 구조로 되어있다.

      
        
        

        Fig. 9. 
				
        

        
          U-OLANet model structure
        
        

        

      

    

    

  
    
      Ⅳ. 실험 방법 및 결과 
      본 논문에서 학습 데이터셋은 180*180 사이즈의 400개의 이미지를 사용하였다. 테스트 데이터셋은 그레이 스케일 이미지로 Set12와 BSD68를 사용하여 테스트를 진행하였다. 실험 환경은 구글 코랩에서 제공하는 Tesla P100을 사용하여 학습을 수행하였다. 가우시안 노이즈 레벨은 σ=25이며, 압축된 영상 화질에 대한 손실된 정보를 평가하기 위해 고안된 PSNR(Peak Signal-to-Noise Ratio)과 인간의 시각적 화질 차이를 고려한 SSIM(Structural Similarity Index Map)을 통해 다른 모델과 비교하여 개선된 성능을 보여준다[11]. 표 1은 BSD68 데이터셋을 사용하여 다른 모델과 비교하여 디노이징 성능을 평균 PSNR 수치로 성능을 비교한 것으로 제안하는 방법이 다른 모델보다 좋은 성능을 보여준다.

      
        Table 1. 
				
        

        
          Comparison of model-specific PSNR with BSD68 dataset
        
        

      

      
        
          
            	Models
            	PSNR(dB)
          

        
        
          	BM3D[12]
          	28.57
        

        
          	EPLL[13]
          	28.68
        

        
          	CSF[14]
          	28.74
        

        
          	WNNM[15]
          	28.83
        

        
          	TNRD[16]
          	28.92
        

        
          	IRCNN[17]
          	29.15
        

        
          	FFDNet[18]
          	29.19
        

        
          	ECDNet[19]
          	29.22
        

        
          	DnCNN[4]
          	29.23
        

        
          	ADNet[20]
          	29.25
        

        
          	
            Ours
          
          	
            29.29
          
        

      

      

      표 2는 데이터셋 Set12와 BSD68을 통해 제안하는 방법과 다른 모델을 PSNR과 SSIM 수치로 비교한다. 제안하는 모델은 Set12에서 PSNR=30.48 / SSIM=0.9306의 성능을 보여주며, BSD68에서 PSNR=29.29 / SSIM=0.9030으로 가장 좋은 성능을 보여준다. 특히, SSIM이 다른 모델에 비해 아주 좋은 성능을 보여준다. SSIM는 사람의 시각적 화질 차이 및 유사도를 평가하기 위해 두 이미지의 휘도, 대비, 및 구조를 비교하는 방법으로 실제 사람이 느끼는 화질 개선의 정도를 알 수 있어 더 사실적인 성능 비교가 가능하다.

      
        Table 2. 
				
        

        
          Comparison of model-specific average PSNR, SSIM with set12, BSD68 datasets
        
        

      

      
        
          
            	Dataset
            	BM3D
            	TNRD
            	DnCNN
            	IRCNN
            	Ours
          

        
        
          	Set12
          	29.97 / 0.8505
          	30.05 / 0.8515
          	30.44 / 0.8618
          	30.38 / 0.8601
          	
            30.48 / 0.9306
          
        

        
          	BSD68
          	28.57 / 0.8017
          	28.92 / 0.8148
          	29.23 / 0.8278
          	29.15 / 0.8249
          	
            29.29 / 0.9030
          
        

      

      

      표 3은 Set12 데이터셋의 12장을 PSNR 성능 수치로 모델별 비교한 것이다. 특정 이미지들에서 다른 모델에 비해 성능이 떨어지는 것을 볼 수 있으나 12장의 이미지 중 9장이 제안하는 방법에서 가장 좋은 성능을 보여주며, 평균 PSNR이 가장 높은 수치를 가지기 때문에 전체적으로 보았을 때 비교 모델 중에서 가장 좋은 성능을 보여준다고 할 수 있다.

      
        Table 3. 
				
        

        
          Comparison of model-specific PSNR with set12 dataset
        
        

      

      
        
          
            	Models
            	C.man
            	House
            	Peppers
            	Starfish
            	Monarch
            	Airplane
            	Parrot
            	Lena
            	Barbara
            	Boat
            	Man
            	Couple
            	Average
          

        
        
          	BM3D
          	29.45
          	32.85
          	30.16
          	28.56
          	29.25
          	28.42
          	28.93
          	32.07
          	30.71
          	29.90
          	29.61
          	29.71
          	29.97
        

        
          	WNNM
          	29.64
          	33.22
          	30.42
          	29.03
          	29.84
          	29.69
          	29.15
          	23.24
          	
            31.24
          
          	30.03
          	29.76
          	29.82
          	30.26
        

        
          	EPLL
          	29.26
          	32.17
          	30.17
          	28.51
          	29.39
          	28.61
          	28.95
          	31.73
          	28.61
          	29.74
          	29.66
          	29.53
          	29.69
        

        
          	MLP
          	29.61
          	32.56
          	30.30
          	28.82
          	29.61
          	28.82
          	29.25
          	32.25
          	29.54
          	29.97
          	29.88
          	29.73
          	30.03
        

        
          	CSF
          	29.48
          	32.39
          	30.32
          	28.80
          	29.62
          	28.72
          	28.90
          	31.79
          	29.03
          	29.76
          	29.71
          	29.53
          	29.84
        

        
          	TNRD
          	29.72
          	32.53
          	30.57
          	29.02
          	29.85
          	28.88
          	29.18
          	32.00
          	29.41
          	29.91
          	29.87
          	29.71
          	30.06
        

        
          	DnCNN
          	
            30.18
          
          	33.06
          	30.87
          	
            29.41
          
          	
            30.28
          
          	
            29.13
          
          	29.43
          	32.44
          	30.00
          	
            30.21
          
          	30.10
          	30.12
          	30.43
        

        
          	IRCNN
          	30.08
          	33.06
          	
            30.88
          
          	29.27
          	30.09
          	29.12
          	
            29.47
          
          	32.43
          	29.92
          	30.17
          	30.04
          	30.08
          	30.38
        

        
          	FFDNet
          	30.10
          	
            33.28
          
          	
            30.93
          
          	29.32
          	30.08
          	29.04
          	29.44
          	
            32.57
          
          	30.01
          	
            30.25
          
          	
            30.11
          
          	
            30.20
          
          	
            30.44
          
        

        
          	ECNDNet
          	30.11
          	33.08
          	30.85
          	
            29.43
          
          	30.30
          	29.07
          	29.38
          	32.38
          	29.84
          	30.14
          	30.03
          	30.03
          	30.39
        

        
          	
            Ours
          
          	
            30.16
          
          	
            33.22
          
          	30.86
          	29.36
          	
            30.34
          
          	
            29.18
          
          	
            29.50
          
          	
            32.53
          
          	
            30.18
          
          	30.19
          	
            30.11
          
          	
            30.14
          
          	
            30.48
          
        

      

      

      그림 10, 11은 Set12 데이터셋 이미지를 통해 노이즈가 제거된 이미지를 비교한 것으로 확대한 부분을 보면 제안하는 모델이 노이즈가 제거되어 더 선명한 이미지로 복원한 것을 알 수 있다.

      
        
        

        Fig. 10. 
				
        

        
          Comparison of model-specific denoising performance with set12 images (1)
        
        

        

      

      
        
        

        Fig. 11. 
				
        

        
          Comparison of model-specific denoising performance with set12 images (2)
        
        

        

      

    

    

  
    
      Ⅴ. 결 론 
      본 논문에서는 Autoencoder의 압축 기능으로 저해상도에서의 큰 특징을 추출하고 이전 값을 참조하는 skip connections을 통해 더 많은 특징을 추출하며 전체적인 구조를 U-Net과 기존의 One-LANet의 조합으로 성능 개선된 이미지 디노이징 모델 U-OLANet을 제안하였다. Set12, BSD68 데이터셋을 통해 제안하는 방법과 다른 모델들을 PSNR, SSIM 성능 수치를 비교하였고 데이터셋의 이미지 일부를 통해 노이즈 제거의 정도를 확인하였다. Set12에서 PSNR=30.48 / SSIM=0.9306, BSD68에서 PSNR=29.29 / SSIM=0.9030으로 기존의 모델보다 좋은 성능을 보여준다. 제안하는 방법은 U-Net 구조를 통해 파라미터 수를 많이 늘리지 않고 저해상도에서의 단층 어텐션 모듈의 역할로 다른 모델보다 공간적인 특징맵을 생성하여 PSNR 뿐만 아니라 특히 SSIM의 수치를 통해 매우 개선된 성능을 확인하였다. 추후 다른 모델의 기술과 여러 실험 데이터를 통해 성능을 비교하고 더 개선된 성능을 이끌어내기 위한 연구가 필요하다.
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