
		
			[image: Cover image]
		

	
    
      
        
          	
          	
        

        
          	
        

        
          	
            [ Article ]
          
        

        
          	The Journal of Korean Institute of Information Technology - Vol. 19, No. 4, pp.83-93
        

        
          	ISSN: 1598-8619			
					(Print)
				2093-7571			
					(Online)
				
        

        
          	Print  publication date  30 Apr 2021

        

        
          	Received  05 Feb 2021
Revised  11 Apr 2021
Accepted  14 Apr 2021

        

        
          	
            JKIIT_2021_v19n4_83

            DOI: 
            https://doi.org/10.14801/jkiit.2021.19.4.83
          
        

        
          	
            잎사귀 질병 검출을 위한 관심 영역 특징 추출 기반의 어텐션 강화 YOLO 모델
          
        

        
          	
            Tae-Min Choi* ; Chang-Hwan Son** ; Donghyuk Lee***


          
        

        
          	
        

        
          	
        

        
          	
        

        
          	
            Attention-Enhanced YOLO Model via Region of Interest Feature Extraction for Leaf Diseases Detection
          
        

        
          	
            최태민* ; 손창환** ; 이동혁***


          
        

        
          	*군산대학교 소프트웨어융합공학과 

        

        
          	**군산대학교 소프트웨어융합공학과 교수(교신저자)

        

        
          	***농촌진흥청 사과연구소 소장

        

        
          	
            Correspondence to: Chang-Hwan Son Department of Software Convergence Engineering Kunsan National University, Republic of Korea,	Tel.: +82-63-469-8915, Email:  cson@kunsan.ac.kr
          
        

        
          	
        

        
          	
            

            

          
        

      

      
        
          	
          	
        

      

      
        
          
            Abstract
          
        

        
          기존 객체 검출에서 널리 사용되고 있는 YOLO 모델은 어떤 특징 벡터가 더 중요한지를 학습할 수 있는 어텐션 기능이 배제되어 있다. 따라서 본 논문에서는 기존 YOLO 모델의 객체 검출 성능을 향상할 수 있는 어텐션 YOLO 모델을 제안하고자 한다. 제안한 에텐션 모델은 입력 잎사귀 영상에서 배경 영역에는 질병에 관한 정보가 없고 오직 잎사귀 내부에만 질병을 구별할 수 있는 반점과 색상 정보가 존재한다는 것에서 착안했다. 입력 잎사귀 영상에서 배경, 잎사귀, 질병 영역을 구분할 수 있는 영상 분할 서브 네트워크를 YOLO의 특징 추출 서브 네트워크와 결합함으로써, 관심 영역에 대한 특징 구별력을 제고하고자 한다. 이를 통해, YOLO 모델에서 공간적으로 질병 관련 특징의 중요도를 강화할 수 있는 새로운 어텐션 모델을 소개하고자 한다. 그리고 실험 결과를 통해, 제안한 어텐션 YOLO 모델이 기존의 YOLO 모델 대비 평균 정밀도 평가에서 약 0.06 정도의 객체 검출 성능을 개선할 수 있음을 보이고자 한다.

        

        
          
            초록
          
        

        
          The YOLO model, which is widely used in the existing object detection, excludes the attention function that can learn which feature vectors are more important. Therefore, in this paper, we propose an attention YOLO model that can improve the object detection performance of the existing YOLO model. The proposed attention model was conceived from the fact that there is no information on diseases in the background area of ​​the input leaf image, and spots and color information that can determine the presence or absence of the diseases exist only inside the leaf. By combining the YOLO's feature extraction subnetwork with the image segmentation subnetwork capable of dividing the background, leaf, and disease areas from the input leaf, it is intended to improve the ability to distinguish features in the region of interest. In other words, a new attention model that can spatially reinforce the importance of disease-related features in the YOLO model is introduced. In addition, through the experimental results, it is shown that the proposed attention YOLO model can improve the detection performance by about 0.06 in the mean Averaged Precision（mAP) evaluation compared to the existing YOLO model.
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      Ⅰ. 서 론
      스마트 팜은 전통적인 농사법에 정보통신기술을 접목한 방식을 말한다. 특히, 사물인터넷의 발달과 함께, 기상, 대기, 토양, 생육 관련 센서 정보를 수집하고 분석함으로써, 작물의 생육 상태를 모니터링하고 작물의 질병을 조기 예방할 수 있는 새로운 농업 방식이라 보면 된다. 현재 전 세계 농업 선진국은 지리적 특성을 고려해 자국 환경에 맞는 방식으로 스마트 농업을 전개하고 있다. 이러한 국제 흐름에 발맞추어 국내 스마트 팜 생태계 조성 및 한국형 스마트 팜 시스템 구축에 관한 필요성을 절감하고 있다. 국내 스마트 팜 시장 규모도 매년 증가할 추세로 내다보고 있다.

      특히 스마트 팜 시스템 구축에 있어서 핵심 소프트웨어 기술인 "농작물의 질병 검출 및 분류 기술" 부재가 현안으로 대두되고 있다[1][2]. 종래의 작물 질병은 작물 질병 전문가나 농작물에 대한 풍부한 경험이 축적된 농부가 작물에 나타난 증세를 보고 판단하였다. 하지만 이러한 검출 방법은 많은 시간이 소요되고 상당한 비용이 요구된다. 또한 질병의 종류와 발생 부위가 다양해짐으로써 작물 질병을 육안으로 판별하는 것은 점점 한계에 봉착하고 있다. 또한 감별자에 따른 작물 질병의 편차도 심하게 분포할 수 있고 농지가 넓은 경우에는 육안 판별을 실행하기가 실제로는 불가능하다.

      따라서 이 논문에서는 스마트 팜 시스템 구축에 필수적인 인공지능 기반의 작물 질병 검출 기술을 소개하고자 한다. 특히 사과나무 잎사귀 영상에서 질병이 발생한 잎사귀 영역을 포함한 바운딩 박스(BB, Bounding Box)를 검출하는 새로운 기법을 제시하고자 한다. 기존의 딥 러닝 기반의 대표적인 객체 검출 모델은 YOLO[3](You Only Look Once)이다. 기존의 RCNN[4](Region Based Convolutional Neural Networks) 객체 검출은 위치 추정과 클래스 부류를 위해 영역 제안(Region proposal)과 클래스 분류(Class classification)로 두 단계로 이원화되어 있지만, YOLO 네트워크는 입력 영상에서 한 번에 객체의 위치와 부류를 동시에 추정할 수 있다. 따라서 YOLO 네트워크는 실시간 객체 검출에 큰 강점을 가진다. 하지만 객체 검출 정확도 측면에서는 개선의 여지가 남아 있다. 이 논문에서는 특히 사과나무 잎사귀 질병 검출에 특화된 영역 분할 기반의 어텐션 YOLO 모델을 새롭게 제안하고자 한다. 사과나무 잎사귀에서 질병이 발생한 부위는 잎사귀에 국한되어 있다는 점에 착안하여 어텐션 기능이 강화된 YOLO 모델을 선보이고자 한다. 이를 통해, 잎사귀 질병 검출에 대한 정확도를 향상하고 농작물의 질병을 신속·정확하게 진단함으로써, 작물의 품질과 생산량을 제고하고자 한다.

      
        1.1 전통적인 객체 검출 기법
        전통적인 객체 검출 기법은 슬라이딩 윈도우(Sliding Window) 방식과 영역 제안 방식으로 나뉠 수 있다. 슬라이딩 윈도우 방식은 윈도우를 영상의 좌측 상단에서 래스터 스캐닝을 적용하면서 우측 하단에 도달할 때까지 윈도우 내부에 객체 존재 유무를 판별하는 방식이다. 학습 단계에서는 검출할 객체가 포함된 긍정 샘플(Positive samples)과 객체가 포함되지 않은 부정 샘플(Negative)을 수집한다. 그리고 긍정과 부정 샘플 각각에 대해 특징을 추출하고 분류기를 학습한다. 대표적인 특징 추출 기법으로는 HoG(Histogram-of-Gradients)[5], SIFT(Scale Invariant Feature Transform)[6], LBP(Local Binary Patterns)[7] 등이 있다. 분류기로는 SVM(Support Vector Machine)[8]이 주로 사용된다. 테스트 단계에서는 입력 영상에서 슬라이딩 윈도우를 이동하면서 특징을 뽑아낸 후, 학습된 분류기를 통과하여 객체 존재 여부를 판별한다.

        이에 반해, 영역 제안 방식은 유사한 색상, 크기, 텍스처를 가진 슈퍼픽셀(Superpixel)[9]들을 병합하면서 객체가 존재할 후보 바운딩 박스를 생성하는 기법이다. 여기서 슈퍼픽셀은 밝기 등과 같은 유사한 특성을 갖는 픽셀들을 묶어 놓은 덩어리로 생각하면 된다. 후보 바운딩 박스 생성은 슈퍼픽셀이라 불리는 작은 덩어리에서 시작한다. 즉, 슈퍼픽셀을 둘러싼 바운딩 박스를 정의할 수 있다. 그리고 슈퍼픽셀간의 유사도 검증을 통해서 병합을 수행한다. 유사한 색상, 크기, 텍스처 등을 갖는 슈퍼픽셀들을 하나로 병합한 후, 새로운 바운딩 박스 후보를 생성한다. 이렇게 영역 제안 기법은 슈퍼픽셀들을 병합하고 더 큰 영역들을 제안하면서, 작은 바운딩 박스부터 크기가 큰 바운딩 박스를 계속적으로 만들어 간다. 더 이상 병합할 영역이 없다고 판단되면, 바운딩 박스 생성은 멈추게 된다. 이렇게 생성된 후보 바운딩 박스 집합과 GT(Ground Truth) 바운딩 박스 집합을 활용하여 SVM을 학습하고 객체 존재 여부를 판별하게 된다. 이때 긍정 샘플은 GT 바운딩 박스이며 부정 샘플은 GT 바운딩 박스와 20~50%가 겹치는 후보 바운딩 박스가 된다. 대표적인 영역 제안 기법에는 SS(Selective Search)[10]가 있다.

      

      
        1.2 딥 러닝 기반 객체 검출 기법
        딥 러닝은 기존의 신경망 구조에서 레이어의 개수를 더 깊이 쌓은 구조이다. 방대한 양의 데이터를 가지고 신경망의 파라미터를 내리막 경사법을 통해서 최적의 해를 찾는 방식을 취한다. 이런 딥 러닝은 신경망이 출현할 당시에는 병렬처리 컴퓨팅 성능이 낮아서 깊은 구조에 대한 잠재력을 확인하기 어려웠다. 하지만, 최근 병렬처리 컴퓨팅 성능의 발전과 인터넷의 발달로 빅데이터 기반의 신경망 학습이 실현 가능하게 되었고 그 결과 딥 러닝은 인공지능, 컴퓨터 비전, 영상처리, 자연어처리, 음성처리 분야에서 기술 패러다임 전환을 이끌게 되었다.

        특히, 2012년에 일명 알렉스 넷(Alex net)이라 불리는 심층 합성곱 신경망(DCNN, Deep Convolutional Neural Networks)에 관한 논문이 발표된 이래로[11], 딥 러닝 기반의 영상 인식 및 객체 검출 기술이 매년 갱신을 거듭하고 있다. 그리고 스마트 폰의 홍채 인식, 자율 주행을 위한 보행자 검출, 의료 영상 진단 등 다양한 분야에서 상용화가 되고 있다.

        딥 러닝은 기존의 특징 추출과 분류기 학습으로 이원화되어 있는 기계학습 과정을 한 단계로 통합함으로써, 기존의 HoG/SIFT와 같이 수작업 특징 추출 기법이 갖는 특징 구별력을 강화하고 응용 도메인에 따른 특징 설계에 대한 부담을 완화할 수 있다. 현재 영상 인식 및 객체 검출 분야에서는 DCNN 기반의 딥 러닝 모델이 베이스 모델로 자리를 잡고 있다. 영상 인식 분야에서는 VGG[12], ResNet[13] 모델이 베이스 모델로 자리매김을 했고, 객체 검출 분야에서는 YOLO, RCNN, Fast RCNN[14], Faster RCNN[15]이 베이스 모델로 자리를 잡았다. 이러한 딥 러닝 모델은 기존의 HoG/SIFT 기반의 영상 인식과 객체 검출 성능에 비해 정확도 측면에서 괄목할만한 성과를 거두었다.

        
          1.2.1 RCNN 계열 객체 검출
          딥 러닝 기반 객체 검출 모델은 크게 RCNN 계열과 YOLO 계열로 구분될 수 있다. RCNN 계열로는 RCNN의 상위 버전에 해당하는 Fast/Faster RCNN이 있고 YOLO 계열로는 YOLO를 포함해서 YOLO의 스케일 취약성을 보완한 SSD(Single Shot Detection)[16]가 있다. RCNN 계열과 YOLO 계열의 가장 큰 차이는 영역 제안과 분류기 구조에 있다. 초기 객체 모델인 RCNN은 영역 제안과 분류기 학습과정이 이원화되어 있다. 즉, SS를 통해 후보 바운딩 박스를 생성하고 분류기를 학습하는 구조로 되어 있다. RCNN은 후보 바운딩 박스를 라사이징을 통해 동일한 크기로 맞춘 후, VGG와 같은 영상 인식 모델에 일일이 통과시켜야 된다. 따라서 상당한 계산 시간이 요구된다. 이러한 단점을 보완하기 위해, ROI(Region of Interest) 레이어를 만들어서 후보 바운딩 박스를 VGG의 특징 맵의 좌표로 사상한 후, 동일한 크기를 뽑아내는 Fast RCNN 모델이 등장했다. 하지만 여전히 영역 제안이 따로 분리되어 있기 때문에 종단간 학습(End-to-end learning)이라 볼 수 없다. Faster RCNN은 영역 제안을 VGG의 특징 맵에서 수행할 수 있는 서브 네트워크 제안함으로써, 계산 시간 단축과 종단간 학습을 통한 검출 정확도 향상을 동시에 달성하게 되었다.

        

        
          1.2.2 YOLO 계열 객체 검출
          반면 YOLO 모델은 영역 제안과 분류기 학습을 한 번에 수행하는 방식이다. RCNN 계열과는 달리, 영역 제안 기법이나 영역 제안 서브 네트워크를 따로 사용하지 않는다. YOLO는 영역 제안을 단순화하기 위해, 입력 영상을 S✕S로 분할한 후, 각 셀(Cell)에서 앵커(Anchor)라 불리는 후보 바운딩 박스를 n개 생성한 후, 학습을 진행한다. 즉, 입력 영상으로부터 앵커와 GT 바운딩 박스의 오차를 보정하면서 클래스 부류를 동시에 추정한다. 따라서 RCNN 계열보다 구조가 단순하면서도 계산 속도에서 강점을 지닌다고 볼 수 있다.

        

      

    

    

  
    
      Ⅱ. 관련 연구
      이 장에서는 YOLO 객체 검출 네트워크 구조에 대해 자세히 소개하고자 한다. 이를 통해 제안한 어텐션 YOLO 모델의 필요성을 제시하고자 한다.

      
        2.1 YOLO 모델의 객체 검출 방식
        그림 1은 YOLO 모델의 객체 검출 방식에 대한 개념을 보여 주고 있다. RCNN 계열과 달리, YOLO 모델은 영역 제안을 따로 적용하거나 서브 네트워크를 만들지 않는다. 그림 1에 보면, 입력 영상이 S✕S의 격자 무늬로 분할된 것을 볼 수 있는데, 이 각각의 격자를 셀이라 부른다. 이 예제에서는 셀의 개수가 총 25개다. 그리고 각 셀 마다 앵커 박스, 즉 후보 바운딩 박스가 생성된다. 이 예제에서는 ✕로 표시된 셀 하나에 대해서만 앵커 박스를 노란색 점선으로 표시했다. 앵커 박스의 개수는 셀 당 n개를 지정할 수 있다. 앵커 박스의 가로 및 세로의 길이는 GT 바운딩 박스를 군집화함으로써 초기 값을 설정할 수 있다. 그리고 각각의 셀이 질병 잎사귀의 중심점을 포함하고 있으면, 이 셀은 네트워크를 통해 질병 잎사귀로 분류되고 앵커 박스의 중심점과 가로/세로 길이를 GT 바운딩 박스로 보정하게 된다. GT 바운딩 박스 예시는 오른쪽 영상에서 실선으로 표시되어 있다.

        
          
          

          Fig. 1. 
				
          

          
            Concept of YOLO object detection 
          
          

          

        

      

      
        2.2 YOLO 네트워크의 구조
        그림 2는 YOLO 네트워크의 구조를 단순화해서 보여 주고 있다. YOLO 네크워크는 크게 특징 추출 서브 네트워크와 검출 서브 네트워크로 구성된다. 특징 추출 서브 네트워크는 입력 영상에서 특징을 추출하기 위한 네트워크로써, ResNet/VGG와 같이 이미지넷에 사전 학습된 네트워크가 일반적으로 사용된다. 그리고 검출 서브 네트워크는 특징추출 서브 네트워크의 마지막 특징 맵을 사용해서 최종 바운딩 박스와 클래스 부류를 추정하는 네트워크이다. 검출 서브 네트워크는 합성곱 신경망(Convolution layer), 완전 연결 계층(Fully connected layer), 그리고 최종 바운딩 박스와 클래스 부류를 추정하기 위한 손실 레이어(Loss layer)로 구성된다.
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            Architecture of YOLO network 
          
          

          

        

      

      
        2.3 출력 텐서 포맷
        그림 3은 YOLO 네트워크에서 최종 생성된 텐서의 모양을 보여 주고 있다. 여기서 텐서란 3차원 행렬을 의미한다. S는 가로 및 세로의 크기이고 F는 채널의 개수이다. S✕S는 그림 1에서의 셀의 개수와 동일하다. 셀 당 바운딩 박스와 클래스 부류를 추정하겠다는 의미를 내포하고 있다. 이 논문에서 총 5개의 앵커 박스를 사용하기 때문에 그림 3에서는 셀 당 바운딩 박스 5개를 추정한다고 가정했다. 그리고 출력 텐서의 각각의 값은 특정한 의미를 지닌다. 그림 3에서 BB는 최종 추정한 바운딩 박스를 의미하고 (x,y,w,h,c,p1,p2)라는 7개의 값으로 구성된다. 여기서 (x,y)는 바운딩 박스의 중심 좌표 값이며 (w,h)는 가로와 세로 길이에 해당한다. c는 객체가 존재할 확신, 즉 신뢰도(Confidence)에 해당한다. c는 추정된 바운딩 박스와 GT 바운딩 박스와의 겹친 정도를 나타내는 IoU(Intersection of Union)로 계산된다. (p1,p2)은 각각의 바운딩 박스에 대해 최종 추정된 클래스 부류에 대한 확률 값이다. 이 논문에서는 두 종류의 질병을 분류하기 때문에 부류의 개수가 총 2개이다. 참고로 원 논문에서는 앵커 박스의 개수와는 상관없이 하나의 클래스 부류를 추정하지만, 본 연구에서는 앵커 박스마다 클래스 부류를 추정하였다. 이렇게 출력단에서 생성된 YOLO 텐서는 손실 레이어에서 GT 바운딩 박스와 GT 클래스 부류와의 오차가 최소가 되도록 계산이 된다.
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            Tensor format of YOLO’s output
          
          

          

        

      

    

    

  
    
      Ⅲ. 제안한 관심 영역 특징 추출 기반의 어텐션 강화 YOLO 모델
      기존의 YOLO 모델은 보행자/자동차와 같이 객체 간의 구별성이 높은 객체 검출에 탁월한 성능을 보인다. 하지만 이 논문에서 다루는 잎사귀 질병 검출 문제는 정상 잎사귀와 질병이 발생한 잎사귀를 구별해서 질병이 발생한 잎사귀만을 검출하기 때문에 상대적으로 검출 난이도가 높다. 다시 말하면, 잎사귀의 모양이 유사한 정상 잎사귀에서 질병이 발생한 영역의 작은 반점과 색상을 인식해서 질병 잎사귀만을 걸러 내는 작업은 기존의 객체 검출보다 난이도가 높다고 말할 수 있다. 따라서 객체 검출 성능을 제고하기 위해서는 YOLO 모델의 특징 추출 No.의 특징 구별력을 강화할 필요가 있다. 기존의 YOLO 모델에서의 특징 추출 No.는 ResNet이나 VGG 모델을 주로 사용한다. 하지만 ResNet/VGG는 질병이 존재하는 영역에 대한 공간적인 위치의 중요도를 결정하고 특징의 구별력을 높일 수 있는 어텐션 기능이 누락되어 있다. 따라서 특징 맵에서 질병이 존재하는 영역에 대한 어텐션 기능을 추가할 필요가 있다.

      
        3.1 제안한 접근 방법
        제안한 기법에서는 기존의 YOLO 모델에 질병이 존재할 영역을 주의 집중해서 볼 수 있는 어텐션 메커니즘을 추가하고자 한다. 이를 실현하기 위해 제안한 기법은 입력 영상에서 배경, 잎사귀, 질병 영역을 분할해서 YOLO 모델의 특징 추출 No.의 구별력을 강화하고자 한다.

        그림 4는 제안한 기법의 아이디어를 보여 주고 있다. 입력 영상에서 잎사귀를 제외한 배경 영역은 잎사귀 질병에 관한 정보가 없다. 반면 잎사귀 내에 반점이나 색상은 질병을 구분 짓기 위한 핵심적인 단서로 작용한다. 그리고 잎사귀 영역을 찾는 것도 정상 잎사귀와 질병 잎사귀에 대한 바운딩 박스를 검출하는 데 도움을 줄 수 있다. 따라서 본 논문에서는 제안한 어텐션 YOLO 모델을 구현하기 위해 입력 영상에서 잎사귀, 배경, 질병 영역을 구분할 수 있는 영상 분할 No.를 추가적으로 설계하고 ResNet 특징 추출 No.와 결합하고자 한다.

        
          
          

          Fig. 4. 
				
          

          
            Idea of the proposed method
          
          

          

        

      

      
        3.2 영역 분할 서브네트워크
        입력 영상에서 영역을 분할하는 기법으로는 K-평균 군집화(K-means clustering), 그래프 분할 기법 [17] 등이 있다. 하지만 최근 딥 러닝 기반의 영상 분할 네트워크의 성능이 탁월하기 때문에 본 연구에서는 딥 러닝 모델을 도입하고자 한다. 대표적인 영상 분할 네트워크에서는 FCN(Fully Convolutional Networks), U-Net 모델 등이 있다[18]. 그림 5는 본 연구에서 사용된 FCN 영역 분할 네트워크의 구조를 보여 준다.

        
          
          

          Fig. 5. 
				
          

          
            Image segmentation network
          
          

          

        

        FCN는 크게 인코더와 디코더로 구성된다. 인코더는 입력 영상에서 특징을 추출하는 단계이고 스트라이드(Stride)와 풀링(Pooling) 과정을 통해 특징 맵의 크기를 감소한다. 그리고 디코더에서는 인코더에서 압축된 특징 맵을 업샘플링(Upsampling) 통해 크게 한 후, 최종 영역 분할 맵을 추정한다. 업샘플링 과정은 보간법이나 전치 합성곱(Transposed convolution)으로 구현된다.

        그림 5의 영역 분할 네트워크를 학습하기 위해서는 영상 분할 맵에 대한 라벨링 작업이 필요하다. 본 연구에서는 GT 영상 분할 맵을 생성하기 위해, 포토샵 편집 툴을 사용해서 수작업으로 잎사귀, 배경, 질병 영역을 분할하였다. 이렇게 생성된 GT 영상 분할 맵과 영역 분할 네트워크의 최종 출력단의 텐서와 오차가 최소가 되도록 학습을 하였다.

      

      
        3.3 어텐션 강화 YOLO 모델
        제안한 어텐션 YOLO 네트워크는 기존의 YOLO 네트워크를 개선한 모델이다. 기존의 YOLO 모델은 질병 진단을 위해 특징 맵에서 공간적으로 어떤 영역이 더 중요한지를 학습하는 방법은 배제되어 있다. 따라서 제안한 방법은 영역 분할 No.를 YOLO의 특징 추출 No.와 퓨전함으로써, 어텐션 기능을 추가하고자 한다. 영역 분할 네트워크에서 추정된 잎사귀, 배경, 질병 영역에 대한 공간적인 특징 맵의 중요도를 YOLO No.에서 학습된 특징 맵과 결합함으로써 YOLO 모델에 공간 어텐션 기능을 강화하고자 한다.

        그림 6은 제안한 어텐션 네트워크의 구조를 보여 주고 있다. 제안한 네트워크는 크게 세 종류의 No.로 구성된다. 하나는 YOLO 특징 추출 No.이고 다른 하나는 영역 분할 No.이다. 그리고 마지막은 YOLO 검출 No.로써, 두 No.를 퓨전한 특징 맵을 입력으로 받는다.
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            Architecture of the proposed attention-enhanced YOLO network
          
          

          

        

        그림 6에서 보듯이, 기존의 YOLO 네트워크와 제안한 어텐션 YOLO 모델과의 가장 큰 차이점은 영역 분할 No.를 사용하는 것에 있다. 영역 분할 No.는 입력 영상에서 잎사귀, 질병, 배경 영역을 구분할 수 있기 때문에 질병이 포함된 바운딩 박스를 찾기 위한 특징의 중요도를 공간적으로 다르게 모델링할 수 있다. 이를 통해, YOLO 특징 No.의 특징 구별력과 정보력을 강화할 수 있다. 그림 5의 영역 분할 No.의 예측 맵의 크기는 YOLO 특징 추출 No.의 출력 맵의 크기와 다르다. 따라서 그림 6의 하단에 보듯이, 영역 분할 No.의 소프트맥스의 출력단에 합성곱 레이어와 ReLU(Rectified Linear Unit) 레이어로 구성된 블록을 추가적으로 달아주었다.

        참고로 ResNet No.는 ResNet-50 모델에서 40번째의 ReLU 레이어에서 잘린 네트워크이다. 그림 6에서 볼 수 있듯이, YOLO의 특징 추출 No.인 ResNet 모델과 영역 분할 No.의 모델을 퓨전한 것을 볼 수 있다. 퓨전 방식은 연결 레이어(Concatenation layer)를 사용했다. 가중치 맵을 구현하기 위해, 소프트맥스(Softmax) 레이어를 추가하여 정규화를 수행할 수 있지만, 연결레이어를 사용해서도 충분히 YOLO 특징 No.의 구별력과 정보력을 높일 수 있다. 다시 말하면, 영역 분할 No.에서 추출된 잎사귀, 배경, 질병 영역에 대한 특징을 ResNet의 특징과 퓨전함으로써, YOLO 검출 No.의 특징 구별력과 정보력을 향상할 수 있다.

      

    

    

  
    
      Ⅳ. 실험 및 결과
      
        4.1 학습 데이터 및 라벨링 작업
        그림 7은 이 논문에서 사용된 사과나무 잎사귀 질병 영상의 예시이다. 질병은 크게 2종류로 갈색 무늬병과 점무늬 낙엽병이다. 총 학습 데이터는 1,320장이고 이 중에서 갈색 무늬병은 924장이고 점무늬 낙엽병은 396장이다. 데이터 확충을 위해, 잘림, 영상 회전, 영상 잡음 기법을 적용했다. 랜덤 샘플링을 통해 훈련 집합과 테스트 집합을 7:3의 비율로 나누었다. 바운딩 박스 라벨링은 질병이 포함된 잎사귀를 포함하도록 바우딩 박스를 생성했다.

        
          
          

          Fig. 7. 
				
          

          
            Apple leaf images; marssonina leaf disease(first row), alternaria leaf disease(second row)
          
          

          

        

        총 생성된 GT 바운딩 박스 개수는 3,815개이고 이 중에서 갈색 무늬병은 2,641개이고 점무늬 낙엽병은 1,174개이다. GT 바운딩 박스의 정보는 박스의 중심 좌표와 박스의 가로 및 세로 길이로 표현된다.

      

      
        4.2 영역 분할 맵 학습 결과
        영역 분할 네트워크를 학습하기 위해 사용된 영상은 총 697장이고 이 중에서 정상 잎사귀는 211개, 갈색 무늬병은 266개, 점무늬 낙엽병은 220개이다. 영역 분할 네트워크를 학습하기 위해서는 GT 영상 분할 맵이 필요하다. 본 연구에서는 포토샵 툴을 사용해서 GT 영상 분할 맵을 만들었다.

        그림 8은 학습된 영역 분할 네트워크를 사용한 추출된 결과 영상을 보여 주고 있다. 왼쪽은 입력 영상이고 오른쪽은 결과 영상이다. 그림에서 노란색은 배경, 파란색은 잎사귀, 그리고 청록색은 질병을 의미한다.

        
          
          

          Fig. 8. 
				
          

          
            Image segmentation results; input images(left column), segmented maps(right column)
          
          

          

        

        그림에서 보듯이 배경, 잎사귀, 질병 영역이 분할된 것을 관찰할 수 있다. 물론 질병 영역에 대한 정확도를 개선할 필요가 있으나 본 연구의 목적은 이 영상 분할 맵을 활용해서 최종 질병 잎사귀를 검출하는 것이 목적이다. 따라서 영상 분할 맵의 개선 작업은 차후에 수행하고자 한다. 참고로 영상 분할 네트워크의 평균 정확도(Mean accuracy)는 약 71%이고 자카드 지수(Jaccard index)는 68%이다. 평균 정확도는 클래스 별 똑바로 추정된 픽셀의 개수를 평균한 것을 의미하고 자카드 지수는 GT 영역과 모델이 예측한 영역의 중첩된 영역을 GT 영역과 모델 예측 영역의 합으로 나눈 비율을 의미한다.

      

      
        4.3 바운딩 박스 예측 결과
        그림 9와 10은 제안한 어텐션 네트워크를 사용해서 예측된 바운딩 박스 검출 예시이다.

        
          
          

          Fig. 9. 
				
          

          
            Marssonina leaf disease; GT bounding boxes(first row), predicted bounding boxes(second row)
          
          

          

        

        
          
          

          Fig. 10. 
				
          

          
            Alternaria leaf disease; GT bounding boxes(first row), predicted bounding boxes(second row)
          
          

          

        

        그림 9와 10에서 볼 수 있듯이, 제안한 어텐션 YOLO 모델이 전반적으로 질병 잎사귀를 잘 검출하는 것을 볼 수 있다. 특히 질병이 뚜렷한 잎사귀는 잘 검출되는 것을 볼 수 있다. 하지만 잎사귀가 작거나 다른 잎사귀에 가려진 경우, 그리고 질병 영역이 눈에 잘 띄지 않을 때에는 오검출이 될 수 있다.

      

      
        4.4 정량적 평가
        기존의 YOLO 모델과 제안한 어텐션 YOLO 모델의 성능을 평가했다. 평가 지표는 객체 검출에서 널리 사용되는 평균 정밀도[15](AP, Average Precision)를 사용했다. 평균 정밀도는 재현율(Recall)과 정확률(Precision)로 그래프로 그렸을 때, 그래프의 면적에 해당한다[19]. 성능이 좋을수록 높은 수치를 갖는다. 여기서, 재현율은 GT 바운딩 박스 개수에서 옳게 추정된 바운딩 박스의 비율이고 정확률은 검출된 바운딩 박스 개수에서 옳게 추정된 바운딩 박스의 비율이다. 평균 정밀도는 클래스 부류마다 얻을 수 있으며 이 점수를 모두 평균한 값이 평균 평균 정밀도(mAP, mean AP)라 한다. 그림 11은 재현율에 따른 정확률의 결과를 그래프로 보여 준 결과이다. 그림에서 가로축이 재현율이고 세로축이 정확률을 의미한다. 그림에서 보듯이, 기존의 YOLO보다 제안한 어텐션 강화 YOLO 모델이 재현율에 따른 정확률이 더 높은 것을 볼 수 있다.

        
          
          

          Fig. 11. 
				
          

          
            Average precision
          
          

          

        

        표 1은 기존의 YOLO 모델과 제안한 어텐션 YOLO 모델에 대한 mAP 값이다. 표에서 보듯이 제안한 기법이 더 우수한 성능을 가진 것을 알 수 있다. 이는 잎사귀, 배경, 질병 영역에 해당하는 영역 추출 과정을 통해서 공간적으로 어떤 영역의 특징 데이터가 객체 검출 및 분류에 가장 큰 영향을 줄 지에 관한 어텐션 모델을 반영했기 때문이다.

        
          Table 1. 
				
          

          
            mAP evaluation
          
          

        

        
          
            
              	
              	Marssonina
              	Alternaria
              	mAP
            

          
          
            	YOLO model [3]
            	0.45
            	0.35
            	0.40
          

          
            	Proposed attention-enhanced YOLO model
            	0.51
            	0.38
            	0.46
          

        

        

      

    

    

  
    
      V. 결 론
      이 논문에서 잎사귀 질병을 검출하는 어텐션 강화 YOLO 모델을 제안하였다. 잎사귀 영상에서 배경 영역은 질병에 관한 정보가 없고 잎사귀 내의 반점이나 색상 정보가 질병 진단의 단서가 된다는 것에 착안해서 기존의 YOLO 모델에 어텐션 기능을 추가하였다. 이를 위해, 입력 잎사귀 영상에서 영역 분할 No.를 추가하고 기존 YOLO 특징 추출 No.와 퓨전함으로써 특징의 구별력을 높여 주었다. 즉, YOLO 모델에서 공간적으로 중요한 특징 벡터를 주의 집중해서 볼 수 있는 학습 기법을 제안했다. 결과에서 보듯이, 제안한 기법이 질병이 포함된 잎사귀를 검출할 수 있음을 확인하였다. 그리고 정량적 평가에서도 기존의 YOLO 대비 6%의 mAP 증가를 달성할 수 있었다.

      제안한 기법도 아직 개선 사항이 많이 남아 있다. 예를 들어, 잎사귀의 폐색 문제 대응, 스케일에 강인한 특징 추출 방안, 바운딩 박스 검출의 정확도 개선이 현안으로 남아 있다. 따라서 향후 이러한 문제를 해결하기 위해, 영역 분할 No.에서 추출된 특징 맵에서 질병이 포함된 잎사귀에 대한 후보 바운딩 박스를 제안할 수 있는 영역 제안 어텐션 모델을 개발하고자 한다.
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