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            Abstract
          
        

        
          Conv2D 기법은 부분방전 신호의 위상과 진폭을 가지고 2차원 데이터로 학습하여 부분방전의 유형을 자동으로 분류하는데 사용할 수 있지만 시계열의 특성을 고려하지 못하기 때문에 부분방전의 유형을 정확하게 분류하지 못하는 단점이 있었다. 논문에서는 Conv2D기법에 시계열 특성을 반영하는 LSTM을 적용한 ConvLSTM2D 기법을 이용한 부분방전 유형의 자동분류 기법을 제안하였다. 본 연구에서 제안된 ConvLSTM2D 기법은 부분방전 신호의 위상과 진폭 그리고 시간을 가지고 3차원 데이터로 학습을 하는 방식이다. 부분방전의 대표적인 유형인 코로나방전과 보이드 방전 데이터를 이용한 실험결과, ConvLSTM2D 기법은 기존의 Conv2D 기법보다 코로나 방전과 보이드 방전의 유형을 분류하는 정확도가 개선되는 것을 확인하였다. 본 논문의 결과는 배전반에서 발생하는 부분방전의 대표적인 유형인 코로나 방전과 보이드 방전의 유형에 대한 정확한 자동분류를 통하여 배전반의 고장예측분야에 활용될 것으로 기대된다.

        

        
          
            초록
          
        

        
          Conv2D techniques can be used to automatically classify the type of partial discharge by learning with two-dimensional data with the phase and amplitude of the partial discharge signal, but fail to take into account the characteristics of the time series, resulting in the failure to accurately classify the type of partial discharge. In the paper, we propose an automatic classification technique of the type of partial discharge using the ConvLSTM2D technique with LSTM, which reflects time series characteristics on the Conv2D technique. The ConvLSTM2D technique proposed in this work is a method of learning with three-dimensional data with the phase, amplitude and time of the partial discharge signal. Experiments using Corona discharge and void discharge data, a representative type of partial discharge, confirm that ConvLSTM2D techniques improve the accuracy of classifying the types of Corona discharge and void discharge than conventional Conv2D techniques. The results of this paper are expected to be utilized in the field of failure prediction of switchboards through accurate automatic classification of the types of corona discharge and void discharge, which are representative types of partial discharge occurring in switchboards.
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      Ⅰ. 서 론
      배전반은 전력을 소비자에게 보내기 위해서 발전소에서 전송되는 특고압 전력을 고압 및 저압전력으로 변환하는 장치로서, 빌딩이나 공장 등 대용량 전력을 공급하는 데 필요한 시스템이다[1]. 이러한 대용량 전력기기에 열화가 발생하게 되면 기기내부에 부분방전 현상이 발생하게 된다. 부분방전이란 고전압의 전기적인 스트레스로 인하여 고체 또는 유체 전기 절연 시스템에서 소량의 국부적 유전체 파괴 현상이 발생하는 것을 말한다. 부분방전의 유형을 살펴보면 보이드 방전(Void discharge), 코로나(Corona) 방전, 표면(Surface) 방전, 플로팅(Floating) 방전 등이 있다[2].

      대표적인 부분방전 유형인 보이드 방전은 절연체 내부에 아주 작은 공극이 발생하면서 나타나는 부분방전 현상을 말한다. 코로나 방전은 도체의 주변에 유체가 이온화되며 발생하는 전기적인 방전을 말한다. 이러한 부분방전이 발생하는 원인은 제조상의 결함, 기계적인 스트레스, 절연 노화 및 공정상의 결함으로 인한 공극, 불순물 및 균열로 인해 발생하게 되는 것이다. 부분방전의 유형을 자동으로 인지할 수 있다면 배전반의 고장을 미리 차단하는 것이 가능해진다[3][4].

      딥러닝(Deep learning) 기법중의 하나인 Conv2D기법은 부분방전 신호의 위상과 진폭을 가지고 2차원 데이터로 학습하여 부분방전의 유형을 자동으로 분류하는 데 사용할 수 있다. 이 방법은 다른 기존 통계기법에 비해 분류정확도가 더 우수하다는 장점이 있다. 특히 그레이스케일 이미지(Grayscale image)를 활용하는 기법은 좀 더 나은 분류정확도를 보이는 것을 확인하였다. 하지만, Conv2D 기법은 시계열의 특성을 고려하지 않아 부분방전의 유형을 자동으로 분류할 정도의 정확도를 확보하지는 못하는 단점이 있었다[5][6].

      본 논문에서는 배전반의 대표적인 고장 원인이 되는 코로나 방전과 보이드 방전 유형의 분류정확도를 개선하기 위하여 기존의 합성곱신경망(CNN, Convolutional Neural Network) 기법에 LSTM(Long Short Term Memory)의 시계열을 적용한 ConvLSTM2D 알고리즘을 이용한 부분방전 유형분류 기법을 제안하였다.

    

    

  
    
      Ⅱ. ConvLSTM2D 기법을 이용한 부분방전 유형 예측기법
      
        2.1 3차원 부분방전 학습데이터
        기존의 부분방전의 유형을 자동으로 분류한 딥러닝 기법중의 하나인 Conv2D기법의 단점인 분류의 정확도를 향상하기 위하여 본 논문에서는 부분방전 신호의 시간적인 변화 특성을 반영하는 모델을 제시하고자 한다. 부분방전 신호의 위상, 진폭 그리고 시간데이터는 3차원으로 볼 수 있다[6][7].

        본 논문에서 제안하는 3차원 데이터는 그림 1과 같은 구조의 전처리 기법을 이용하여 생성할 수 있다. 그림 1에서 3차원 데이터 생성을 위한 전처리 알고리즘은 일정한 시간 전처리 과정을 통해야 한다. 전처리 과정은 이전 데이터와 현재 데이터를 비교하여 값이 있으면 현재 값을 사용하고 값이 없고 이전 값이 있으면 그 값을 유지한다. 즉, 이전 값과 비교하여 현재 위치의 값이 크면 그 값을 변경하고 그렇지 않으면 그 값을 유지하도록 하여 2차원 이미지(2D image) 데이터를 만들고 이렇게 만든 이미지에 일정한 시간 동안 n개의 입력 패턴을 만들어 3차원 이미지를 생성하도록 한 것이다.

        
          
          

          Fig. 1. 
				
          

          
            Preprocessing algorithm for 3D image generation
          
          

          

        

        부분방전의 유형을 분류하는 학습모델을 설계하는데 있어서 코로나 방전과 보이드 방전은 2차원 이미지로 매핑된 파형을 살펴보면 형상이 유사하여 분류의 어려움이 있다. 하지만 부분방전의 형상이 시간에 따라 약간씩 차이가 있기 때문에 앞에서 설명한 2차원 평면 데이터의 이미지에 시간에 대한 정보를 적용하면 보이드와 코로나 방전의 형상이 차별화가 가능해진다.

        그림 2는 코로나 방전 데이터에 일정 시간을 누적하여 적용한 3차원 이미지 데이터의 형태로 만든 데이터이다. 코로나 방전의 발생 위치는 내부의 도체 및 외부 함체에 돌기가 발생하거나 또는 파티클(Particle)이 도체 및 외부 함체에 부착 시 발생되는 부분방전 현상이다. 기체나 액체의 절연물 내부에 뾰족하게 전극부가 생성 또는 존재할 때 이 부분에 전압이 상승하면서 전극의 앞쪽 끝 부분에 심하게 전계가 집중되는 현상으로 방전이 발생한다. 코로나 방전은 발생 특성상 위상에 의한 영역으로 표시되므로 90도와 270도에서 많이 분포되는 것을 3차원 이미지 데이터로 보면 명확히 알 수 있다.

        
          
          

          Fig. 2. 
				
          

          
            3D Corona discharge image data
          
          

          

        

        그림 3은 전처리 과정을 거친 보이드 방전 데이터에 시간을 적용한 3차원 이미지 데이터이다. 보이드 방전은 절연체 내부에 아주 작은 공극이 발생하면서 나타나는 부분방전 현상을 말한다. 보이드 방전의 특성상 1사분면과 3사분면에 많이 분포된다. 배전반에서 나타나는 노이즈는 전체적으로 전압레벨이 높은 특징이 있으며 특정 부위를 벗어난 여러 위치와 위상에서 발생하는 경향을 보인다. 2차원 데이터의 경우는 방전의 유형을 구분하기 어려울 만큼 산발적으로 분포되어 있다.

        
          
          

          Fig. 3. 
				
          

          
            3D Void discharge image data
          
          

          

        

        3차원 이미지 데이터로 보면 방전의 형태를 구분할 수 있을 정도로 명확하게 알 수 있다.

      

      
        2.2 ConvLSTM2D 기법을 이용한 부분방전 유형 예측 모델
        ConvLSTM2D 예측 모델에 적용하고자 하는 부분방전 데이터의 구조는 위상, 파워, 시간에 대한 3차원 구조를 가지고 있다[8].

        ConvLSTM 함수의 셀 입력은 시간에 따른 데이터의 집합으로 이루어지며 3차원 텐서(Tensor)의 모양을 갖는다. 부분방전의 전처리 과정을 거친 입력에 대한 데이터의 형태는 4차원의 데이터 구조 (시간, 위상, 출력 및 컬러)를 가진다. 3차원 텐서는 예측 모델의 측정 값의 구성이 4차원 데이터의 구조이므로 데이터가 스칼라인 0차원 텐서나 배열 형태의 1차원텐서 또는 행렬 형태의 2차원 텐서로는 해결되지 않는 구조이므로 n차원이 가능한 3차원 텐서를 사용한다[9].

        ConvLSTM2D 알고리즘은 LSTM의 내부 오퍼레이션 자체에 컨벌루션을 넣어 학습을 하는 알고리즘이다. 그림 4는 ConvLSTM2D을 이용한 학습 알고리즘을 보여주고 있다.

        
          
          

          Fig. 4. 
				
          

          
            ConvLSTM2D-based learning model structure
          
          

          

        

        본 논문에서 제안하는 ConvLSTM2D의 구조는 4개의 LSTM Cell로 구성되어 있다. 각각의 Cell은 ConvLSTM2D, Normalization 및 MaxPooling3D의 구조이다. Normalization은 학습의 효율을 높이기 위하여 사용하였으며 활성화 함수의 활성화 값이나 출력 값을 정규 분포로 만드는 작업을 한다. 즉, 인공 신경망의 각 레이어에서 데이터의 분포를 정규화하는 작업으로 일종의 노이즈를 추가하는 방법이다. 이렇게 각 레이어의 배치마다 정규화를 해주면 전체 데이터에 대한 평균 분산과 값이 달라질 수 있는 것을 방지해 준다[10].

        정규화 과정을 통하여 과적합의 문제를 해결하고학습 속도 개선이 가능하며 가중치의 초기 값에 대한 의존성이 적게 되므로 ConvLSTM2D 처리 후에 Batch Normalization을 처리를 해준다[11].

        MaxPooling3D는 선행 레이어에서 출력된 Feature Map의 모든 데이터가 필요한 것이 아니기 때문에 그 중에서 필요한 특성을 추출하기 위하여 사용한 알고리즘이다. ConvLSTM2D를 이용하여 Matrix 연산으로 얻은 값을 기준으로 MaxPooling은 Matrix 연산을 사용하지 않고 각 Pixel에서 최대 값을 추출하여 사용한다[12].

        LSTM셀의 출력은 Return 시퀀스 속성에 따라 구분되며 설정값을 True로 하면 출력은 시간 경과에 따른 시퀀스를 가진다.즉, 각 입력에 대해 하나의 출력을 가진다. 이 경우 출력의 모양은 3D 텐서이다. Return 시퀀스가 False인 경우로 설정되면 출력은 시퀀스의 마지막 값, 즉 2D 텐서의 형태를 가진다. 또한 이미지의 특징을 추출하는 LSTM셀 부분과 이미지를 분류하는 계층 사이에 플래튼(Flatten) 계층이 위치하며 4차원 데이터를 1차원으로 평탄화를 해준다.

        그림 5는 부분방전 유형 분류를 위한 알고리즘으로 ConvSTLM2D 알고리즘에 대한 학습 알고리즘을 보여주고 있다. 제안된 예측 시스템에 대해 2차원 이미지를 시간에 대한 함수를 적용하여 학습을 진행하였다.

        
          
          

          Fig. 5. 
				
          

          
            Prediction system using ConvLSTM2D algorithm
          
          

          

        

        제안된 학습 모델은 ConvLSTM2D 알고리즘과 Fully Connected Layer로 구성하였다. ConvLSTM2D 계층은 2차원 자료를 다루고 있으며 특징 추출(Feature Extraction)을 위한 알고리즘이며, “Flatten()” 레이어는 2차원 데이터를 1차원으로 변환하여 주는 역할을 한다. 출력 계층을 구성하는 “Dense()” 레이어들은 분류를 위한 분류기(Classifier)로 “Activation”이 ReLu 함수와 분류에 유리한 Softmax 함수를 사용하여 구성되어 있다.

      

    

    

  
    
      Ⅲ. 실험 및 고찰
      
        3.1 실험시스템의 구성
        본 논문에서 제안한 학습 모델에 대한 실험을 위한 예측시스템의 구성을 보면 그림 6과 같다. 제안한 부분방전의 유형을 자동으로 분류하기 위한 예측 시스템의 구성은 부분방전 데이터에 대한 패턴을 생성하여 주는 모의셀 부분과 이를 스캔하여 수집하는 기능을 갖는 UHF센서 부분, UHF센서에서 들어온 신호를 처리하여 ADC를 거쳐 이더넷 통신 방식으로 예측 시스템에 전송한다. 예측 시스템은 수신된 데이터를 전처리 과정을 통하여 이미지 데이터의 형태로 만들어 학습 모델에 넣으면 학습 모델은 현재 입력된 데이터를 분석하여 패턴에 대한 예측을 하고 결과를 출력한다.

        
          
          

          Fig. 6. 
				
          

          
            Prediction system for type classification of partial charge 
          
          

          

        

        학습 모델 설계를 위한 데이터 셋은 코로나, 보이드, 노이즈의 3개의 라벨을 가지도록 정의하였다. 학습 모델을 설계하기 위한 각각의 데이터 셋의 크기는 Conv2D 알고리즘의 경우는 코로나 방전, 보이드 방전 각각 5,000개의 데이터를 이용하여 학습을 진행하였다.

        각각의 데이터 셋은 훈련 데이터와 검증 데이터로 구분하여 데이터를 생성하고 설계된 모델에 대한 검증을 하였다. ConvLSTM2D의 경우 코로나 방전 데이터 160개와 보이드 방전 데이터 104개를 각각 80개씩 랜덤하게 선택하여 학습 데이터를 만들고 나머지 데이터를 테스트 데이터로 만들어 학습을 진행하였다.

      

      
        3.2 예측 모델의 성능 실험
        본 논문에서의 예측 시스템은 4개의 ConvLSTM2D 셀 레이어를 구성하였으며 각각의 LSTM 셀 레이어에 Normalization과 Maxpooling3D를 통해 Convolution 레이어와 Activation을 거쳐 나온 출력인 Activation Output Map에 대한 기술로 해당 Reception Field에 가장 큰 값을 골라 적용하는 알고리즘이다.

        또한 Pooling을 사용하는 이유는 앞 레이어에서 출력된 Feature Map의 모든 데이터가 필요한 것이 아니므로 그 중에서 필요한 특성을 추출하기 위하여 사용한 알고리즘이다.

        그림 7은 ConvLSTM2D 알고리즘을 이용한 예측 모델에 대한 학습 결과를 보여주고 있다. 신경망 학습을 위하여 2가지 유형의 데이터 셋으로 구분된다. 훈련 데이터는 매개변수 학습에 사용되고 검증 데이터는 하이퍼 파라미터의 성능 평가에 사용된다.

        
          
          

          Fig. 7. 
				
          

          
            Learning result using ConvLSTM2D prediction model
          
          

          

        

        검증 데이터는 훈련 데이터 셋에 80%를 검증 데이터 셋으로 사용하였다. 설계된 예측 모델을 학습시키기 위하여 사용되는 학습 모델 함수는 “fit()”를 사용하였다. 여기서는 2개의 데이터를 미니배치로 추출하여 30회 학습하는 것으로 설정하여 학습을 진행하였다. 가장 성능이 좋은 학습결과를 학습모델로 저장하도록 프로그램 되어있으며 학습결과 loss는 0.1828, accuracy는 0.9750, val_loss는 0.8190, val_accuracy는 0.8558의 특성을 가진다.

        표 1은 Conv2D 알고리즘을 이용한 부분방전의 예측 결과를 보여주고 있다. 표 1에서 대부분의 경우 부분방전 유형에 대해 정확하게 예측을 하는 것을 알 수 있으며 그레이스케일 이미지의 경우가 2차원 이미지 보다 높은 예측값을 보여준다는 것을 알 수 있다.

        
          Table 1. 
				
          

          
            Prediction result of partial discharge type using Conv2D algorithm
          
          

        

        
          
            
              	NO.
              	2D Image
              	Grayscale Image
            

            
              	Predicted
              	Verdict
              	Result
              	Predicted
              	Verdict
              	Result
            

          
          
            	Case1
            	1.0000
            	Corona
            	Corona
            	1.0000
            	Corona
            	Corona
          

          
            	Case2
            	0.9999
            	Corona
            	Corona
            	1.0000
            	Corona
            	Corona
          

          
            	Case3
            	0.5649
0.4019
            	Void 
Corona
            	Corona
            	0.9580
            	Corona
            	Corona
          

          
            	Case4
            	0.5615
0.4019
            	Void 
Corona
            	Corona
            	0.8699
            	Void
            	Corona
          

          
            	Case5
            	0.9782
            	Void
            	Void
            	0.9995
            	Void
            	Void
          

          
            	Case6
            	0.8315
            	Void
            	Void
            	0.9305
            	Corona
            	Void
          

          
            	Case7
            	0.2527
0.6538
            	Void 
Corona
            	Void
            	0.9080
            	Corona
            	Void
          

        

        

        그러나 Case 3, 4, 7의 경우에서 2차원 이미지의 경우 부분방전 유형을 코로나와 보이드로 동시에 인식하는 예측 값이 나타났다. 그레이스케일 이미지의 경우에도 실험 4의 경우에서 2차원 이미지에서 유형이 동시에 나오는 데이터에서 부분방전 유형을 인식하지 못하는 오류가 나타났다.

        한편, 본 논문에서 제안된 3차원 데이터를 이용하는 ConvLSTM2D 알고리즘을 적용하여 실험을 수행하였다. 그림 8은 위상좌표에 따라 파워 값을 표시한 2차원 이미지 데이터에 일정 시간을 누적한 3차원 이미지 데이터를 앞에서 제안한 ConvLSTM2D 알고리즘을 적용한 학습 모델의 결과를 보여주고 있다.

        
          
          

          Fig. 8. 
				
          

          
            ConvLSTM2D model prediction result of corona discharge 
          
          

          

        

        그림 8의 (a)는 실험 시스템에서 코로나 방전을 발생시켜 시스템에서 입력되는 원시 데이터를 위상에 따른 파워값을 60 Cycle 동안 3차원 이미지 데이터로 표현한 것이며 (b)는 학습 모델에 적용하기 위해 전처리 과정을 통하여 일정한 시간동안 (a)의 데이터를 합치고 이렇게 합쳐진 데이터를 일정한 Cycle 동안 10개의 데이터를 만들어 학습 모델에 적용한 이미지를 보여주고 있다. 시스템에서 수신되어 전처리 과정을 거쳐 만들어진 그림 8의 (b)는 데이터를 본 논문에서 제안한 ConvLSTM2D 모델에 적용한 결과 유형을 코로나로 정확하게 예측하였으며 예측값은 0.890114의 값을 갖는다. 실험에 사용된 부분방전 입력데이터는 Conv2D 알고리즘에서 오류를 발생한 실험데이터와 동일한 데이터를 사용하고 부분방전 실험데이터를 일정한 시간간격으로 3차원 이미지화하여 유형 예측 실험을 진행하였다.

        표 2는 ConvLSTM2D 알고리즘을 이용한 부분방전의 예측 모델에 대한 실험결과를 보여 주고 있다. ConvLSTM2D 알고리즘을 사용한 예측값은 Conv2D 알고리즘 보다는 떨어지는 결과도 있지만 부분방전의 유형을 구분하는 결과는 우수하게 나타나는 것을 볼 수 있다.

        
          Table 2. 
				
          

          
            Partial discharge type prediction results using ConvLSTM2D algorithm
          
          

        

        
          
            
              	NO.
              	3D Image
            

            
              	Predicted
              	Verdict
              	Result
            

          
          
            	Case1
            	0.8901
            	Corona
            	Corona
          

          
            	Case2
            	0.8999
            	Corona
            	Corona
          

          
            	Case3
            	0.9012
            	Void
            	Void
          

          
            	Case4
            	0.9110
            	Void
            	Void
          

        

        

      

    

    

  
    
      Ⅳ. 결 론
      본 논문에서는 배전반에서 발생하는 부분방전의 유형을 분류하는 성능을 개선하기 위하여 Conv2D 알고리즘에 시간 축을 추가한 ConvLSTM2D 알고리즘을 연구 분석하였다. 제안된 기법의 성능을 확인하기 위하여 ConvLSTM2D 알고리즘을 구현하고 코로나 부분방전 데이터와 보이드 부분방전 데이터 각각 80개씩을 사용하여 학습 모델별 예측 값과 부분방전 유형에 대한 판정 결과를 실험하였다.

      실험 결과, 전처리 과정에서 시간 축을 추가한 3차원 이미지 데이터를 이용하여 ConvLSTM2D 기법을 사용하면, Conv2D 알고리즘에서 오류가 발생한 유형에 대하여 오류없이 정확하게 분류하는 것을 확인하였다.

      그러므로 시간에 따라서 이벤트성으로 나타나는 부분방전의 특성을 고려하여 유형을 분류하는 기법으로는 시간 축의 정보를 추가하는 ConvLSTM2D 알고리즘을 적용하는 것이 유용함을 알 수 있었다.
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