
		
			[image: Cover image]
		

	
    
      
        
          	
          	
        

        
          	
        

        
          	
            [ Article ]
          
        

        
          	The Journal of Korean Institute of Information Technology - Vol. 18, No. 3, pp.127-137
        

        
          	ISSN: 1598-8619			
					(Print)
				2093-7571			
					(Online)
				
        

        
          	Print  publication date  31 Mar 2020

        

        
          	Received  21 Nov 2019
Revised  09 Jan 2020
Accepted  12 Jan 2020

        

        
          	
            JKIIT_2020_v18n3_127

            DOI: 
            https://doi.org/10.14801/jkiit.2020.18.3.127
          
        

        
          	
            뼈 나이 진단을 위한 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전
          
        

        
          	
            Min-Jeong Kim* ; Chang-Hwan Son** ; Hyunseung Choo***


          
        

        
          	
        

        
          	
        

        
          	
        

        
          	
            Deep Feature Fusion Based on Contrast Enhancement and Superpixels for Bone Age Diagnosis
          
        

        
          	
            김민정* ; 손창환** ; 추현승***


          
        

        
          	*군산대학교 소프트웨어융합공학과 학사과정

        

        
          	**군산대학교 소프트웨어융합공학과 교수(교신저자)

        

        
          	***성균관대학교 소프트웨어학과 교수

        

        
          	
            Correspondence to: Chang-Hwan Son Dept. of Software Convergence Engineering, Republic of Korea, Korea,	Tel.: 063-469-8915, Email:  cson@kunsan.ac.kr
          
        

        
          	
        

        
          	
            

            

          
        

      

      
        
          	
          	
        

      

      
        
          
            Abstract
          
        

        
          뼈 나이는 성장기 아동의 발육 상태를 예견하는 객관적인 지표로 널리 사용되고 있다. 하지만 기존의 뼈 나이 진단은 영상의학과 전문의가 수작업으로 진단하기 때문에 시간이 오래 걸리는 단점이 있다. 따라서 본 논문에서는 뼈 나이 진단 자동화를 위한 대비 강화 및 슈퍼픽셀 기반의 심층 특징 퓨전 기법을 제시하고자 한다. 핵심 아이디어는 X선 영상에서 뼈 나이에 대한 정보를 담고 있는 영역은 한정적이며, 대비가 낮은 X선 영상에서 추출된 특징은 최종 뼈 나이 진단 성능의 저하를 가져올 수 있다는 것이다. 이러한 아이디어를 딥러닝 프레임워크에 반영하기 위해, 제안한 심층 학습 모델은 두 종류의 심층 합성곱 신경망으로 구성된 두 개의 스트림을 형성한다. 실험 결과를 통해서 제안한 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 기법이 기존의 전이 학습 기반의 심층 학습 기법에 비해 약 9.7개월에서 약 8개월 수준까지 뼈 나이의 정확도를 높일 수 있었다.

        

        
          
            초록
          
        

        
          Bone age is widely used as an objective indicator for predicting the developmental status of growing children. However, the existing bone age diagnosis is a long time because it is manually diagnosed by radiologists. Therefore, this paper proposes a deep feature fusion based on contrast enhancement and superpixels for bone age diagnosis. The key idea is that the area containing information on bone ages in X-ray images is limited, and features extracted from low contrast X-ray images can lead to poor final bone age diagnostic performance. In order to reflect these ideas in the deep learning framework, the proposed deep learning model forms two streams composed of two types of deep convolutional neural networks. Based on the experimental results, the proposed deep feature fusion based on contrast enhancement and superpixel method is able to improve the accuracy of bone age from about 9.7 months to about 8 months, compared to the existing deep learning method based on transfer learning.
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      Ⅰ. 서 론
      뼈가 성장하는 속도는 생활환경이나 정신 연령에 의해서 개인별로 상이하게 나타난다. 이는 달력상의 나이가 동일할지라도 신체 나이에 해당하는 뼈 나이는 다를 수 있음을 의미한다. 뼈 나이는 사춘기 발현, 치아 발달, 키 성장과 밀접한 관련이 있다. 또한 뼈 나이를 추정하면 향후 어른이 되었을 때 저신장증 유무를 판별하는 데 도움이 될 수 있다[1]. 그뿐만 아니라 뼈 나이는 초경 등과 같은 생식계의 발달과 성장호르몬의 기능과도 깊은 연관성이 있다. 이 때문에 생식계 호르몬의 이상 상황 감지, 내분비계의 질환이나 만성질환에 의한 전신 발육 지연 상태를 예견하는 객관적인 지표로 사용되고 있다[2].

      뼈 나이 진단은 일반적으로 영상의학과 전문의가 진단 대상자의 양손 또는 좌측 손의 손가락과 손목이 나오도록 X선 영상을 촬영해서 추정한다. 대표적인 진단 기법으로는 GP(Greulich-Pyle) 기법이 있다[3]. GP 기법은 뼈 나이의 기준이 되는 도감(Atlas)과 진단 대상자의 X선 영상을 대조하여 가장 근접한 도감의 뼈 나이를 대상자의 뼈 나이로 진단하는 기법을 말한다. 하지만 GP 기법은 영상의학과 전문의가 진단 대상자의 X선 영상을 도감에 일일이 비교해야 하는 번거로움이 따르며 무엇보다 뼈 나이를 추정하는 데 시간이 오래 걸리는 단점이 있다. 또한, 동일한 X선 영상에 대해 영상의학과 전문의마다 서로 다른 진단을 내릴 수 있다.

      따라서 본 논문에서는 기존의 GP 기법과 같이 영상의학과 전문의의 도움 없이 X선 영상으로부터 컴퓨터 비전 기술을 사용해서 뼈 나이를 자동으로 추정할 수 있는 뼈 나이 추정 기법을 제안하고자 한다. X선 영상으로부터 뼈 나이를 진단하기 위해, 고전적인 컴퓨터 비전을 기술을 사용할 수 있다. 예를 들어, 스케일 불변 특징 변환(Scale invariant feature transform)[4], 국부 이진 패턴(Local binary pattern)[5], 스팔스 코드(Sparse code)[6] 등과 같은 수작업 기반의 특징 추출 기법을 사용해서 특징을 추출한 후, 서포트 벡터 머신(Support vector machine)[7]과 같은 분류기를 학습하여 뼈 나이를 추정할 수 있다. 하지만 최신 컴퓨터 비전 기술은 딥 러닝(Deep learning)을 사용하는 게 대세이다. 특히 심층 합성곱 신경망은 영상 분류와 영상 복원에 탁월한 성능을 보이고 있다[8]-[10]. 따라서 본 연구에서도 심층 합성곱 신경망 기법을 사용하고자 한다. 특히 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 기법을 이용한 뼈 나이 진단 기법을 제안하고자 한다. 이를 통해 기존의 수작업 기반의 뼈 나이 진단 기법을 보완함으로써 더욱 신속하고 정교한 의료 진단 서비스를 제공하고자 한다.

      
        1.1 제안한 접근 방법
        제안한 기법의 첫 번째 핵심은 뼈 나이를 진단하는 데 있어서 결정적인 단초를 줄 수 있는 관심 영역을 찾아서 뼈 나이를 추정하는 딥 러닝 모델을 제시하는 데 있다. X선 영상에서 뼈 나이를 진단하는 데 중요한 정보를 담고 있는 관심 영역은 손가락과 손목 영역이다. 손가락과 손목을 제외한 배경 영역은 뼈 나이와 관련된 정보가 없다. 따라서 X선 영상 전체에서 특징을 추출해서 뼈 나이를 추정하는 것보다 배경 영역을 제외한 관심 영역에서 뼈 나이를 추정하는 것이 훨씬 더 정확할 것으로 예측된다.

        제안한 기법의 두 번째 핵심은 입력 X선 영상이 대비가 낮기 때문에 추출된 특징의 구별성이 떨어지는 문제점을 해결하는 데 있다. 비록 X선 영상에서 배경 영역과 관심 영역을 구분해서 특징을 추출할지라도 X선 영상 자체의 대비가 낮기 때문에 그 구별성이 떨어질 수 있다. 따라서 제안한 기법에서는 이런 문제점을 발견하고 X선 영상의 대비를 높여 추출된 특징의 구별력을 제고하고 최종 뼈 나이 추정 기술의 정확도를 높이고자 한다.

        이러한 연구 동기와 아이디어를 딥 러닝 모델을 통해 실현하고자 두 종류의 스트림(Stream)으로 구성된 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 기법을 제안하고자 한다. 여기서 스트림이란 합성곱 계층(Convolution layer), 풀링 계층(Pooling layer) 등으로 구성된 심층 합성곱 신경망 모델을 일컫는다. 두 종류의 스트림에서 첫 번째 스트림은 입력 X선 영상에서 배경 영역과 관심 영역으로 분할된 영상을 입력으로 받아 심층 특징(Deep features)을 추출하고 반면에 두 번째 스트림에서는 대비가 강화된 입력 X선 영상을 입력으로 받아 심층 특징을 추출한다. 배경 영역과 관심 영역으로 분할하기 위해 K-평균 군집 알고리즘(K-means clustering)[11]과 슈퍼픽셀(Super-pixels) 알고리즘[12]를 사용하고 대비 강화를 위해서는 히스토그램 평탄화(Histogram equalization) [13]을 사용한다. 그리고 두 종류의 스트림에서 추출된 특징을 퓨전하기 위해, 즉 두 종류의 스트림을 결합하기 위해 연결 계층(Concatenation layer)을 도입해서 최종 종단 간 학습(End-to-end learning) 모델을 완성한다.

        최근 제안한 접근 방법과 아주 유사한 논문이 발표되었지만[14][15], 몇 가지 점에서 차이가 있다. 첫째, 최근에 발표된 뼈 나이 기법들은 학습 기반으로 배경 영역을 찾기 위해 수작업 기반의 라벨링 작업을 요구한다. 하지만 수작업 기반의 라벨링 영상을 만드는 과정은 많은 시간과 인력을 요구한다. 반면에 제안한 방법은 수작업 기반이 아닌, 슈퍼픽셀과 같은 군집화 알고리즘을 사용해서 배경과 관심 영역을 자동으로 추출하는 방식을 취한다. 둘째, 최근 발표된 뼈 나이 기법들은 기하학적 위치 보정 등과 같은 전처리 작업에 초점을 두고 있을 뿐, 학습 네트워크는 기존의 모델을 그대로 사용한다. 반면에 본 논문에서는 다중 스트림 기반의 학습 네트워크를 새롭게 제시한다. 즉, 슈퍼픽셀과 대비강화 영상으로부터 추출된 특징 맵을 퓨전할 수 있는 학습 네트워크를 새롭게 제시함으로써, 다중 스트림 기반의 특징 퓨전이 최종 특징 구별력 제고와 뼈 나이 진단 성능 향상을 유도할 수 있음을 보이고자 한다.

      

      
        1.2 기여도
        
• 본 연구에서는 X선 영상 전체에서 특징을 추출하는 것보다는 배경 영역과 관심 영역을 분리한 다음 특징을 추출하는 접근 전략이 뼈 나이 진단 성능을 더 개선할 수 있다는 새로운 결과를 제시한다. 또한, 대비가 낮은 X선 영상에서 특징을 바로 추출하는 것보다 대비 강화를 적용한 X선 영상에서 특징을 추출하는 게 최종 뼈 나이 진단 성능을 향상할 수 있음을 본 연구를 통해 확인할 수 있다. 
• 본 연구에서는 뼈 나이 진단을 위한 대비 강화 및 슈퍼픽셀 기반의 심층 특징 퓨전 기술을 새롭게 제안하고 기존의 전이 학습(Transfer learning)[16] 기반의 딥 러닝 기법보다 뼈 나이 정확도 측면에서 9.7개월에서 약 8개월 수준까지 끌어올릴 수 있음을 보여 준다.
• 본 연구에서 학습된 뼈 나이 진단 전용 딥 러닝 모델을 배포함으로써, 기존의 수작업 기반의 뼈 나이 진단 기술을 자동화하고 진단 소요 시간을 단축하여 보다 신속하고 정교한 의료 서비스를 제공할 수 있을 것으로 기대된다.

      

    

    

  
    
      Ⅱ. 관련 연구
      
        2.1 전이 학습 기반 뼈 나이 진단 
        전이 학습이란 이미지넷(ImageNet)과 같은 대규모 영상 데이터 셋을 대상으로 미리 학습된 파라미터의 값을 다른 응용 분야의 새로운 영상 데이터 셋을 학습할 때 초기치로 사용하는 기법을 말한다[8]. 일반적으로 딥 러닝의 파라미터의 수는 많기 때문에 난수로 생성된 초기치보다는 미리 학습된 파라미터의 값을 활용하면 학습 속도를 높이고 최적의 해를 찾는 데 더 효과적일 수 있다. 대표적인 전이 학습 모델에는 VGG[8], ResNet[17] 등이 있다.

        VGG 모델의 구조는 그림 1과 같다. VGG 모델은 영상 입력 계층(Image input layer), 합성곱 계층, 풀링 계층, 정류 선형 유닛 계층(Rectified linear unit layer), 완전연결 계층(Fully-connected layer), 소프트맥스 계층(Softmax layer), 분류 계층(Classification layer)으로 이루어져 있다. 그리고 마지막 완전연결 계층의 출력 수는 1000개의 노드로 이루어져 있다. 즉, 1000개의 부류(Class)를 분류할 수 있다. 하지만 본 연구에서 뼈 나이 진단 기술은 이산적인 라벨 값을 추정하는 영상 분류가 목적이 아니라 연속적으로 변하는 값을 추정해야 되는 회귀(Regression) 문제에 속한다. 따라서 그림 1의 VGG 모델은 뼈 나이 진단을 위해 그대로 사용될 수 없고 일부 계층의 수정이 필요하다[16].

        
          
          

          Fig. 1. 
				
          

          
            Architecture of the VGG network [8]
          
          

          

        

        그림 2는 뼈 나이 진단에 맞게 회귀 모델로 변형된 VGG-16 모델을 보여주고 있다. 첫째, 그림 1과의 차이점은 마지막 세 개 계층인 완전연결 계층, 소프트맥스 계층, 로그 손실 계층을 제거하고 1개의 노드로 구성된 완전연결계층과 회귀 계층(Regression layer)이 추가된 것을 볼 수 있다. 회귀 계층에서는 영상의학과 전문의가 X선 영상을 보고 측정한 뼈 나이 값과 최종 완전연결계층의 추정된 값과의 오차를 계산한다. 본 연구에서 사용된 오차는 평균 제곱 오차(MSE, Mean Squared Error)이다.

        
          
          

          Fig. 2. 
				
          

          
            Architecture of the modified VGG-16 network for bone age diagnosis [16]
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        여기서 n은 총 데이터 개수이다. 그리고 yi는 영상의학과 전문의가 측정한 뼈 나이이며 y′i는 마지막 완전연결계층을 통과해 된 뼈 나이 값이다.

        둘째, X선 영상은 그레이 영상이기 때문에 입력 계층에 입력되는 채널 수도 3채널에서 단일 채널로 변경된 것을 볼 수 있다. 또한, 학습 수렴 속도를 높이기 위해 배치 정규화 계층(Batch normalization layer)을 합성곱 계층과 정류 선형 유닛 계층 사이에 추가한 것도 볼 수 있다. 참고로 참고문헌 [16]의 모델은 특징 맵을 기하학적으로 변형하는 공간 변형 계층(Spatial transformation layer)을 포함하고 있지만 본 연구에서는 X선 영상이 이미 정렬되어 있어서 배제하였다.

      

    

    

  
    
      Ⅲ. 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 기법
      
        3.1 대비 강화
        서론에서 언급했듯이 입력 X선 영상은 대체적으로 낮은 대비를 갖고 있다. 그림 3의 첫 번째 행은 촬영된 X선 영상이다. 그림에서 볼 수 있듯이 X선 영상의 대비가 낮은 것을 관찰할 수 있다. 이런 대비가 낮은 X선 영상에서 특징을 추출한다면 특징의 구별성이 떨어지는 문제가 발생할 수 있고, 이는 최종 뼈 나이 진단의 성능의 저하를 가져올 수 있다. 따라서 제안한 기법에서는 이런 문제점을 해결하고자 입력 X선 영상의 대비를 높여 추출된 특징의 구별력을 제고하고 최종 뼈 나이 추정 기술의 정확도를 높이고자 한다.

        
          
          

          Fig. 3. 
				
          

          
            X-ray images
          
          

          

        

        입력 영상의 대비를 강화하는 기법으로 히스토그램 평탄화 기법이 널리 사용되고 있다. 물론 레티넥스(Retinex)[18]과 같은 대비 강화 기법도 고려될 수있다. 히스토그램 평탄화 기법은 입력 영상의 확률 분포의 모양이 균일 확률 분포(Uniform probability distribution)로 만드는 과정을 말한다. 다시 말하면, 영상의 모든 픽셀 값이 균등한 개수를 갖는 히스토그램을 갖도록 만드는 과정이라 볼 수 있다.

        그림 3의 대비가 낮은 영상은 픽셀 값의 분포가 한쪽으로 쏠려 있기 때문에 히스토그램 평탄화를 적용하면 다양한 픽셀 값이 고르게 분포할 수 있으므로 대비가 증가될 수 있다.

        본 연구에서 사용된 대비 강화 기법은 대비 제한 적응 히스토그램 평탄화(CLAHE, Contrast-Limited Adaptive Histogram Equalization) 기법이다[13]. 히스토그램 평탄화 기법은 영상의 대비를 강화할 수 있지만 굉장히 밝고 어두운 영역의 대비 증가에 한계가 있다. 따라서 이러한 단점을 보완하기 위해 대비 제한 적응 히스토그램 평탄화 기법이 제안되었다. 이 기법은 기존의 히스토그램 평탄화 기법과는 달리 누적 분포 함수(Cumulative distribution function)를 구할 때 영상 전체를 대상으로 하지 않고 국부영역만으로 국한한다. 그러나 국부 영역에서만 누적 분포 함수를 변환 함수로 사용한다면 잡음의 증폭을 초래할 수 있으므로 그 증폭을 제안할 필요가 있다. 이렇게 국부 영역을 대상으로 변환 함수를 구하고 잡음의 증폭되는 정도를 조절하는 기법이 바 로 대비 제한 적응 히스토그램 평탄화 기법이다.

        그림 3의 두 번째 행은 대비 제한 적응 히스토그램 평탄화 기법을 적용한 결과이다. 첫 번째 행의 입력 영상과 비교했을 때, 영상의 국부 영역마다 대비가 증가한 것을 볼 수 있고 잡음의 증폭도 억제된 것을 볼 수 있다. 본 연구에서 히스토그램 평탄화를 사용하는 목적은 단순히 영상 강화의 목적이 아니다. 향후 실험 결과에서 확인하겠지만, 대비가 강화된 영상에서 특징을 추출하는 것이 특징의 구별력을 높이고 최종 뼈 나이 진단 성능까지 제고할 수 있음을 보이는 것에 있다. 즉, 대비 강화가 뼈 나이 추정에 얼마만큼의 성능 향상을 가져올지 그 유효성에 대해 파악하는 것에 있다.

      

      
        3.2 관심 영역 추출
        X선 영상에서 뼈 나이를 진단하는 데 중요한 정보를 담고 있는 영역은 손과 손목 영역이다. 배경 영역은 뼈 나이와 관련된 정보가 없다. 따라서 X선 영상 전체에서 특징을 추출해서 뼈 나이를 추정하는 것보다 배경 영역과 관심 영역에서 추출된 특징의 중요도를 반영할 수 있으면 뼈 나이 진단의 정확도를 높일 수 있을 것으로 기대된다. 따라서 본 연구에서는 입력 X선 영상에서 배경 영역과 관심 영역을 구분하고자 한다. 이를 위해, 대표적인 군집 알고리즘인 K-평균 군집 알고리즘[11]과 슈퍼픽셀 알고리즘[12]를 사용하고자 한다. 물론 관심 영역을 좀 더 섬세하게 분할하기 위해서는 라벨링 작업이 필요하다[14][15][19]-[21]. 예를 들어, 영상 분할이나 바운딩 박스 정보를 영상마다 추출해서 네트워크를 학습할 수 있지만, 상당한 시간이 소요된다. 실제로 좀 더 정확한 분할 영상을 만들기 위해서는 뼈마디 사이의 공간을 분할해야 되기 때문에 라벨링 작업이 상당히 번거롭고 많은 인력 동원이 요구된다. 따라서 본 연구에서는 근사적으로 배경과 관심 영역을 분리할 수 있는 K-평균 군집 알고리즘과 슈퍼픽셀 알고리즘을 사용하고자 한다.

        K-평균 군집 알고리즘은 미리 정해진 거리척도, 예를 들어 칼라 유사도(Color similarity)를 사용해서 입력 픽셀을 유사한 그룹으로 묶는다. 반면에 슈퍼픽셀 알고리즘은 K-평균 군집 알고리즘과 유사하지만 거리 척도를 적용하는 범위를 전체 영상이 아닌 국부 영역으로 제한한다. 이를 통해서 픽셀보다 좀 더 큰 슈퍼픽셀이라 불리는 군집을 형성하게 된다. 슈퍼픽셀 알고리즘에 사용된 거리 척도는 픽셀 단위의 공간적인 거리와 칼라 유사도를 결합한 방식을 채택하고 있다.

        그림 3의 세 번째 행과 네 번째 행은 각각 K-평균 군집 알고리즘과 슈퍼픽셀 알고리즘을 적용한 결과 영상이다. K-평균 군집 알고리즘에서 군집의 개수를 3개로 설정하였고, 슈퍼픽셀 알고리즘에서 슈퍼픽셀의 개수는 500개로 설정하였다. 그림 3의 세 번째 행에서 볼 수 있듯이 입력 X선 영상이 배경 영역과 관심 영역, 즉 손과 손목을 포함한 영역과 뼈 부분을 구분한 것을 볼 수 있다. 그리고 네 번째 행에서는 입력 X선 영상이 슈퍼픽셀로 분할된 것을 볼 수 있다. 이때 각각의 슈퍼픽셀은 고유한 인덱스 값을 가지고 있기 때문에 배경 영역과 관심 영역을 나눌 수 있게 된다. 여기서 한 가지 강조할 점은 본 연구의 목적이 군집화가 아니라 X선 영상에서 추출된 특징이 관심 영역과 배경 영역에 따라 구별성이 높여지고 최종 뼈 나이 진단에 긍정적인 영향을 줄 수 있음을 관찰하기 위함이다.

      

      
        3.3 학습 네트워크 구성
        앞서 언급한 대비가 강화된 X선 영상과 군집화 기법이 적용된 분할 영상을 사용해서 더 정확한 뼈 나이 추정을 위해 학습 네트워크를 구성하고자 한다. 제안한 학습 네트워크는 그림 4와 같이 심층 합성곱 신경망으로 구성된 두 종류의 스트림을 갖는다. 그림에서 첫 번째 스트림은 대비가 강화된 X선 영상에서 유용한 특징을 뽑아내는 역할을 하고, 반면에 두 번째 스트림은 관심 영역과 배경 영역으로 구분된 군집 영상을 입력으로 받아 영역별 중요도를 판별한다. 그리고 퓨전 계층(Fusion layer)에서는 첫 번째 스트림에서 추출된 특징 맵과 두 번째 스트림에서 추출된 특징 맵을 결합함으로써, 공간 영역에 따른 특징 맵의 중요도를 부가할 수 있다. 그리고 완전연결계층과 회귀 계층을 통해서 최종 뼈 나이를 추정하게 된다.

        
          
          

          Fig. 4. 
				
          

          
            Proposed deep feature fusion based on contrast enhancement and superpixels for bone age diagnosis.
          
          

          

        

      

      
        3.4 퓨전 기법
        그림 4에서 제안한 두 종류의 스트림을 결합하기 위한 퓨전 방식으로는 연결 계층을 고려할 수 있다.

        그림 5는 연결 계층 기반의 퓨전 방식을 예시로 보여 주고 있다. 연결 계층이란 두 종류의 스트림에서 추출된 특징 맵을 채널 축으로 가지런히 쌓는 것을 말한다. 예를 들어, 그림 4의 각각의 스트림의 출력은 7×7 크기의 512개의 특징 맵을 가지고 있으므로 1024개의 특징 맵이 생겨나게 된다. 이를 통해 X선 영상의 특징 맵을 공간 영역별로 중요도에 대한 정보를 함께 결합할 수 있게 된다.

        
          
          

          Fig. 5. 
				
          

          
            Feature fusion via concatenation layer
          
          

          

        

        이후 완전연결계층을 통해서 어떤 영역에서 특징을 추출할 때, 뼈 나이 진단에 더 효과적인지 학습을 통해 유도된다. 그리고 두 종류의 스트림을 퓨전을 할 때, 어느 계층에서 특징 맵을 추출해서 결합할지를 결정해야 된다. 일반적으로 학습된 심층 합성곱 신경망에서 특징 맵을 시각화해보면, 입력단 근처의 합성곱 계층에서는 에지와 같은 저수준의 특징을 뽑아내고 출력단 근처에 속한 완전연결계층에는 객체의 얼굴과 같은 고수준의 특징을 뽑아내는 경향이 있다[22]. 따라서 본 연구에서는 5번째로 위치한 풀링 계층과 마지막 완전연결계층에서 특징 맵을 각각 퓨전해 보고자 한다. 이를 통해 어떤 계층에서 퓨전을 하는 것이 뼈 나이 진단 성능이 더 효과적인지를 파악하고자 한다.

      

    

    

  
    
      Ⅳ. 실험 및 결과
      
        4.1 실험 환경
        실험에 사용된 X선 영상은 영상 판독 전문업체로부터 제공 받았으며, 사용한 뼈 나이는 영상의학과 전문의에 의해 진단되었다. 영상의 개수는 총 2,328장이고 7:3의 비율로 훈련과 테스트 셋으로 랜덤하게 나누었다. 입력 X선 영상은 단일 채널을 갖는 그레이 영상이고 픽셀 당 12bit를 갖는다. 시뮬레이션 환경은 윈도우 운영체제이고 4개의 Titan-XP로 구성된 워크스테이션에서 학습되었다. 에폭의 수는 30으로 설정되었고 미니 배치 크기는 10으로 설정되었다. 심층 합성곱 신경망 툴로는 매트랩(Matlab2019b)를 사용하였고 미니 배치 확률적 경사 하강법(Mini-batch stochastic gradient optimization) [23]을 사용해 파라미터를 갱신하였다. 평가 척도로는 영상의학과 전문의가 진단한 뼈 나이 값과 제안한 심층 학습을 통해 추정된 뼈 나이 값과의 오차를 계산하는 MAE 식을 사용하였다.
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        여기서 n은 테스트 영상의 개수이다. 그리고 yi는 X선 영상에 대해 전문의가 측정한 뼈 나이 값이고 y′i는 제안한 네트워크로 추정된 뼈 나이 값이다.

      

      
        4.2 실험 결과
        표 1은 기존의 전이 학습 기반의 뼈 나이 진단 기법[16]과 제안한 기법에 대한 성능 평가 결과를 보여 준다. 표에서 볼 수 있듯이, 기존의 전이 학습 기반의 뼈 나이 진단의 평균 절대 오차는 약 9.7개월인 것을 알 수 있다. 그리고 입력 X선 영상에 히스토그램 평탄화 기법[13]을 적용한 경우, 기존의 전이 학습 기법에 비해 약 1.1개월만큼 정확도가 높아진 것을 볼 수 있다. 이는 X선 영상의 대비를 강화함으로써, 입력 영상에서 추출된 특징의 구별력을 높여 최종 뼈 나이 진단을 개선한 것으로 해석할 수 있다. 즉 대비가 낮은 영상은 특징 구별력이 떨어지므로 히스토그램 평탄화와 같은 대비 강화 기법이 뼈 나이 진단에 상당히 효과적인 것을 알 수 있다. 또한, 표에서 K-평균 군집 알고리즘이나 슈퍼픽셀 알고리즘을 적용할 경우, 뼈 나이 진단의 정확도가 더 향상됨을 알 수 있다. 약 8.6개월에서 8.1개월과 8.0개월까지 떨어지는 것을 볼 수 있다. 이 결과는 배경 영역과 관심 영역에서 추출된 특징 맵을 입력 X선 영상과 퓨전함으로써 뼈 나이 성능을 개선할 수 있음을 나타낸다.

        
          Table 1. 
				
          

          
            Performance evaluation
          
          

        

        
          
            
              	Methods
              	MAE(months)
            

          
          
            	Transfer learning [16]
            	9.7773
          

          
            	Histogram equalization [13]
            	8.6471
          

          
            	Proposed deep feature fusion based on histogram equalization and K-means clustering (Last fully-connected layer)
            	8.1127
          

          
            	Proposed deep feature fusion based on histogram equalization and superpixels (Last fully-connected layer)
            	
              8.0236
            
          

          
            	Proposed deep feature fusion based on histogram equalization and K-means clustering (5th pooling layer)
            	9.1649
          

          
            	Proposed deep feature fusion based on histogram equalization and superpixels (5th pooling layer)
            	8.8497
          

        

        

        다시 말하면 대비가 강화된 입력 X선 영상에서 추출된 특징 맵으로 영역에 따른 중요도를 학습함으로써, 특징의 구별성을 높이고 최종 뼈 나이 진단의 정확도를 높인 것으로 해석할 수밖에 없다. 그리고 두 종류의 스트림을 퓨전하는 위치는 풀링 계층보다는 마지막 완전연결계층에서 수행하는 것이 더 좋은 성능을 나타내는 것을 볼 수 있다. 일반적으로 완전연결계층에서는 객체의 얼굴과 같은 의미론적인 고수준의 특징을 뽑아내기 때문에 뼈 나이 진단에서도 동일한 현상이 나타남을 알 수 있다.

        실험 결과를 요약하자면 서론에서 언급된 뼈 나이 진단에서 입력 X선 영상의 대비 강화와 배경 및 관심 영역의 분할은 최종 뼈 나이 진단에 긍정적인 영향을 줄 수 있다고 결론을 맺을 수 있다. 다시 말하면 대비 강화를 통해서는 특징의 구별성을 높일 수 있고 군집화 과정을 통해서는 특징의 영역별에 따른 중요도를 학습할 수 있음을 확인할 수 있었다.

      

    

    

  
    
      Ⅴ. 결론 및 향후 과제
      본 연구에서는 뼈 나이 진단을 위한 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 기법을 제안하였다. 핵심 아이디어는 X선 영상의 대비 강화와 배경과 관심 영역 분할이 최종 뼈 나이 진단의 성능을 개선할 수 있다는 것이다. 이를 구현하기 위해, 두 종류의 심층 합성곱 신경망으로 구성된 스트림을 형성하고 최종 퓨전 계층을 통해서 뼈 나이를 추정하는 심층 학습 모델을 제시하였다. 실험 결과에서 보듯이, 제안한 기법은 기존의 전이 학습 기반의 심층 학습 모델에 비해 약 1.7개월의 평균 오차를 줄일 수 있었다.

      제안한 대비 강화 및 슈퍼픽셀 기반 심층 특징 퓨전 모델은 공간 영역별 특징 맵의 중요도를 반영한다는 점에서 공간 집중 네트워크(Spatail attention network)로 볼 수 있다. 따라서 향후 계획으로 공간 영역별 가중치를 계산하여 퓨전하는 기법을 새롭게 제안하고자 한다. 그리고 슈퍼픽셀 알고리즘 대신 X선 영상의 라벨링 결과, 예를 들어 영상분할이나 바운딩 박스와 결과를 활용하는 기법도 개발하고자 한다.
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