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요  약

OTT 서비스(over-the-top media service)의 발전으로 인해 멀티미디어 트래픽의 양이 기하급수적으로 증가

하고 있다. 멀티미디어 트래픽을 효율적으로 전송하기 위해서는 하나의 송신자에서 출발하여 여러 수신자까지

의 경로를 결정하는 멀티캐스트 라우팅 트리를 효과적으로 설정하는 것이 매우 중요하다. 본 논문에서는 가변

적인 네트워크 환경을 고려하여 메타 강화학습 모델 중 하나인 PEARL을 이용하여 효율적인 멀티캐스트 라우

팅 트리 생성 방법을 제안한다. 메타 강화학습은 다양한 태스크를 학습할 수 있는 기법으로 가변적인 네트워

크 환경에 적합하며 그 중 PEARL은 컨텍스트 기반 메타 강화학습 기법으로 기존 메타 강화학습에 비해 샘플 

효율성이 높다. 가변적인 네트워크 환경에서 제안하는 방법의 성능을 측정하기 위해 링크 분포를 랜덤, 30%,
50%, 70%으로 바꾸며 실험하였다. 실험 결과, 제안 방법으로 학습한 모델의 성능이 1.184로 최적에 가까운 멀

티캐스트 라우팅 트리를 생성할 수 있음을 확인했다.

Abstract

The amount of multimedia traffic is increasing exponentially due to the development of over-the-top media 
services(OTT). In order to efficiently transmit multimedia traffic, it is very important to effectively set up a multicast 
routing tree that determines the route from one sender to multiple receivers. In this paper, we propose an efficient 
multicast routing tree generation method using PEARL, one of the meta-RL models, considering the variable network 
environment. Meta-RL is a technique that can learn various tasks and is suitable for variable network environments, 
and PEARL is a context-based meta-RL technique with high sample efficiency compared to conventional meta-RL. To 
measure the performance of the proposed method in a variable network environment, we experimented with random, 
30%, 50% and 70% link distributions. The experimental results show that the performance of the model trained by 
the proposed method is 1.184, which can generate a near-optimal multicast routing tree.
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Ⅰ. 서  론

최근 실시간 스트리밍의 확대 및 5G의 보급에 

더불어 4K, 8K 같은 고해상도 콘텐츠의 사용이 증

가함에 따라 네트워크 트래픽의 양이 급속도로 증

가하고 있다. 이에 효과적으로 멀티미디어 트래픽을 

처리하기 위해 SDN(Software Defined Network)에 관

한 연구가 많이 진행되고 있다. SDN은 기존 네트워

크 환경에서 데이터 평면과 제어 평면을 분리하여 

네트워크 제어를 중앙에서 효율적으로 제어할 수 

있는 방법이다. 이러한 SDN 환경에서 하나의 송신

자에서 출발하여 여러 수신자에게 멀티미디어 트래

픽을 효율적으로 전송하기 위해서는 경로 비용이 

최소화될 수 있는 최소 비용 멀티캐스트 트리를 생

성해내는 기술이 반드시 필요하다. 이를 위해 최근 

SDN 환경에 각광받고 있는 머신러닝 및 딥러닝 기

술을 활용하고자 하는 연구들이 활발히 진행되고 

있다[1]. 이러한 머신러닝 기술 중 최적 제어로부터 

시작된 강화학습은 네트워크 관리와 최적화에 사용

될 수 있다. 그런데 강화학습을 사용하여 SDN 환경

에서 네트워크 최적화를 위한 여러 연구들이 많이 

진행되었으나 기존 강화학습을 사용한 연구는 새로

운 태스크에 대해선 성능이 떨어진다는 단점이 존

재한다. 따라서 가변적인 네트워크 환경에서도 잘 

적응하여 최적의 멀티캐스트 트리를 생성할 수 있

는 방법이 필요하다. 본 논문에서는 이러한 문제를 

해결하기 위해 기존 강화학습에서 여러 태스크를 

학습하기 위해 고안된 기법인 메타 강화학습 기법

을 활용하여 링크 가변적인 네트워크 환경에서 멀

티캐스트 라우팅 트리를 효율적으로 만들기 위한 

방법을 제안하고 그 성능을 평가한다.

Ⅱ. 관련 연구

2.1 SDN 환경에서의 멀티캐스트 라우팅 트리

SDN 환경에서 라우팅 트리를 생성하는 방법으로

는 스타이너 트리 문제(Steiner tree problem)를 해결

하는 것과 동일하다[2][3]. 스타이너 트리 문제의 시

간 복잡도는 NP-Hard이므로 다항 시간에 해결할 수 

없어 TM[4]와 같은 근사 알고리즘을 이용한 다양한 

연구들이 존재한다[5]. 하지만 근사 알고리즘을 이

용한 방법은 계산시간이 오래 걸린다는 단점이 있

다. 반면, 딥러닝을 이용한 방법은 모델을 학습하는 

데 시간이 오래 걸릴 수 있다는 단점이 있지만 학

습 이후에는 짧은 시간 내 결과를 도출한다는 장점

이 있다. 따라서 본 논문에서는 메타 강화학습을 이

용한 딥러닝 기반의 모델을 제안한다.

2.2 강화학습

강화학습은 인공지능에서 매우 중요한 주제 중 

하나로 그림 1과 같이 학습하는 주체인 에이전트가 

주어진 환경과 상호작용을 하면서 특정 목표를 달

성한다. 이때 환경에 놓여진 에이전트가 액션을 수

행하면 환경은 에이전트에 액션에 대응하여 다음 

상태와 보상치를 부여한다. 이와 같이 강화학습은 

최적의 행동을 선택하는 방법을 스스로 학습하며 

보상을 통해 학습을 이루어 낸다. 하지만 이러한 강

화학습 구조는 하나의 태스크에 대해서만 학습하여 

단일 태스크에 대해서만 최적이므로 만일 학습한 

태스크와 조금이라도 다른 태스크가 환경으로 주어

진다면 최적의 행동을 선택하지 못한다. 따라서 이

러한 강화학습 방법을 통해 학습하는 방식은 가변

적인 네트워크 환경에 적합하지 않다. 이에 본 논문

에서는 후술하겠지만 다양한 태스크가 환경으로 주

어져도 최적의 행동을 선택할 수 있는 강화학습에 

메타 러닝을 적용한 메타 강화학습을 이용하여 가

변적인 네트워크 환경에서도 최적의 행동을 선택할 

수 있는 효율적인 방법을 제안한다.

그림 1. 강화학습 구조
Fig. 1. Reinforcement learning structure
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메타 강화학습은 크게 3가지 접근방법에 따라 나

뉜다. 첫 번째는 순환 정책 메타 강화학습, 두 번째

는 최적화 기반 메타 강화학습, 그리고 세 번째로 

컨텍스트 기반 메타 강화학습이다. 식 (1)과 같이 

메타 강화학습은 기존 강화학습과 달리 내부 단계

에서 각각의 태스크인 MDP  에 대해 태스크 적

응     을 수행하며 외부 단계에서는 이를 

통합하여 각 태스크의 보상합에 대한 기댓값을 최

대화하는 최적의 메타 파라미터 을 찾는다. 

          
            (1)

이러한 메타 강화학습은 동일한 태스크의 다양한 

변종들이 존재하거나, 새로운 태스크가 주기적으로 

등장하는 경우 유용하게 적용될 수 있다. 이는 유사

하지만 링크 분포나 노드의 개수에 차이가 있는 가

변적인 네트워크 환경에 적합하다. 본 논문은 메타 

강화학습 모델 중 컨텍스트 기반 메타 강화학습 중 

하나인 PEARL을 이용하여 고정되어 있지 않는 새

로운 태스크인 링크 가변적인 네트워크 환경이 주

어져도 최적에 가까운 멀티캐스트 라우팅 트리 생

성 방법을 제안한다.

2.3 PEARL

PEARL[6]은 앞서 소개한 메타 강화학습 기법 중 

컨텍스트 기반 메타 강화학습 알고리즘이다. 여기서 

컨텍스트란 태스크를 유추할 수 있는 일련의 상호

작용 데이터를 의미하며  을 경험하며 추론된다. 
에이전트는 이러한 컨텍스트 정보를 활용하여 메타 

정책을 업데이트하고 새로운 태스크에서의 최적 행

동을 선택한다. 따라서 식 (2)[6]처럼 컨텍스트 로
부터 추론된 잠재 컨텍스트 변수 가 정책함수의 

조건부에 붙게 된다.

    ∼                      (2)

컨텍스트 기반 메타 강화학습의 대표적인 모델인 

PEARL은 순환 정책 메타 강화학습의 대표적인 모

델인  [7] 와 최적화 기반 메타 강화학습의 대표

적인 모델인 MAML[8]이 on-policy 기반이기 때문에 

샘플 효율성이 낮고 새로운 태스크를 학습할 시 새

로운 태스크의 불확실성을 구조적으로 탐색할 수 

방법이 부족하다는 단점을 해결하였다. PEARL은 

off-policy 기반의 메타 강화학습 알고리즘으로 

Replay Buffer를 활용하여 높은 샘플 효율성을 보이

며 태스크 추론을 위해 강화학습 부분과 태스크 추

론 부분을 분리한 방법을 제안하였다. PEARL에서 

각 태스크는 MDP로 표현하되, 상태 전이 확률과 

보상함수는 알려지지 않았으므로 식 (3)[6]와 같이 

태스크를 정의한다. 또한 식 (4)[6]와 같이 컨텍스트

를 정의하여 수집 및 샘플링한 N개의 컨텍스트를    (이하  )과 같이 정의한다.

                   (3)

  ′                           (4)

PEARL에서는 현재 태스크를 어떻게 수행해야하

는 지에 대한 지식을 확률적 잠재 컨텍스트 변수 
로 묘사하며 정책을 로 조건화하여 태

스크에 대한 행동을 적응시킨다. 이러한 확률적 잠

재 컨텍스트 변수인 를 잘 추론하기 위해선 컨텍

스트 가 주어졌을 때 posterior 를 추론해

야 한다. 하지만 이 posterior 를 계산하는 

것은 어렵기 때문에 를 매개변수로 하는 추론 네

트워크 를 학습하여 posterior 를 

근사한다. 근사하기 위해 PEARL은 생성 모델 

VAE[9]의 변분적 추론 개념을 바탕으로 추론 목적 

함수를 정의하였고 그 식은 식 (5)과 같다.

∼              (5)

식 (5)[6]에서 는 모든 태스크에 대해 기댓값

을 취하며 ∼  는 추론 네트워크 

를 이용해 컨텍스트 변수 를 샘플링하

여 이를 이용해    
의 값을 계산한다. 여기서 는 에 대한 unit 
Gaussian으로 가정한다. 
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 는 식 (2)에서 보듯 에이전트인   을 학습함에 따라 를 잘 추론했는

지 판단하는 목적함수가 되며 

 는 와 사이의 상호 정보

량을 제한하는 정보 병목 현상[10]에 대한 변분적 

근사(Variational approximation)로 해석한다.
PEARL에서는 추론 네트워크를 설계할 때 관련 

없는 종속성을 모델링하지 않으면서 태스크와 관련

된 정보에 대한 최소한의 정보를 포착할 수 있을 

만큼 충분히 표현력 있도록 구성하였다. 여기서 완

전히 관찰 가능한 MDP의 인코딩은 permutation 
invariant 해야 한다. 즉, PEARL은 MDP 모델을 알

기 위해 태스크가 무엇인지 추론할 필요도 없고 가

치함수를 학습하기 위해 순서를 고려할 필요없이 

단지 ′와 같은 데이터만 있으면 충분히 

학습할 수 있다. 이러한 관찰을 기반으로 PEARL에
서는 식 (6)[6]과 같이  를 permutation 
invariant 표현을 사용하여 모델링한다.

  ∝                       (6)

여기서  는 정규분포에서 나오는 값으로 

모델링 할 수 있으며 쉽게 다루기 위해, 가우시안 

인자         로 표현할 

수 있고 이로 인해 가우시안 사후 분포가 생성된다. 
PEARL은 이 값들을 1 부터  까지 다 곱하여   를 모델링할 수 있다. 여기서 함수 
는 에 대한 함수로 로 매개변수화 된 신경망으

로 표현되며 평균 와 표준편차 을 출력한다. 
위와 같이 PEARL은 확률적 잠재 컨텍스트를 모

델링함에 따라 posterior 샘플링이 가능하며 이를 통

해 탐험을 효율적으로 할 수 있다는 장점을 가진다. 
그 결과 PEARL은 충분히 태스크 정보를 학습했을 

때 테스트 과정에서 접하는 새로운 태스크에 대해 

posterior 샘플링을 통해 빠르게 태스크 정보를 추론

하고 이를 학습할 수 있게 된다.

Ⅲ. 제안하는 방법

3.1 SDN 환경에 대한 MDP 정의

본 논문은 PEARL을 기반으로 SDN 환경에서 최

적의 멀티캐스트 라우팅 트리를 생성하는 방법에 

대해 제안한다. 따라서 최적의 멀티캐스트 라우팅 

트리를 만들기 위해서 최소 비용의 트리를 생성한

다. 이것은 출발지에서부터 목적지까지 순서에 따라 

어떤 링크를 선택해야 하는지 결정하는 순차적 행

동 결정 문제로 정의할 수 있고, 이러한 순차적 행

동 결정 문제는 MDP(Markov Decision Process)와 같

이 수학적으로 모델링할 수 있다. 본 논문에서는 표 

1과 같이 태스크 별 MDP를 정의하였다.

표 1. 본 논문의 환경에 대한 MDP 정의
Table 1. MDP definition for the environment in this paper

Attribute Description

State

The currently connected multicast routing
tree
Source node information
Destination node information

Action
The set of reachable links in the currently
connected multicast routing tree

Reward

Give +1 reward if the destination node is
reached
Give +0 reward if not at the destination
node

Gamma Discount factor

그림 2는 예시로 만든 노드 6개의 네트워크 토폴

로지 그림이다. 

그림 2. 네트워크 토폴로지 도식도
Fig. 2. Network topology schematic
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그림 3은 그림 2의 네트워크 토폴로지에 대한 인

접행렬, 즉 상태 정보를 행렬로 나타낸 그림이다. 
만일 노드 개수가 N 개면  ×인 인접행렬로 표

현되며 이 인접행렬에는 출발지 노드 정보와 목적

지 노드 정보가 같이 들어있다. 이 예시에서는 노드 

개수가 6개이기 때문에 6×6인 인접행렬로 표현되

었고 노드끼리 연결된 링크 정보를 나타내기 위해 

현재 연결된 노드들 간 행렬값은 1로 표기하고 연

결되지 않은 노드들 간 행렬값은 0으로 표기하였다. 
즉 활성화된 링크는 1의 값을 가지며, 활성화되지 

않는 링크는 0의 값을 가진다. 그리고 출발지 노드 

정보와 목적지 노드 정보를 표기하기 위해 출발지 

노드는 1로 목적지 노드는 -1로 표기하였다. 위 

MDP에서 행동의 경우에는 현재 연결된 멀티캐스트 

라우팅 트리에서 연결 가능한 링크 중 하나를 선택

한다. 즉 활성화되어 있지 않은 링크를 선택한다. 
마지막으로, 보상의 경우는 에이전트의 액션 이후, 
즉 링크 선택 후 그 링크를 통해 목적지 노드 도달 

여부에 따라 다르게 부여된다. 목적지 노드에 도달

하였을 경우 +1, 도달하지 않았을 경우 +0을 부여

한다. 또한 이 보상은 감쇠율이 적용되어 있어 여러 

번 곱해질수록 0에 가까워지게 된다. 그러므로 에이

전트는 누적 보상의 합을 최대로 하기 위해 최대한 

적은 행동으로 에피소드를 끝내도록 학습될 것이다. 
최대한 적은 행동을 통해 에피소드를 끝내는 것은 

결국 최대한 적은 링크 개수로 멀티캐스트 라우팅 

트리를 만드는 것이므로 이는 에이전트가 학습을 

통해 최적의 멀티캐스트 라우팅 트리를 생성할 수 

있음을 의미한다.

그림 3. 그림 2 네트워크 토폴로지에 대한 인접행렬
Fig. 3. Adjacency matrix for the network topology in Fig. 2

3.2 PEARL을 이용한 제안 모델 및 학습 방법

PEARL의 메타 트레이닝 방법에 따라 본 논문에

서 제안하는 모델 학습 방법은 다음과 같다. 앞서 

언급하였듯 인코더 학습을 위해 사용되는 

데이터가 정책을 학습하는 데 사용하는 데이터와 

동일할 필요가 없다. 정책은 Off-policy 강화학습 과

정에서 컨텍스트 을 상태의 일부로 다룰 수 있으

며, 탐험 과정의 확률적 요소는 인코더 
의 불확실성에 의해 제공된다. Actor 네트워크와 

Critic 네트워크는 항상 전체 리플레이 버퍼에서 샘

플링한 Off-policy 데이터로 학습된다. 여기서 인코

더 학습을 위해 컨텍스트 배치를 샘플링

하기 위한 새로운 샘플러 를 정의한다. 만일 이 가 리플레이 버퍼와 동일하게 샘플링된다면 

On-policy 데이터와 극단적인 분포 불일치를 보이게 

될 것이다. 그러나 컨텍스트 배치는 완전히 

On-policy일 필요는 없으며 최근 수집된 데이터의 

버퍼에서 샘플링하여 인코더 를 학습하는 

중간 전략을 택한다면 Off-policy의 장점을 가져가며 

효율적으로 정책 성능을 유지할 수 있다. 또한 

PEARL에서는 Off-policy 강화학습 알고리즘으로 

Soft Actor-Critic[11]을 선택했다. Soft Actor-Critic은 

강화학습 알고리즘 중 좋은 샘플 효율성을 보이며 

엔트로피 개념을 활용해 알고리즘에 내포된 확률적 

모델링 요소들은 PEARL의 인코더 학습 시 사용되

는 확률적 잠재 컨텍스트와 잘 통합될 수 있다.
그림 4는 제안 모델의 학습 방법을 그림으로 나

타낸 것이다. 제안 모델의 학습 방법은 먼저 인코더 

 에서 컨텍스트 변수인 를 샘플링한다. 

샘플링한 컨텍스트 변수 를 통해 Actor network인 에서 액션인 를 샘플링하고 생성된 

데이터인 ′을 리플레이 버퍼  에 저장한

다. 이후 리플레이 버퍼  에서 저장된 데이터인 

′을 샘플링하여 컨텍스트 변수 를 업데

이트한다. 앞서 소개한 새로운 샘플러 를 통해 

인코더  를 업데이트하기 위해 컨텍스트 

변수 를 샘플링한다. 그리고 Soft Actor-Critic 
agent을 업데이트하기 위해 리플레이 버퍼  에서 
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RL batch 를 샘플링한다. 그다음 인코더  에서 컨텍스트 변수 를 샘플링한 다음 

샘플링한 컨텍스트 변수 와 RL batch 를 이용하

여 Actor network의 손실함수인  와 Critic 

Network의 손실함수인  을 계산한다. 이후 앞

서 소개한 변분적 추론으로 얻은 전체 목적 함수의 

정규화 항인    을 계산하여 정

규화 손실함수인  을 계산한다. 이후 Critic 

Network의 손실함수  와 정규화 손실함수 
을 이용하여 인코더 parameter 를 업데이트하고 

Actor 손실함수  을 이용해 Actor parameter 
를 업데이트하고 Critic 손실함수  을 이용해 

Critic parameter 를 업데이트한다.

그림 4. 제안 모델 학습 방법
Fig. 4. How to train a suggestion model

Ⅳ. 실험 결과

4.1 성능 분석 기준

일반적인 강화학습에서는 누적 보상 또는 평균 

보상에 따라 학습 정도를 파악한다. 그러나 본 논문

에서는 태스크마다 목적지의 개수가 달라 얻을 수 

있는 보상이 다르므로 누적 보상에 따라 성능을 평

가하는 것은 적절하지 않다. 이에 본 논문에서는 각 

태스크에서 만든 멀티캐스트 라우팅 트리 링크의 

수를 활용하여 성능 평가 지표로 이용하였다.

 
        (7)

출발 노드와 목적 노드의 집합이 모두 연결되기 

위해서는 목적 노드의 집합 원소 수만큼 링크의 개

수가 필요하다. 따라서 필요한 최소 링크 개수는 목

적지 집합 원소의 개수와 같다. 그다음 만들어진 멀

티캐스트 라우팅 트리 링크의 개수에 최소 필요 노

드 개수를 나누어 식 (7)과 같이 성능 평가 지표인 

Performance Ratio를 정의한다. 식 (7)의 Performance 
Ratio는 1에 가까우면 가까울수록 최적의 멀티캐스

트 라우팅 트리에 가까워진다고 볼 수 있다.

4.2 실험 결과

다음 실험은 가변적인 네트워크 환경을 고려하기 

위해 네트워크 노드 개수가 10개인 환경에서 링크 

분포를 변화해가며 iteration에 따른 Performance 
Ratio의 변화를 기록한 그래프이다. 실험은 링크 분

포가 random일 때, 링크 분포가 30%일 때, 링크 분

포가 50%일 때, 링크 분포가 70%일 때로 총 4회 

진행하였다.
그림 5는 네트워크 노드 개수가 10개일 때 

iteration이 지남에 따라  Performance Ratio를 기록한 

그래프이다. 약 200 iteration 이후 대략 1.2 정도의 

값에 수렴함을 보인다.

그림 5. 링크 분포가 랜덤일 때의 Performance Ratio
Fig. 5. Performance Ratio when link distribution is random

그림 6은 링크 분포가 30%일 때의 Performance 
Ratio이다. 약 300 iteration 이후 대략 1.5 정도의 값

에 근접함을 알 수 있다.
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그림 6. 링크 분포가 30% 일 때의 Performance Ratio
Fig. 6. Performance Ratio when link distribution is 30%

그림 7은 링크 분포가 50% 일 때의 Performance 
Ratio이다. 약 300 iteration 이후 대략 1.2 정도의 값

에 근접함을 알 수 있다.

그림 7. 링크 분포가 50% 일 때의 Performance Ratio
Fig. 7. Performance Ratio when link distribution is 50%

그림 8은 링크 분포가 70%일 때의 Performance 
Ratio이다. 약 250 iteration 이후 대략 1.08 정도의 

값에 근접함을 알 수 있다.

그림 8. 링크 분포가 70% 일 때의 Performance Ratio
Fig. 8. Performance Ratio when link distribution is 70%

그림 6, 그림 7, 그림 8의 실험 결과를 보면 링크 

분포가 30% 일 때보다 링크 분포가 70%일 때 성능

이 더 좋음을 알 수 있다. 이를 통해 링크 분포가 

적을 경우 학습이 링크 분포가 많을 경우에 비해 

어려움을 알 수 있다. 그 이유로는 링크 분포가 많

을수록 탐색 공간과 경로가 많아 최적인 멀티캐스

트 라우팅 트리를 만들 확률이 높고 어떤 방향으로 

가든 최적에 가까울 확률이 높기 때문이다.
다음은 기존 근사 알고리즘[12]과의 비교이다. 표 

2는 본 논문에서 제시한 성능 평가 지표인 

Performance Ratio에 따라 기존 근사 알고리즘과 본 

논문 간의 성능을 분석한 표이다. 위 표에서 보이는 

것처럼 기존 근사 알고리즘보다 본 논문에서 제시

한 모델의 성능이 뛰어남을 알 수 있다.

표 2. Performance Ratio 비교[12]
Table 2. Compare Performance Ratio[12]

Performance Ratio Authors
2.000 Takahashi, Matsuyama
1.834 Zelikovsky
1.734 Berman, Ramaiyen
1.694 Zelikovsky
1.667 Promel, Steger
1.644 Karpinski, Zelikovsky
1.598 Hougardy, Promel

1.184(-0.414) Ours(random)
1.529(-0.069) Ours(30%)
1.197(-0.401) Ours(50%)
1.086(-0.512) Ours(70%)

Ⅴ. 결  론

본 논문에서는 링크가 가변적인 네트워크 환경에

서 메타 강화학습 모델인 PEARL[6]을 이용해 멀티

캐스트 라우팅 트리 형성 방법을 제안했다. 실험 결

과 Performance Ratio가 약 1.18 정도의 값으로 성능

이 뛰어났다. 따라서 근사 알고리즘을 사용하는 것

보다 메타 강화학습 알고리즘을 사용한 딥러닝 기

반의 알고리즘을 사용하는 것이 성능과 시간 면에

서 매우 이점이 있다는 것을 알 수 있었다. 향후 연

구로는 본 실험이 네트워크 환경의 노드 개수가 10
개이기에 비교적 작은 네트워크 규모에서 실험을 

진행한 한계가 존재하기 때문에 노드 개수가 10개 

이상인 환경에서 연구를 진행할 계획이다. 
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또한 실제 네트워크 환경은 링크뿐만 아니라 노

드까지 가변적으로 변한다. 따라서 링크 개수뿐만 

아니라 노드 개수까지 변하는 환경에서 메타 강화

학습 기법을 적용하는 연구를 진행해 볼 계획이다.
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